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Resumen

Actualmente han surgido una cantidad de nuevos re-
positorios de informacion, en los cuales los datos son no
estructurados y no se adaptan fdcilmente al modelo re-
lacional. Esto se debe tanto a la evolucion de las tecno-
logtas de informacion y comunicacion, como a la gran
cantidad v variedad de informacion disponible en for-
mmato digital. Estos diferentes tipos de datos tales como
texto libre, imdgenes, audio, video, secuencias bioldgicas
de ADN o proteinas, entre otros: o bien no pueden ser
fdcilmente estucturados en claves y registros, o bien tal
estructuracion carece de sentido prdctico, restringiendo
de antemano los diversos tipos de consultas que se pue-
den requerir sobre ellos. Todo esto deja en evidencia la
necesidad de procesar grandes conjuntos de datos, para
obtener informacion util a partir de ellos.

El objetivo de cualquier sistema de recuperacion de
informacion es obtener, desde una base de datos, lo que
podria ser iitil o relevante para el usuario a partir de
una consulta. Para ello se utiliza alguna estructura de
almacenamiento sobre dichos datos (indice), disefiadas
especialmente para ese propdsito, que permita responder
a la consulta de manera eficiente.

Palabras Claves: bases de datos masivas, computacidn
de alto desempefio, recuperacion de informacidn.

1. Contexto

Esta linea de investigacién se encuentra enmarca-
da dentro del Proyecto Consolidado 3-03-2018 de
la Universidad Nacional de San Luis (UNSL) y en
el Programa de Incentivos (Codigo 22/F834): “lec-
nologfas Avanzadas Aplicadas al Procesamiento de
Datos Masivos”, dentro de la linea “Recuperacion
de Datos e Informacién”, desarrollada en el Labo-
ratorio de Investigacion y Desarrollo en Inteligencia
Computacional (LIDIC) de 1a UNSL. Este proyec-

270

to ha sido aprobado en la UNSL por Resolucidn del
Consejo Superior 126/18 y finaliza en 2021.

El objctivo de csta linca de investigacion cs desa-
rrollar herramientas eficientes para sistemas de recu-
peracion de informacidn sobre bases de datos masi-
vas, que almacenan datos no estructurados. El anali-
sis de nuevas técnicas que provean una buena in-
teraccion con el usuario, al igual que el desarrollo
de nuevas estructuras de datos capaces de manipular
eficientemente un gran volumen de datos no estruc-
turados, estan orientados en ese sentido.

Por lo tanto, lo que se pretende en esta linea es
el disefio y desarrollo de {ndices que sirvan de apo-
yo a sistemas de recuperacién dedicados a conjuntos
de datos no estructurados masivos tales como: datos
multimedia, texto, secuencias de ADN, huellas di-
gitales, etc., proveyendo a los mismos de estructu-
ras de datos elicientes y escalables, para memorias
jerdrquicas, que ademds aprovechen, cuando sea ne-
cesario, la aplicacién de técnicas de computacion de
alto desempeio (HPC).

2. Introduccion y Motivacion

La cvolucién de las tecnologias de informacion
y comunicacion, el uso masivo de internet y la dis-
ponibilidad de dispositivos electronicos en diversos
ambitos de la vida cotidiana, ha generado la apari-
cién de un gran volumen de datos, que crece rapida-
mente y que provienen de fuentes tan disimiles co-
mo el tipo de datos producido. Este escenario obliga
a redefinir las técnicas de procesamiento, analisis y
obtencién de informacién itil, y a formular nuevas
metodologias para lograr una mayor aplicabilidad.

Aun en la actualidad, los sistemas tradicionales
de computacién utilizan principalmente informacioén
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quc pucdc organizarsc cn claves y registros (cstruc-
turada), sobre la cual las bisquedas (radicionales tie-
nen sentido y donde la estructura misma de los da-
tos pucdc interpretarse y utilizarse cn programas casi
directamente. Sin embargo, dos de las caracteristi-
cas que aparecen en los datos en el contexto de pro-
blemas de “big data”, el volumen y variedad de los
mismos, hace imposible restringir las bisquedas so-
bre datos estructurados a las buisquedas tradiciona-
les, ya que obligaria a representar una vision parcial
del problema, dejando fuera informacion que podria
ser relevante para la resolucién efectiva del mismo.

Por lo tanto, en la era de “big data” es necesario
administrar eficientemente informacion no estructu-
rada y considerar tipos de bisqueda mucho mas ge-
nerales y complejas, que puedan servir de apoyo, por
ejemplo, en la toma de decisiones. Las bisquedas
por similitud son un tipo de busqueda mas general,
que se sustentan, para lograr eficiencia en las res-
puestas, sobre métodos de acceso o indices métricos
[5]. Un enfoque util para sistemas de recuperacion
usando busqueda por similitud cs la biisqueda ba-
sada en contenidos. Dicho tipo de bisqueda usa el
dato no estructurado en si mismo para describir 1o
que se estd buscando.

Entonces, si se consideran grandes cantidades de
datos no estructurados, se pueden utilizar estos indi-
ces para lograr eficiencia en la respuesta, cuando se
presentan al sistcma consultas de recuperacién de
informacion. Dichos indices pueden (ener distintas
caracteristicas que los hacen adecuados para aplica-
ciones rcales: cficientes, dindmicos, cscalables, re-
sistentes a la maldicion de la dimension, entre otras.

El modelo habitual para las bisquedas por simili-
tud es el de espacios métricos. Este modelo, ademds
dc brindar un marco formal, ¢s independicnte del
dominio de la aplicacién. Un espacio métrico estd
compuesto por un universo U de objetos y una fimn-
cion de distancia d : U x U — R™T, la cual cumple
con las propiedades de una métrica. Sobre una ba-
se de datos S C U, se pueden considerar dos tipos
basicos de buisqueda por similitud: la biisqueda por
rango v la bisqueda de los k vecinos mds cercanos.
La funcién de distancia permite medir la disimili-
tud entre dos objetos. Sin embargo, para algunos de
los tipos de datos no estructurados, el célculo de la
distancia puede ser muy costoso. Por lo tanto, un ob-
jetivo de todo método de acceso es ahorrar cédlculos
de distancia y en su gran mayoria para lograrlo apro-
vechan que d satisface la desigualdad triangular.

Si se considera que la base de datos S posee 1 ob-
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jetos, cualquicr consulta pucde responderse de ma-
nera (rivial realizando n evaluaciones de distancia.
Sin embargo, en la mayoria de las aplicaciones so-
bre grandes volumencs de datos y siendo las distan-
cias costosas de computar (por ej.: comparacion de
huellas digitales), no es factible aplicar la solucion
trivial. Por lo tanto, si el objetivo es responder con-
sultas con la menor cantidad de célculos de distancia
posibles, se debe construir un indice a través del pre-
procesamiento de la base de datos.

En ciertos casos parliculares, es probable que la
base de datos, el indice, o ambos, no puedan alma-
cenarse en memoria principal y deban hacer uso de
niveles mas bajos de la jerarquia de memorias, como
la memoria secundaria. Pero ello acarrea altos costos
cn las operaciones de E/S. Por lo tanto, para lograr
eliciencia, se debe minimizar el nimero de opera-
ciones de /S, considerar el nivel de la jerarquia de
mcmorias sobre la que sc trabaja y cn algunos casos
admitir respuestas no exactas; utilizando, cuando sea
posible, técnicas de computacion paralela.

Ln este contexto, se considera como objetivo prin-
cipal obtener herramientas de recuperacion de infor-
macion para procesar conjuntos masivos de datos,
desarrollando nuevas técnicas y aplicaciones que so-
porten la interaccion con el usuario, disefiando indi-
ces que permitan la manipulacion eficiente de gran-
des volimenes de datos no cstructurados y facilitcn
larealizacién de diferentes tipos de consultas. De es-
ta manera, se espera contribuir al desarrollo de apli-
caciones rcalcs para problcmas de big data.

3. Lineas de Investigacion

Dado que en esta investigacion se pretende contri-
buir a distintos aspectos de los sistemas de recupe-
racion de informacién sobre grandes volumenes de
datos no estructurados, se ha considerado el disefio
de nuevas medidas de similitud, de nuevos indices y
la resolucidén de distintas consultas sobre estos tipos
de bases de datos y cdmo lograr eficiencia y escala-
bilidad para grandes volumenes de datos.

Nuevas Medidas de Similitud

Existen numerosos algoritmos que permiten re-
solver eficientemente las buisquedas cuando se con-
sideran espacios de baja dimensién. Sin embargo, su
desempefio se degrada a medida que la dimensiona-
lidad intrinseca del espacio crece [35, 13]. Méas aun,
en bases de datos cuya dimensionalidad intrinseca es
alta, el desempeiio puede empeorar de tal forma que
llega a ser equivalente al de realizar una bisqueda



exhaustiva sobre 1a base de datos [5]. Por lo tanto, cl
desalio se encuentra en esa clase de base de datos,
donde el histograma de las distancias entre los ob-
jetos ¢s muy concentrado; cs decir, donde todas las
distancias entre pares de objetos de la base de datos
son muy similares.

Una aproximacidn practica sobre este tipo de base
de datos es resignarse a no obtener la respuesta por
similitud exacla para las consultas. En su lugar, es
posible conformarse con respuestas aproximadas; 1o
cual significa que sc admite que sc picrdan algunos
objetos relevantes desde el conjunto de objetos de
la respuesta o que se reporten en dicho conjunto al-
gunos clementos que no scan relevantes [6]. Asi, cl
objetivo es disefiar métodos eficientes cuya calidad
de la respuesta esté dentro de ciertos limites.

En [1], se presenta un nuevo método aproximado
para busquedas por similitud, cuyo desempefio es in-
superable en bases de datos de alta dimension [11].
Sin embargo, se puede mejorar aiin mas su desem-
pciio si sc considera una medida diferente de simili-
tud entre permutaciones [7].

La medida mds utilizada de distancia entre per-
mutaciones es Spearman Footrule, 1a cual se define
como Sp(Ily, Ily) = 37, <icp, I (i) — Hq_l(m’
donde II,, y I, son las permutaciones de v y g.

Las nucvas medidas de similitud entre permuta-
ciones que en particular, como se demuestra en [7],
no cumplen con ser una métrica sino una semimétri-
ca, se basan en particionar las permutaciones en tro-
zos y utilizar en los trozos significativos (el inicial
y el final) un factor que permita amplificar las gran-
des dilerencias de posiciones de los permutantes y
descartar ¢l trozo medio menos significativo.

Indices

Cuando se trabaja con bases de datos que contie-
nen datos no estructurados, los indices métricos re-
sultan apropiados para realizar bisquedas sobre las
mismas [5]. Estos aprovechan una propicdad de la
funcién de distancia, la desigualdad triangular, para
ahorrar algunos cilculos de distancia y, de esta ma-
nera, ahorrar tiempo. Si se mantienen algunas dis-
tancias precalculadas entre los elementos de la base
de datos y objetos distinguidos, la desigualdad trian-
gular permitird estimar la distancia entre cualquier
objeto de consulta g y los elementos de la base de
datos. Los dos enfoques mds comunes se diferencian
en si esos objetos distinguidos son pivotes o centros.
Si son pivotes se almacenan las distancias de todos
los objetos de la base de datos a ellos y si por el con-
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trario son ccntros sc particiona cl espacio cn zonas
denominadas particiones compactas, por cercania a
los centros, almacenando un radio de cobertura que
determina la zona de cada centro.

Los aspectos que se consideran de interés al di-
sefiar {ndices incluyen: dinamismo, en qué nivel de
la jerarquia de memorias deben almacenarse, si pue-
den aplicar técnicas de computacion de alto desem-
pefio para mejorar los tiempos de respuesta, si de-
ben proporcionar una respuesta exacta o basta con
una respuesta aproximada y la dimensionalidad del
espacio métrico considerado.

Como los conjuntos de datos masivos de interés
son aquellos que contienen datos no estructurados,
los volimenes de informacion con los que se de-
be trabajar (por ejemplo, millones de imagenes en
la Web) hacen necesario que los indices sean alma-
cenados en memoria secundaria. En este caso, para
lograr eficiencia, no sélo se debe considerar que se
realicen el menor mimero de cdlculos de distancia
sino también, que efectien la menor cantidad posi-
ble de operaciones sobre ¢l disco (E/S), debido a su
costo. Por ello, esta linea se dedica a disefiar indices
adaptados para trabajar en memoria secundaria, cu-
vo desempefio en las bisquedas sea bueno. En par-
ticular, sc ha disciiado ¢ implementado una version
paralela del Conjunto Dindmico de Clusters (DSC)
[14]. Este indice, basado en la Lista de Clusters (LC)
[4], cstd cspecialmente discfiado para memoria sc-
cundaria y es completamente dindmico, admite in-
serciones y eliminaciones y tiene un buen desem-
pefio en las buisquedas, principalmente en la canti-
dad de operaciones de E/S. DSC ha demostrado ser
muy competitivo frente a algunas buenas estructu-
ras; por lo tanto, se buscara aplicar y comparar dis-
tintas estrategias de paralelizacion en él.

El Arbol de Aproximacién Espacial Distal (Di-
SAT), basado en el Arbol de Aproxiacién Espacial
[12], es un Indice estatico que no necesita sintonizar
ningiin pardmctro y ¢s muy cficicnte gracias ala par-
ticion de hiperplanos que define [3]. La raiz elegida
para el DiSAT define una particion sobre el espacio,
donde las zonas que se obtienen son muy compactas
y los hiperplanos que las definen permiten diferen-
ciarlas muy bien. Por ello, se busca aprovechar la
informacion que brindan distintas particiones sobre
el espacio para clasificar los elementos de acuerdo
a las zonas en las que cada elemento cae en las dis-
tintas particiones consideradas. En este caso, a ca-
da elemento se le asigna una secuencia de bits, de-
nominada “sketch’; cada bit indica de qué lado del



hiperplano considerado sc encucentra ¢l objcto. Es-
te conjunto de “sketches” constituye el indice en st
mismo. Al momento de una consulta, se calcula el
sketch del objcto de consulta ¢ y sc lo compara con
los sketches de todos los elementos de 1a base de da-
tos, sin calcular realmente distancias entre objetos
sino entre sketches, revisando luego los objetos mds
prometedores primero. Se espera que un elemento
similar a ¢ estard en una particién similar en el espa-
cio, logrando una respuesta aproximada a la consulta
por similitud con poco costo.

Una técnica que ha logrado mucho éxito es la de
Algoritmos Basados en Permutaciones (PBA). Re-
cientemente se desarrollé una forma novedosa de re-
ducir ¢l tamafio del indice sin eliminar ningtin per-
mutante, lo que afectarfa el desempefio del indice,
almacenando en lugar de la permutacion de cada ele-
mento, su firma con respecto a los pares de permu-
tantes dcl conjunto [8].

Por otra parte, sc cstd cstudiando cémo aprove-
char los indices sobre conjuntos masivos de datos,
como herramienta de apoyo para solucionar un pro-
blema de estacionamiento de vehiculos.

DBMS para Bases de Datos Multimedia

A pesar de que las operaciones mas comunes So-
bre bases de datos multimedia son las bisquedas por
rango o de k-vecinos mds cercanos, la operacién de
Join por similitud se considera una de las operacio-
nes que deberfa brindar tipicamente un sistema ad-
ministrador para bases de datos multimedia [16].

Existen diferentes variantes para el join por simi-
litud, dependiendo del criterio de similitud & utili-
zado, pero tienen en comun que se aplican entre dos
bases de datos A y B, ambas subconjuntos del mis-
mo universo del espacio métrico 4 que modela a la
base de datos. El resultado de cualquiera de las va-
riantes de este join por similitud obtendra el conjun-
to de pares formados por un objeto de A y otro de B,
tales que entre ellos se satisface el crilerio de simili-
tud ®. Las variantes mas conocidas son: €l join por
rango, ¢l join de k-vecinos mds cercanos y cl join de
k pares de vecinos mds cercanos; entre otras.

Formalmente, dadas A, B C U, se define el join
por similitud entre Ay B (A D(% D) como el conjun-

to de todos los pares (x,y), donde 2 € Aey € B;
es decir, (z,y) € A x B, tal que ®(x,y) es verda-
dero (se satisface el criterio de similitud ® entre x
e ). Al resolver el join por similitud es posible que
ambas, una o ninguna de la bases de datos posean
un indice; o que ambas bases de datos se indexen
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conjuntamente con un indice discfiado para cl join.
Calcular cualquiera de las variantes del join por si-
militud de manera exacta es muy costoso [15], por lo
tanto valc la pena analizar posibilidades de obtencr
mds rapidamente una respuesta aproximada al join,
buscando siempre buena calidad en la respuesta.

PostgreSQL es el primer sistema de base de da-
tos quc permite realizar consultas por similitud so-
bre algunos atributos, particularmente indexa para
busquedas de k-vecinos mds cercanos (indices KNN-
GiST). Estos indices pucden ser usados sobre tex-
to, comparacién de ubicacién geoespacial, etc. Sin
embargo, los indices K-NN GiST proveen plantillas
s6lo para indices con estructura de drbol balancea-
do (B-tree, R-tree), pero ¢l “balance” no siempre es
bueno para los indices que se utilizan en buisquedas
por similitud [2]. Por otro lado, no se dispone de es-
te tipo de consultas para todo tipo de datos métricos.
Asi, es importante proveer un DBMS para todos los
posibles datos métricos y sus operaciones [10].

Mas aidn, dado que las respuestas a consultas de
join suelen ser conjuntos muy grandes de pares de
objetos y muchos de esos pares son muy similares
entre i, se planea introducir sobre las operaciones
de join la posibilidad de diversificar las respuestas
[17]; es decir, un operador de join por similitud que
asegure un conjunto mas pequefio, mas diversifica-
do de respuestas tutiles y, de ser posible, mas rapido
de obtener. Estos desarrollos, entre otros, permitirin
tener un DBMS con mayores posibilidades de apli-
cacion en sistemas de informacion reales.

4. Resultados

Se ha publicado en [7] una familia de medidas de
similitud para permutaciones que permiten mejorar
el desempefio de los algoritmos basados en permuta-
ciones [1]. Ademds, se ha publicado en [9, 8] nuevas
estructura para bisquedas aproximadas, especial-
mente disefiadas para trabajar con grandes voltime-
nes de datos. Por otro lado, sc cstd cvaluando expe-
rimentalmente la version paralela del indice DSC,
que trabaja con grandes volimenes de datos, di-
sefiada para memoria secundaria, admite insercio-
nes/eliminaciones de objetos y que permitird respon-
der eficientemente a lotes de consultas por similitud.
Ademas, se encuentra en proceso de evaluacién la
propuesta de sketches basados en el DiSAT. Se con-
tinda trabajando en la extension de PostgreSQL para
que brinde facilidades de soporte a més tipos de con-
sultas por similitud, sobre distintos tipos de datos y
considere opciones de respuesta aproximada, como



también la posibilidad de diversificacién de respucs-
tas para los joins por similitud.

5. Formacion de Recursos

En esta linea se estan realizando las siguientes te-
sis de Maestrfa en Ciencias de la Computacién:

1 - “Estructuras Eficicntes sobre Datos Masivos
para Bisquedas en Espacios Métricos”,

2 - “Cémputo Aproximado del Gralo de Todos los
k-Vecinos”,

3 - “Sistema Administrador para Bases de Datos
Métricas™.

Ademds, estd en desarrollo un trabajo final de la
Ingenieria en Computacion.
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