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Resumen 

La presente tesis doctoral aborda la problemática de la incertidumbre 
existente en todo sistema de predicción, focalizando en el desarrollo de 
métodos de reducción de incertidumbre aplicados a la predicción de 
fenómenos naturales. Debido a que estos fenómenos suelen causar gran 
impacto en las comunidades, la flora y la fauna, el ecosistema, entre 
otros, los sistemas de predicción deben proporcionar respuesta en el 
menor tiempo posible. Por estos motivos, los métodos propuestos han 
sido desarrollados utilizando capacidades de alto rendimiento. El 
primer método desarrollado en esta tesis (ESS-IM), comenzó con el 
objetivo de lograr una mejora a una metodología previamente 
desarrollada denominada ESS (Sistema Estadístico Evolutivo). 
Específicamente se trabajó en el incremento del paralelismo de la 
metaheurística interna, incorporando una arquitectura basada en 
modelo de islas bajo un esquema de migración. Este desarrollo logró 
incrementar la capacidad de búsqueda de la metaheurística interna, 
impactando de forma directa en un incremento en la calidad de 
predicción del método. En la validación, ESS-IM fue aplicado en una 
serie de casos de quemas controladas e incendios forestales. Es 
importante destacar que, en forma conjunta, al desarrollo de la tesis, se 
llevaron a cabo diferentes investigaciones complementarias, tales 
como: estudios de sintonización de parámetros, desarrollo de un sistema 
de generación de mapas de incendios forestales a partir de imágenes 
satelitales, entre otros. Finalmente, en la última etapa de la tesis, se 
implementó una versión híbrida basada en metaheurísticas evolutivas 
bajo una estrategia colaborativa basada en islas. El método HESS-IM, 
se implementó de forma heterogénea (a nivel de hardware), logrando 
que los resultados obtenidos incrementen la calidad de predicción y 
eficiencia del método.  
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CAPÍTULO 1 

 

Introducción 

Este capítulo introduce el problema abordado en la presente tesis, los 
objetivos planteados en el plan de trabajo doctoral, como también 
aquellos que surgieron con el avance de la labor. Finalmente, se 
presenta la organización de la tesis y las contribuciones realizadas 
producto de esta investigación.  

1.1. Planteamiento 
Los modelos se han convertido en uno de los principales instrumentos 
de la ciencia moderna, éstos suelen utilizarse en la representación de 
gran cantidad de sistemas físicos [1], inclusive en el ámbito de la ciencia 
ambiental para efectuar predicciones. La modelización puede ser vista 
como el establecimiento de relaciones semánticas entre la teoría y los 
fenómenos u objetos. Generalmente, los modelos representan alguna 
situación real de manera incompleta e inexacta; esto permite realizar 
estudios de sistemas complejos de forma aproximada. Usualmente, los 
modelos deben ser alimentados con parámetros de entrada, los cuales 
brindan la información necesaria con la cual es posible determinar las 
condiciones iniciales del fenómeno bajo estudio, y de esta manera 
estimar sus posibles variaciones en el tiempo. Esto se conoce 
como la salida del modelo, la cual representa la evolución del 
sistema a lo largo del tiempo.  

Cuando se lleva a cabo el estudio de un fenómeno complejo 
mediante la simplificación de la realidad, usando modelos, éstos 
pueden verse afectados debido a la calidad de la información con que 
dicho modelo es alimentado. Es decir, el mero hecho de simplificar un 
fenómeno físico para poder representarlo mediante un mo delo implica 
pérdida de precisión, exactitud y certeza, respecto del comportamiento 
real del fenómeno. Si junto a esto se considera que dicho modelo 
“simplificado” es alimentado con información incompleta o de baja 
calidad, evidentemente tendremos resultados poco satisfactorios y 
distantes de la realidad.  
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Esta problemática, que surge a partir de la falta de precisión o exactitud 
en los parámetros de entrada de un modelo, se conoce como 
incertidumbre. Como bien se menciona en [2]: “cuando se analizan 

sistemas complejos, los resultados calcula dos incluyen incertidumbres 
debidas a los propios modelos informáticos, como así también a las 
existentes en los valores de las variables de entrada o los parámetros 
utilizados en el análisis. Debido a esto, es importante no solo cuantificar 
las incertidumbres de salida sino también identificar las variables de 
entrada dominantes que contribuyen a las incertidumbres de salida”. En 

base a esto, se puede decir que en cualquier ámbito donde se realice 
algún tipo de predicción existirá mayor o menor grado de incertidumbre 
(tanto se trate de un modelo económico, meteorológico o natural) y con 
ello el esfuerzo por intentar minimizar sus efectos negativos. Dicho en 
otras palabras, ante la presencia de incertidumbre (principal fuente de 
imprecisión en todo sistema de predicción), es necesario intentar 
eliminarla, o en el mejor de los casos lograr reducirla.  
En la literatura se utiliza el término Reducción de Incertidumbre o 
Métodos de Reducción de Incertidumbre para hacer referencia a 
aquellas técnicas o herramientas que de alguna manera permiten reducir 
los efectos causados por la falta de precisión en cualquier variable o 
factor de un sistema de predicción. El concepto de Método de 
Reducción de Incertidumbre (MRI o Uncertainty Reduction Method, 
URM) ha sido acuñado en el trabajo de Ishigami y Homma en 1990 [2].  
El concepto de MRI se utiliza en diversas áreas de la ciencia, por 
ejemplo, en [3] se propone un nuevo MRI para evaluar la precisión de 
predicción de las características de la neutrónica para el proceso de 
fabricación de combustibles. En [4] se presenta un MRI con integración 
de calibración Bayesiana y validación de un modelo de forma 
adaptativa aplicado a modelos de estructura y material. Dicho método 
se utiliza para predecir la respuesta estructural en diferentes condiciones 
de carga. También en [5] se propone un MRI epistémico basado en la 
propagación de incertidumbre y en la optimización anidada en dos 
etapas para la reducción de la incertidumbre. En [6] se presenta un 
enfoque de reducción de incertidumbre basado en análisis de 
sensibilidad de un sistema de ingeniería multidisciplinario 
descompuesto en múltiples subsistemas. En [7] se presenta un sistema 
basado en metaheurísticas para reducir la incertidumbre de 
segmentación en imágenes de resonancia magnética cerebral. En [8] se 
presenta el desarrollo de un MRI para la evaluación del impacto del 
cambio climático en la disponibilidad de recursos hídricos (la 
disponibilidad de agua en una región es uno de los factores más 
importantes para determinar la calidad de la vida humana, la cual puede 
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modificarse drásticamente debido al impacto del cambio climático) en 
[9] se presenta un MRI para hacer frente a la incertidumbre de la 
demanda de unidades en los sistemas de planificación y control de 
fabricación. Por su parte, en [10] se presenta la adaptación de una 
estrategia de gestión de la incertidumbre computacional en el marco de 
un sistema de predicción y prevención de inundaciones costeras. Esta 
estrategia consiste en determinar formas significativas de propagación 
de la incertidumbre y la ubicación de bloques de acción1 para reducir o 
evaluar la incertidumbre, por citar sólo algunos ejemplos.  
En el contexto de la presente tesis se define un Método de Reducción 
de Incertidumbre como un sistema computacional que tiene como 
propósito mejorar la calidad de salida de un modelo determinado, de 
forma independiente a los datos con que dicho modelo haya sido 
alimentado. Esto se logra mediante algún tipo de pre-procesamiento y/o 
pos-procesamiento de los datos de entrada y/o salida del modelo. Las 
funciones llevadas a cabo por un MRI no deben interferir con las 
operaciones internas del modelo bajo análisis, es decir, este último debe 
ser tratado como una caja negra.  
Una representación gráfica de un MRI puede observarse en la Fig. 1.1. 
En ella se puede apreciar que las funcionalidades del método conforman 
un contexto que interactúa con las entradas y salidas del modelo, sin 
operar de forma directa con los componentes internos. Los MRI cobran 
vital importancia en el desarrollo de sistemas de predicción de 
fenómenos naturales, ya que éstos se ven fuertemente afectados por la 
presencia de incertidumbres [11].  

 
 

Figura 1.1: Relación Modelo y Método de Reducción de Incertidumbre. 

Tales sistemas de predicción pueden ser utilizados para diferentes 
propósitos, tales como:  

                                                            
1 Los bloques de acción involucran varios procedimientos: calibración de modelos, 
asimilación de datos, pronósticos, y diversas técnicas para la evaluación de la 
incertidumbre. 
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▪ anticipar ocurrencia de desastres naturales,  
▪ estimar riesgos de desastres naturales,  
▪ pronosticar posibles comportamientos de los fenómenos 

naturales,  
▪ planificar acciones de evacuación ante desastres naturales, 

etc.  
La predicción de cualquier fenómeno natural es una tarea compleja 
tanto por la cantidad de parámetros de entrada que los modelos suelen 
utilizar, como también por la complejidad inherente al fenómeno que 
se intenta modelar, y más aún debido a la imposibilidad de poder 
cuantificar la totalidad de las variables en tiempo real. Debido a estos 
problemas es necesario el desarrollo y perfeccionamiento de métodos 
de reducción de incertidumbre que permitan mejorar la calidad de las 
predicciones generadas por los modelos diseñados.  

Diferentes técnicas y herramientas han sido utilizadas en el desarrollo 
y mejora de métodos de reducción de incertidumbre, entre ellas se 
puede destacar: herramientas estadísticas, técnicas de optimización 
como las metaheurísticas/heurísticas, plataformas de computación 
paralela o de alto rendimiento, técnicas de inyección de datos en tiempo 
real, inteligencia artificial, entre otras.  
Este trabajo aborda el desarrollo de lo que aquí se llama “Método 

General de Reducción de Incertidumbre” (MGRI) para ser aplicado a 

sistemas de predicción y prevención de desastres naturales en general. 
Los métodos desarrollados centran sus bases en la combinación de 
diferentes herramientas tales como: análisis estadístico, técnicas y/o 
estrategias de optimización aproximadas, puntualmente metaheurísticas 
híbridas y diferentes tecnologías de paralelismo computacional.  

1.2. Predicción  
Según [12], la Ciencia Aplicada se orienta a conocer y comprender 
mediante inferencias y predicciones. Actualmente la predicción es 
utilizada en diversas áreas de la ciencia y la industria para tomar 
decisiones y desarrollar estrategias. La predicción es de por sí una tarea 
compleja y, por ende, ya sea que se trate de fenómenos naturales o 
eventos económicos, tales sistemas o métodos que realicen de alguna 
manera predicción deben ser diseñados especialmente para la 
aplicación que se pretende desarrollar de forma conjunta con usuarios 
y analistas [13]. En este sentido, la predicción debe permitir además ser 
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utilizada para elaborar diseños que contribuyan a la solución de 
problemas y evaluar la validez del conocimiento disponible.  

Según la Real Academia Española [14], predecir consiste en anunciar 
por revelación, conocimiento fundado, intuición o conjetura algo que 
ha de suceder. Evidentemente, desde el contexto de la ciencia, el acto 
de predecir se relaciona con el hecho de contar con el debido 
“conocimiento fundado”, que permita realizar tales predicciones. La 
palabra predecir se utiliza en Ciencias Económicas, Ciencias Socia les, 
Ciencias Ambientales, Ciencias de la Computación, entre otras. 
Inclusive existe cierto debate por la diferencia entre “predecir” y 

“pronosticar”, que, si bien tienen diferencias sutiles, según el contexto 

de aplicación, en la mayoría de los trabajos de la literatura científica 
ambos términos se utilizan a menudo como sinónimos.  
Debido a que la predicción es un concepto central en la ciencia, y dado 
que su significado difiere de forma sutil en diferentes áreas y 
disciplinas, resulta importante definir el alcance del concepto de 
predicción y de sistemas de predicción utilizado en el contexto de esta 
tesis. 

1.2.1. Sistemas de Predicción  

En este trabajo se habla de predicción y se enmarca dentro del concepto 
de “Sistema de Predicción”. En general, un sistema de predicción es un 

software que, a partir del conocimiento de ciertas variables iniciales, y 
mediante la ejecución de diferentes operaciones, permite realizar 
estimaciones futuras acerca del comportamiento de un fenómeno 
determinado [15].  
El término sistema de predicción se utiliza con gran frecuencia en 
diversas áreas de la ciencia. Por ejemplo, en [16] se describe un sistema 
para problemas relaciona dos con la predicción de las características de 
las olas oceánicas. En [17] se propone un sistema de predicción de la 
tendencia del precio de las acciones, el cual puede predecir tanto el 
movimiento del precio de éstas como su intervalo de crecimiento. 
También en [18] se presenta el concepto de sistema de predicción en el 
contexto de la educación, puntualmente se trata de un sistema de alerta 
temprana para identificar a estudiantes en riesgo, con el cual pueden 
predecir la calificación final de los estudiantes. Otro estudio [19], 
propone un sistema de predicción de posición utilizando datos de 
ubicación adquiridos por dispositivos de posicionamiento integrados en 
teléfonos móviles y automóviles. En [20] se propone un sistema de 
predicción de retardo de trenes basado en datos de redes ferroviarias a 
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gran escala haciendo uso de big data. En [21], se comenta sobre un 
sistema de predicción, en el ámbito de la salud, que, al considerar la 
gravedad de lesiones de trauma severo, puede predecir si es probable 
que los pacientes sobrevivan o no. En [22] se propone un sistema de 
predicción y diagnóstico de cáncer de mama considerando que la alta 
precisión en la predicción del cáncer es importante para mejorar la 
calidad del tratamiento y la tasa de supervivencia de los pacientes.  
Según el fenómeno con el que se esté trabajando, el modelo utilizado, 
la cantidad, frecuencia y calidad de los datos de entrada con que se 
cuente, se estará ante la presencia de mayor o menor grado de 
incertidumbre. Es decir, siempre que se hable de predecir o pronosticar, 
se estará ante situaciones de incertidumbre. Esta incertidumbre puede 
manifestarse de diferentes maneras, tales como:  

▪ falta de precisión en la información de entrada,  
▪ grado de detalle del modelo respecto de la realidad,  
▪ frecuencia de acceso a información actualizada sobre el 

fenómeno real,  
▪ tipo de implementación computacional que se esté utilizando, 

entre otras.  
Tal como se puede observar, el concepto de Sistema de Predicción 
abarca innumerables áreas del conocimiento y siempre tendrá estrecha 
relación con el grado de incertidumbre con el que se esté lidiando. 

1.3. Incertidumbre  
Con el advenimiento del modelado multiescalar y multifísica, encontrar 
formas prácticas pero rigurosas de interpretar la incertidumbre y 
caracterizar su impacto en la evaluación de resultados probables se ha 
vuelto cada vez más difícil. Desde el punto de vista del modelado 
computacional, se puede decir que existen dos tipos de incertidumbres. 
Por un lado, las incertidumbres aleatorias, se refieren a fenómenos 
físicos que son aleatorios por naturaleza, y por el otro, las 
incertidumbres epistémicas a los parámetros de un modelo 
computacional para el cual hay una falta de cono cimiento. Aquí 
también entran los errores de modelado, que no se pueden describir en 
términos de los parámetros del modelo computacional [23]. En este 
trabajo se adopta un concepto de “Incertidumbre” que incluye ambos 

tipos.  
Como se ha mencionado, la incertidumbre está presente en todo sistema 

de predicción, por lo tanto, es importante:  
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▪ identificar las principales fuentes de incertidumbre.  
▪ cuantificar de algún modo la cantidad de incertidumbre.  
▪ tomar acciones que traten de reducir de alguna manera esta 

incertidumbre.  
Además, en [24] Schoemaker plantea una estrecha relación entre 
incertidumbre y complejidad, la cual es representada gráficamente en 
la Fig. 1.2, ubicando en el eje de abscisas la incertidumbre y en el eje 
de ordenadas la complejidad. “Esta última se refiere al número de 

variables y al grado en que están interrelacionadas. En cambio, la 
incertidumbre se refiere al grado de conocimiento disponible sobre la 
variable objetivo, ya sea simple o compleja” [25].  

 
Figura 1.2: Complejidad e incertidumbre [24]. 

Incluso Schoemaker destaca que la complejidad no reconocida puede 
aparecer como incertidumbre, pero que son conceptualmente distintas. 
Evidentemente, la incertidumbre puede manifestarse de diversas formas 
haciendo compleja su identificación, cuantificación y reducción. Sin 
embargo, independientemente de cómo la incertidumbre se presente en 
un modelo determinado, el efecto de ésta se representa como una falta 
de precisión o error en la salida del modelo, por lo tanto, cualquier 
acción que mejore la calidad de salida estará reduciendo de alguna 
manera la incertidumbre del sistema.  
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1.3.1. Reducción de Incertidumbre  

Tal como se ha mencionado, la reducción de incertidumbre corresponde 
al proceso que permite minimizar los efectos negativos causados por la 
falta de precisión en las variables de entrada de un modelo determinado, 
permitiendo optimizar el funcionamiento de éste e impactando de forma 
positiva en la calidad de salida del mismo. Este proceso debe llevarse a 
cabo sin realizar modificaciones en el funcionamiento interno de dicho 
modelo.  
La reducción de incertidumbre puede lograrse de diferentes maneras en 
función del fenómeno con el que se esté tratando, el modelo utilizado, 
la implementación realizada, etc. Por ejemplo, en la predicción 
meteorológica, la reducción de incertidumbre puede llevarse a cabo 
mediante la medición de variables atmosféricas en tiempo real [26, 27].  

El concepto ilustrado en la Fig. 1.1 representa esta idea, en donde el 
modelo (que representa al fenómeno) es tratado como una caja negra, y 
el MRI interactúa con las entradas y salidas del modelo realizando 
procesamiento de datos antes del ingreso y/o posterior al egreso del 
mismo. Un esquema más detallado de este concepto puede observarse 
en la Fig. 1.3 donde se consideran las interfaces (de entrada y salida) 
entre el modelo y el MRI, además se observa que el MRI es 
representado con una arquitectura modular compuesta de tres partes 
principales:  

▪ MRIE módulo entrada: responsable de la inicialización del 
sistema, lectura de parámetros y entrega de los conjuntos de 
datos requeridos por el modelo a la interfaz de entrada.  

▪ MRIS módulo salida: responsable de recibir los datos provistos 
por el modelo y adaptados por la interfaz de salida, analizarlos 
y determinar si los mismos deben ser evaluados nuevamente, o 
si están en condiciones de ser tratados como datos finales.  

▪ MRIC módulo central: este módulo se encarga de generar la 
salida final del sistema en base a los resultados entregados por 
el módulo de salida.  

Las interfaces de entrada y salida son las responsables de efectuar las 
adaptaciones de formatos correspondientes entre los datos de entrada y 
los aceptados por el modelo, y de forma análoga en la salida.  
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Figura 1.3: Relación modelo y método de reducción de incertidumbre. 

1.4. Desastres Naturales  
Un desastre natural es una situación negativa que altera la estabilidad y 
las condiciones de vida en un medioambiente dado. Los desastres 
naturales son causados por diferentes tipos de amenazas, las cuales 
pueden ser de origen natural o antrópico (este último a su vez puede ser 
intencional o no intencional) [28]. Los desastres naturales han causado 
la pérdida de millones de vidas en las últimas décadas, desplazando 
cada año a unos 26 millones de personas a la pobreza y ocasionando 
daños económicos del orden de los 520 millones de dólares anuales 
[29]. Una clasificación general, en función del tipo de origen de los 
desastres naturales, se lista a continuación [30, 31]:  

▪ de origen natural.  
▪ de origen antropogénico no intencional.  
▪ de origen antropogénico intencional.  

A su vez, los desastres de origen natural pueden ser generados a partir 
de fenómenos de diferente índole, tales como [31]:  

▪ de origen atmosférico: ciclones tropicales, tormentas, tornados, 
relámpagos, granizadas, tormentas de viento, tormentas de 
hielo, tormentas de nieve, ventiscas, ondas frías, olas de calor, 
avalanchas, niebla, escarcha, entre otros.  

▪ de origen geológico: temblores/terremotos, volcanes, tsunami, 
derrumbes, hundimiento, entre otros.  



 
MIGUEL MÉNDEZ-GARABETTI         10 

▪ de origen hidrológico: inundaciones, deslizamientos, sequías, 
incendios foresta les.  

▪ de origen extraterrestre: asteroides, meteoritos. 
▪ de origen biológico: enfermedades, epidemias, pandemias, 

superpoblación, hambruna.  
Por su parte, los desastres naturales de origen antropogénico de carácter 
no intencional pueden ser originados por las siguientes actividades 
[31]:  

▪ industria  
▪ minería  
▪ actividad nuclear  
▪ transporte  
▪ construcción, entre otros.  

Finalmente, los desastres naturales de origen antropogénico intencional 
pueden originarse por cualquier tipo de acción humana intencional que 
ponga en riesgo o dañe el ambiente o las personas (generalmente se 
incluye en esta clasificación la desobediencia civil y las acciones 
bélicas). Todos estos tipos de eventos pueden ser de ocurrencia rápida 
o lenta, con consecuencias dramáticas en lo social, económico, 
ambiental y salud, afectando la calidad de vida de las poblaciones.  
En consecuencia, un desastre natural puede ser definido como un 
impacto rápido e instantáneo del entorno natural en el sistema socio-
económico [32], o como un desequilibrio repentino entre las fuerzas 
liberadas por el sistema natural y las fuerzas del sistema social. La 
gravedad de tales desequilibrios depende de la relación entre la 
magnitud del evento natural y la tolerancia de los asentamientos 
humanos a tal evento [33].  
Por consiguiente, el riesgo de los desastres naturales no sólo depende 
de la posibilidad de que ocurran eventos o fenómenos naturales –

cualquiera sea su origen–, sino también de las condiciones de 
vulnerabilidad que favorecen y/o facilitan que se desencadenen 
desastres cuando se presentan dichos fenómenos. Según la División de 
Medio Ambiente, Desarrollo Rural y Gestión de Riesgo de Desastres 
del BID [34] “la vulnerabilidad está íntimamente ligada a los procesos 

sociales que se desarrollan en las áreas propensas y usualmente tiene 
que ver con la fragilidad, la susceptibilidad o la falta de resiliencia de 
la población ante amenazas de diferente índole”. También indica que, 

“los desastres son eventos con componente ambiental, pero también 

social (socio-ambientales) cuya materialización es el resultado de la 
construcción social del riesgo”.  
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Dada esta estrecha relación y las dramáticas consecuencias que pueden 
verse generadas a partir de ello, se considera de gran importancia 
trabajar para lograr reducir las condiciones que benefician o facilitan la 
ocurrencia de los fenómenos naturales o aquellas que aumentan su 
impacto negativo. Esto debe tenerse en con sideración tanto para la 
reconstrucción posterior a la ocurrencia de un desastre, y también en la 
formulación de políticas públicas en pos de evitar tales daños. 
En consecuencia, según lo expuesto en los párrafos anteriores, se deja 
evidencia de la necesidad de tomar acciones que permitan minimizar 
los efectos negativos causados por los desastres naturales. Tales 
acciones involucran a diferentes actores, y las medidas son de las más 
variadas: desde medidas económico-sociales, como creación de planes 
de ordenamiento territorial, desarrollo de sistemas integrados de gestión 
de riesgos, mayor inversión en estudios e investigaciones en sistemas 
de alerta y respuesta temprana, mejora de la conservación de los 
espacios naturales, incorporación y ampliación de la educación 
ambiental sobre riesgos ambientales, desarrollo de sistemas de 
predicción, entre otros.  

1.4.1. Los Incendios Forestales como Desastre Natural  

Tal como ya se ha comentado, la presente tesis se ha enfocado en el 
desarrollo de métodos generales de reducción de incertidumbre que 
puedan ser aplicados en la predicción de diferentes fenómenos 
naturales. Puntualmente se ha utilizado como caso de estudio a los 
incendios forestales dado que, desde el contexto local, éste es uno de 
los fenómenos naturales que ocurren con mayor frecuencia.  
El fuego ha sido una herramienta fundamental en el desarrollo de las 
civilizaciones. Hough, en su trabajo [35], menciona que el hombre ha 
sido el único mamífero en superar el miedo al fuego, siendo esta 
cualidad una característica humana de gran importancia. Hough, en el 
mismo trabajo, deja abierto el interrogante sobre si la no adopción del 
fuego –por parte del ser humano– no hubiera dejado a la humanidad en 
decadencia destinada a la extinción. Posteriormente destaca que: “La 

única fuerza esencial disponible en la naturaleza unida al ingenio del 
hombre se convirtió en una combinación de potencialidades 
inimaginables”.  
Cuando el fuego, por falta de control, se extiende sobre una superficie, 
se lo cono ce como incendio. Cuando los incendios consumen la 
vegetación de áreas forestales, se denominan incendios forestales [36]. 
Cuando se habla de incendios forestales, comúnmente se connota con 
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los aspectos negativos que éstos poseen. Sin embargo, éstos juegan un 
rol fundamental en los cambios naturales que ocurren en los 
ecosistemas de nuestro planeta. Los efectos del fuego, sobre bosques, 
praderas, etc., propician la diversidad de la vida vegetal y animal. 
Incluso ciertos tipos de plantas no tienen posibilidad de reproducirse sin 
el fuego. El fuego inicia procesos naturales que permiten convertir la 
materia orgánica en nutrientes que posteriormente la lluvia entrega al 
suelo, proporcionando un semillero fértil rejuvenecido para las plantas 
[37]. Según Bond [38] “el fuego es un proceso generalizado en el 

sistema terrestre y juega un papel clave en la composición y distribución 
del ecosistema”.  
Sin embargo, los incendios forestales fuera de control suelen generar 
grandes daños, destacándose entre ellos: pérdidas de vidas humanas, 
daños a la flora, la fauna y al suelo [39]. Las pérdidas económicas son 
difíciles de estimar debido a la gran cantidad de sectores que pueden 
verse afectados a corto, mediano o largo plazo, pero en general los 
recursos ambientales de toda zona afectada suelen ser 
considerablemente damnificados. 

Los incendios forestales afectan millones de hectáreas año tras año 
haciendo de estos fenómenos uno de los principales agentes de 
perturbación de los ecosistemas del planeta. Además, ocurren con 
mayor frecuencia en época estival, donde se incrementa la sequedad, 
las temperaturas y/o el viento, lo que en conjunto facilita la propagación 
del fuego destruyendo así extensas superficies. Debido a las pérdidas y 
daños que pueden producir, desde los equipos de lucha contra incendios 
se traba ja constantemente en el desarrollo de herramientas, sistemas, 
estrategias, etc., que permitan reducir los efectos negativos que éstos 
ocasionan. Entre estos se pueden encontrar: estrategias de evacuación, 
tecnologías para la extinción del fuego, cortafuegos, simuladores de 
incendios, sistemas de predicción, etc. Estas herramientas suelen 
utilizarse en distintas etapas del proceso de lucha contra incendios 
siendo las mismas: prevención, predicción, detección y 
monitorización.  
Según el último informe publicado por el Ministerio de Ambiente y 
Desarrollo Sustentable de la Presidencia de la Nación Argentina, año 
2016, en su informe de Estadísticas de Incendios Forestales de la 
República Argentina [40], durante 2016 se consumieron 1.072.642 
hectáreas. De este total un 54,74 % corresponde a superficie de pastizal, 
un 28,04 % de arbustal, un 16,47 % de bosque nativo y el resto 
corresponde a bosque cultivado y superficie sin determinar. A modo de 
ejemplo se pueden citar algunos incendios ocurridos a nivel local, 
regional y global durante los últimos años:  
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▪ Brasil 2019, incendio forestal ocurrido en la Amazonía 
Brasilera, durante el mes de agosto de 2019 consumiendo más 
de 2,5 millones de hectáreas. [41].  

▪ Argentina 2018, incendio forestal ocurrido en los 
departamentos de General Alvear y San Rafael del sur de la 
provincia de Mendoza. Este incendio consumió más de 90.000 
hectáreas. El mismo se propagó a una velocidad de 15 Km por 
hora debido a las ráfagas de viento de 60 a 70 km por hora [42].  

▪ Argentina 2017, incendio forestal desatado en Cerro Mogote 
(provincia de Córdoba) el cual se extendió por zona de 
montañas y quebradas, afectando a más de 200 hectáreas 
durante agosto de 2017 [43].  

▪ Argentina 2016 (Fig. 1.4), en agosto de 2016 en la provincia de 
San Luis, cerca de 10.000 hectáreas fueron consumidas por las 
llamas y más de 100 personas debieron ser evacuadas [44].  

▪ Chile 2014, incendio ocurrido en Valparaíso (abril de 2014) 
donde el fuego consumió más de 2.900 viviendas, causando la 
pérdida de más de 15 vidas, alrededor de 500 heridos y más de 
12.000 damnificados y evacuados (ver Fig. 1.5).  

▪ Portugal 2017, entre el 17 y el 24 de junio de 2017, se produjo 
en Pedrógão Grande un gran incendio que afectó al centro de 
Portugal causando 64 muertos y más de 135 personas heridas 
(ver Fig. 1.6). 

 
Figura 1.4: Incendio forestal ocurrido en San Luis, Argentina,  

en agosto de 2016.  
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Figura 1.5: Incendio forestal ocurrido en Valparaíso, Chile, en abril de 2014.  

 
Figura 1.6: Incendio forestal ocurrido en Portugal en junio de 2017. 

1.5. Predicción de Incendios Forestales bajo 
Incertidumbre  
En la literatura, el término Predicción de Incendios Forestales puede 
referirse a dos conceptos con cierto grado de relación, pero a su vez 
muy diferentes. Uno de ellos consiste en poder predecir la ocurrencia 
de un incendio forestal en un área determinada bajo evaluación. El otro, 
en cambio, se refiere a la predicción del comportamiento de un incendio 
forestal ya iniciado. Ambos pueden ser utilizados para propósitos 
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cercanos, pero, es necesario diferenciarlos. En este trabajo, se hace 
referencia a la predicción del comportamiento, es decir, cuando se 
menciona la predicción de incendios, se estará hablando sobre el 
proceso que consiste en intentar pronosticar el comportamiento de la 
propagación de un incendio forestal ya iniciado, con la idea de conocer 
las zonas que presentan mayor riesgo de ser alcanzadas por el fuego y 
tomar decisiones o medidas de acuerdo a ello.  
La simulación de la propagación de incendios forestales es una tarea 
compleja desde el punto de vista computacional, tanto por la 
complejidad involucrada en los modelos utilizados, como así también 
por la incertidumbre que afecta a este proceso. Más allá de la 
imprevisibilidad del comportamiento de los incendios forestales, la 
incertidumbre proviene de diferentes fuentes tales como: datos 
inexactos y/o faltantes, comprensión científica incompleta de la 
respuesta ecológica al fuego y de la respuesta del comportamiento del 
fuego a los tratamientos de mitigación, entre otros [11].  
Según [45] un incendio forestal es una compleja combinación de 
energía liberada en un proceso de combustión en donde, dicha energía, 
al ser transportada hasta un combustible cercano (el cual aún no ha sido 
quemado), genera la posterior ignición de dicho combustible. Cada uno 
de estos procesos ocurren a diferentes escalas: a) la liberación de 
energía: ocurre en el dominio de la química y se produce a escala 
molecular y b) el transporte de energía: ocurre en el dominio de la física 
y se produce en escalas que van desde milímetros hasta kilómetros. La 
interacción de éstos procesos, en el amplio rango de escalas temporales 
y espaciales involucradas en incendios forestales, hace que el modelado 
de los incendios sea una tarea compleja [45].  
Los modelos de comportamiento de fuego, utilizados para el desarrollo 
de sistemas de predicción, pueden clasificarse en modelos físicos, 
empíricos y semi-empíricos o semi-físicos. Los modelos físicos se 
basan en leyes que rigen la mecánica de fluidos y la transferencia de 
calor. Los empíricos se obtienen a partir de datos experimentales y no 
incluyen procesos físicos, por ello se aconseja utilizarlos 
cuidadosamente, ya que su uso se limita a las situaciones específicas en 
que fueron experimentados [46]. Los modelos semí-físicos y semi-
empíricos se caracterizan por ser una mezcla de los dos primeros.  
El modelo de Rothermel (1972) [47] es uno de los más utilizados; éste 
es un modelo semi-físico ya que combina técnicas físicas y 
correlaciones empíricas obtenidas a partir de datos experimentales. La 
mayoría de los simuladores de comportamiento del fuego emplean en 
sus cálculos este modelo.  
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1.5.1. Predicción Clásica  

El concepto general de predicción del comportamiento de incendios 
forestales puede verse representado gráficamente en la Fig. 1.7, donde 
un Simulador de Incendios (SI), tratado como una caja negra, es 
alimentado con ciertos parámetros de entrada (PE) que representan 
condiciones actuales del incendio, tales como: velocidad y dirección del 
viento, vegetación, características de la superficie, entre otros. El 
simulador necesita, además de los PE, la Línea de Fuego Real (LFR) 
del incendio en el instante de tiempo 𝑡𝑛  (𝐿𝐹𝑅𝑛). Una vez que el 
simulador es ejecutado, éste proporcionará en su salida la predicción de 
la línea de fuego o Línea de Fuego Predicha (LFP) para el instante de 
tiempo posterior, 𝑡𝑛+1. Por supuesto, se espera que dicha predicción 
coincida con el estado real del incendio para dicho instante de tiempo 
(𝐿𝐹𝑅𝑛+1). Este enfoque también es conocido como predicción de un 
paso adelante [48].  

 
Figura 1.7: Predicción clásica. (𝑳𝑭𝑹𝑥: Estado de la Línea de Fuego Real en 

tiempo 𝑥, SI: Simulador de propagación de Incendios forestales, LFP: Estado 
de la Línea de Fuego Propuesta por el modelo). 

Sin embargo, debido a la complejidad e incertidumbre del modelo de 
comporta miento del fuego, la incertidumbre en los parámetros de 
entrada, y que la predicción está basada en una única simulación, esta 
metodología no suele ofrecer una predicción lo suficientemente 
aproximada a la realidad como para ser considerada una herramienta 
confiable para la toma de decisiones. Algunos ejemplos de predicción 
clásica son [49, 50, 51, 52, 53, 54].  

Las limitaciones presentes en el enfoque de predicción clásica hacen 
evidente la necesidad de incorporar técnicas de reducción de 
incertidumbre que permitan mejorar el rendimiento (en calidad y 
tiempo de respuesta) de los sistemas de predicción actuales. En este 
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contexto, los desarrollos de los MRI cobran vital importancia ya que 
han demostrado, tras ser aplicados en diferentes áreas de la ciencia, 
efectividad a la hora de minimizar los efectos negativos causados por 
las diferentes incertidumbres permitiendo mejorar la calidad de salida 
de los modelos tratados. Además, debido a que estos sistemas suelen 
trabajar con grandes conjuntos de datos sobre los cuales es necesario 
realizar complejas operaciones, éstos sistemas suelen requerir de 
sistemas de computación de alto rendimiento, los cuales permiten 
reducir el tiempo de procesamiento al utilizar múltiples unidades de 
cómputo en simultáneo.  

1.6. Computación de Alto Rendimiento  
Resulta evidente que desde el origen de la computación ha habido un 
constante y arduo esfuerzo por conseguir mayores prestaciones 
computacionales. Este desarrollo ha generado grandes logros, 
materializados en avances significativos en el hardware y software de 
computadoras, haciendo cada vez más rápidos y potentes los sistemas 
de procesamiento. El mayor poder computacional ha permitido abordar 
problemas más grandes y complejos, aunque, para una gran cantidad de 
éstos, aún sigue siendo necesario contar con mayor capacidad de 
procesamiento. Este tipo de requerimientos ha desembocado en la 
utilización de grupos de procesadores de forma conjunta. Esta práctica 
se conoce como Computación de Alto Rendimiento (HPC, High 
Performance Computing) [55], concepto también asociado al de 
Computación Paralela [56]. En términos generales, se puede decir que 
la computación de alto rendimiento consiste en la utilización de 
determinada cantidad de elementos de procesamiento en la resolución 
de un problema de forma cooperativa, tratando de minimizar el tiempo 
de procesamiento y dar así una respuesta lo más rápido posible.  
En HPC es importante distinguir entre el software paralelo y el 
hardware paralelo. El software se enfoca en las técnicas que permiten 
el tratamiento “concurrente” de los datos y acciones entre n procesos 
que trabajan en la solución de un problema común. Y el hardware se 
refiere a una arquitectura con múltiples unidades de procesamiento que 
tiene capacidad para soportar procesamiento paralelo [57].  
Las aplicaciones HPC están diseñadas para resolver problemas 
complejos que requieren una gran cantidad de cálculos. Normalmente, 
los problemas requieren muchos más recursos que los disponibles en 
las estaciones de trabajo normales, o su ejecución es más lenta que la 
que necesita el usuario (por ejemplo, la predicción de fenómenos 



 
MIGUEL MÉNDEZ-GARABETTI         18 

naturales como el clima o la predicción del comportamiento de 
incendios forestales, en donde el resultado generado por el sistema de 
predicción posee una validez temporal). En este tipo de aplicaciones se 
vuelve necesario la utilización de sistemas de cómputo de alto 
rendimiento. En este contexto se puede identificar el concepto de 
Computación Urgente (UG, Urgent Computing) [58].  
Los entornos HPC son sistemas de procesamiento paralelo, lo que 
significa que se debe contar con un hardware compuesto por varias 
unidades de procesamiento que permitan realizar dicho procesamiento 
paralelo. La forma en que se distribuyen los elementos de 
procesamiento y de memoria dan origen a diferentes arquitecturas 
paralelas. Una de las clasificaciones más relevantes, cuando de 
arquitecturas se habla, consiste en la taxonomía de Flynn [59, 60], la 
cual considera: a) el flujo de instrucciones y b) el flujo de datos: 

▪ una instrucción y un dato (SISD, single instruction, single 
data): esta clasificación involucra a las computadoras 
compuestas por una única CPU, es decir, aquellas que pueden 
llevar a cabo un único flujo de instrucciones sobre un único 
flujo de datos, por lo tanto, computadoras que ejecutan las 
instrucciones de forma secuencial.  

▪ una instrucción y múltiples datos (SIMD, single instruction, 
multiple data): esta clasificación incluye a las computadoras 
capaces de procesar un único flujo de instrucciones sobre 
múltiples flujos de datos (distintos datos). Evidentemente esta 
arquitectura cuenta con varias CPUs.  

▪ múltiples instrucciones y un dato (MISD, multiple instruction, 
single data): en esta arquitectura muchas unidades de 
procesamiento realizan diferentes operaciones sobre los 
mismos datos. Prácticamente no existen computadoras que 
implementen este tipo de arquitecturas.  

▪ múltiples instrucciones y múltiples datos (MIMD, multiple 
instruction, multi ple data): aquí las computadoras poseen 
unidades de procesamiento independientes con sus propios 
flujos de instrucciones y de datos. En esta clasificación se 
encuentran dos tipos de arquitecturas: las de memoria 
compartida, y las de memoria distribuida. La mayoría de los 
sistemas de computación de alto rendimiento se encuentran 
dentro de la categoría MIMD, ya que inclusive a las SIMD se 
los considera como un caso especial de MIMD.  

Como se ha comentado, de la arquitectura MIMD deriva otra 
taxonomía, la cual considera la memoria y la forma de comunicación 
entre los procesadores: a) de memoria compartida: donde todas las 
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unidades de procesamiento comparten la memoria de la arquitectura 
paralela, y b) de memoria distribuida: que se corresponde con las 
compuestas por varios procesadores y sus respectivas memorias 
conectadas mediante una red de interconexión, la cual se utiliza para 
efectuar el envío explícito de mensajes entre nodos. Es importante 
mencionar que también existen arquitecturas híbridas, las cuales 
permiten explotar el uso del hardware paralelo realizando paralelismo 
de memoria compartida dentro de cada nodo, y paralelismo de memoria 
distribuida entre la totalidad de los nodos.  
Durante el desarrollo de la presente tesis se trabajó, en primer lugar, con 
una arquitectura de memoria distribuida basada en clusters de 
computadoras heterogéneas mediante la librería de paso de mensajes 
(MPI, Message Passing Inteface) [61]. Posteriormente, con el propósito 
de incrementar el nivel de paralelismo de los métodos desarrollados, se 
realizó una implementación basada en memoria compartida distribuida, 
lo que se conoce como computación heterogénea. Dicha 
implementación consta del uso de paralelismo mediante unidades de 
procesamiento gráfico de propósito general (GPGPU, General Purpose 
Graphics Processing Units) mediante CUDA (Compute Unified Device 
Architecture), la arquitectura de cálculo paralelo de NVIDIA. 

1.7. Objetivos de la Tesis  
La presente tesis contribuye al desarrollo de métodos de reducción de 
incertidumbre capaces de asistir y participar en el proceso de resolución 
de problemas de alta magnitud y complejidad computacional, tal como 
la predicción y prevención de desastres naturales. Este tipo de 
problemas puede ser clasificado en la categoría de Grand Challenge 
Problems [62], es decir, problemas de alta complejidad, y a la vez 
importantes (desde el punto de vista social y económico) donde se 
requieren varios órdenes de magnitud de recursos para resolverlos.  
Los métodos desarrollados, si bien han sido concebidos como generales 
(ya que podrían ser aplicados a diferentes fenómenos naturales con 
características de propagación), han sido aplicados a la predicción del 
comportamiento de incendios forestales usando metaheurísticas 
híbridas paralelas, análisis estadístico y computación de alto 
rendimiento. En el desarrollo de tales métodos también se involucran 
diferentes aspectos relacionados con: modelos y paradigmas de 
computación paralela, hibridación de diferentes tecnologías de 
paralelización (MPI, OpenMP y CUDA), simuladores de incendios 
forestales, entre otros.  
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De acuerdo a lo expuesto y con el propósito de alcanzar el objetivo 
general, se propone abordar en este trabajo los siguientes objetivos 
específicos:  

▪ Diseño, implementación y evaluación de métodos de reducción 
de incertidumbre aplicados a la predicción y prevención de 
desastres naturales. Este objetivo implica un estudio profundo 
de la literatura existente en este campo y la definición de los 
casos de estudio de análisis.  

▪ Inclusión de capacidad de operar con múltiples 
metaheurísticas. La hibridación de metaheurísticas supone un 
incremento en la capacidad de búsqueda de toda técnica de 
optimización. Debido a esto se propone dotar al método con la 
capacidad de operar de forma descentralizada con múltiples 
metaheurísticas de forma colaborativa.  

▪ Identificación de los fenómenos naturales a trabajar, para así 
obtener datos de casos reales de acuerdo al modelo 
seleccionado. Adaptación de datos reales para su aplicación en 
los métodos desarrollados.  

▪ Validación de los resultados obtenidos realizando una 
experimentación detallada aplicada a casos reales y contrastada 
con otras metodologías.  

1.8. Organización de la Tesis  
El presente trabajo de tesis se encuentra organizado en 8 capítulos. A 
continuación, se brinda una breve descripción de cada uno de ellos:  

▪ Capítulo 1 - Introducción: Este capítulo ofrece una breve 
introducción a la problemática abordada en la presente tesis, su 
justificación, objetivos y finalmente se proporciona la 
organización de la tesis.  

▪ Capítulo 2 - Metaheurísticas: En este capítulo se presentan los 
conceptos relacionados de las técnicas de optimización y 
metaheurísticas.  

▪ Capítulo 3 - Predicción de Incendios mediante Métodos 
Guiados por Datos: Describe el concepto de método de 
predicción guiado por los datos, junto con un análisis del estado 
del arte.  

▪ Capítulo 4 - Métodos Propuestos: En este capítulo se describe 
detallada mente la propuesta de los métodos ESS-IM y HESS-
IM. Para ello, el mencionado capítulo comienza describiendo 
los métodos previos tales como: S2F2M y ESS.  
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▪ Capítulo 5 - Evaluación Experimental y Análisis de Resultados: 
Este capítulo describe las experimentaciones realizadas con el 
propósito de evaluar la validez de los métodos desarrollados.  

▪ Capítulo 6 - Calibración de Métodos: Este capítulo presenta 
algunos resultados obtenidos luego de realizar un análisis de 
calibración de tipo estática los métodos propuestos. Se 
evidencia la necesidad de realizar este tipo de análisis de forma 
permanente.  

▪ Capítulo 7 - Imágenes Satelitales y Redes de Sensores 
Inalámbricos: El método presentado en esta tesis trabaja sin 
inyección de datos en tiempo real. En este capítulo se aborda 
brevemente la posible interacción del método propuesto junto 
a tecnologías que permitan mejorar la calidad de los datos de 
entrada, tales como: Redes de Sensores Inalámbricos e 
Imágenes Satelitales.  

▪ Capítulo 8 - Conclusiones y Trabajo Futuro: Presenta un 
resumen del trabajo y las conclusiones dando una mirada hacia 
los trabajos, retos y desarrollos futuros.  

1.9. Contribución  
En esta sección se presentan sintéticamente los principales aportes de 
esta tesis doctoral. Es importante mencionar que en la Sección 8 se 
listan, junto a las conclusiones, las principales publicaciones derivadas 
de estas contribuciones. En este trabajo se presentan avances en el 
desarrollo de métodos de reducción de incertidumbre en la categoría de 
Métodos Guiados por Datos con Solución Múltiple Solapada (DDM 
MOS, Data Driven Methods with Multiple Overlapping Solutions) [63], 
clasificación a la que pertenecen los métodos: S2F2M y ESS. 
Puntualmente en este trabajo se logra incrementar dos de las 
características principales de este tipo de metodologías, que son: a) la 
calidad de predicción, y b) el tiempo de respuesta. A continuación, 
brevemente se mencionan las principales contribuciones, y que 
posteriormente son desarrolladas en los capítulos siguientes:  

▪ ESS-IM: Desarrollo del método de reducción de incertidumbre 
denominado Sistema Estadístico Evolutivo con Modelo de 
Islas (Evolutionary Statistical System with Island Model, ESS-
IM). Este método ha sido aplicado a la predicción del 
comportamiento de incendios forestales, logrando incrementar 
considerablemente la calidad de predicción, respecto de 
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metodologías previas. Dicha mejora es lograda mediante el 
incremento del paralelismo de la metaheurística interna.  

▪ HESS-IM: Desarrollo del método de reducción de 
incertidumbre denominado Sistema Estadístico Híbrido 
Evolutivo con Modelo de Islas (Hybrid Evolutionary Statistical 
System with Island Model, ESS-IM). Este desarrollo, también 
aplicado a la predicción del comportamiento de incendios 
forestales, ha permitido incrementar tanto calidad de predicción 
como tiempo de respuesta. Esto ha sido posible mediante la 
utilización de un esquema híbrido a nivel de la técnica de 
optimización basada en metaheurísticas, y uno heterogéneo a 
nivel de utilización de hardware. Para ello el método 
implementa un framework capaz de operar con diferentes 
metaheurísticas de forma colaborativa (con formando así una 
metaheurística híbrida) y el paralelismo necesario ha sido 
implementado basado en una arquitectura heterogénea CPU-
GPU.  
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CAPÍTULO 2 

Metaheurísticas  

En este capítulo presenta uno de los conceptos fundamentales 
relacionados a la contribución de esta tesis, puntualmente se trata de las 
estrategias o métodos de optimización utilizados: las metaheurísticas, y 
los enfoques relacionados al paralelismo.  

2.1. Introducción  
Cada día, ingenieros, científicos, tomadores de decisiones en general, 
se enfrentan a problemas de creciente complejidad en diversos sectores 
técnicos, por ejemplo, en la investigación operativa, el diseño de 
sistemas mecánicos, el procesamiento de imágenes, la electrónica, entre 
otros. El problema a resolver a menudo puede ser expresado como un 
problema de optimización, donde se define una función objetivo (o 
varias funciones), que se pretende minimizar o maximizar con respecto 
a todos los parámetros implicados. La definición del problema de 
optimización suele complementarse con información en forma de 
restricciones. Todos los parámetros de las soluciones adoptadas deben 
satisfacer estas restricciones, de lo contrario estas soluciones no son 
alcanzables.  
En este capítulo se presentan los fundamentos necesarios de los 
métodos o algo ritmos de optimización conocidos como: 
metaheurísticas o meta-heurísticas. Éstos, si bien se utilizan desde los 
años 40, donde no se estudiaban formalmente, han estado disponibles 
como tal a partir de los años 80 [64], y desde entonces han sido 
utilizados para la resolución de problemas de gran diversidad. Todo 
Algoritmo metaheurístico tiene un objetivo común: resolver, de la 
mejor forma posible, los problemas de optimización duros [65]. 

En la gran mayoría de estos problemas, no suele ser necesario o posible 
obtener una solución óptima, siendo aceptable en cambio una 
aproximación cercana a la mejor solución del problema [66]. La 
obtención de este tipo de soluciones, “aceptables” en relación a la 
complejidad del problema, puede ser generada mediante la utilización 
de técnicas de optimización aproximadas. En [66], los métodos de 
optimización se clasifican como exactos o aproximados según el grado 
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de complejidad asociada al problema tratado. Dicha clasificación se 
presenta en la Fig. 2.1. Los primeros se caracterizan por lograr la 
obtención de una solución exacta del problema tratado, con la 
desventaja de no ser aplicable a gran cantidad de problemas de la vida 
real (ya sea por su tamaño o complejidad). En cambio, los métodos 
aproximados permiten resolver problemas de optimización de alta 
complejidad con rasgos de incertidumbre y dinamicidad en plazos 
razonables de tiempo [67]. Esto ha favorecido a que cobren gran 
importancia en la comunidad científica en las últimas décadas.  

 
Figura 2.1: Clasificación Clásica de los Métodos de Optimización. 

2.2. Optimización  
Optimización es el proceso por el cual se intenta encontrar la mejor 
solución posible para resolver un determinado problema. Tal como se 
ha mencionado anteriormente, la optimización es necesaria para 
cualquier problema relacionado con la toma de decisiones, ya sea en 
ingeniería, economía, industrias, entre otros. La toma de decisiones 
implica elegir de la mejor manera posible entre un gran número de 
diferentes alternativas [65]. Existen diferentes criterios para clasificar 
los problemas de optimización. Desde el punto de vista del tipo de 
variables involucradas, éstos se pueden clasificar en: problemas 
discretos y problemas continuos. Por supuesto que en la práctica 
también se pueden encontrar problemas mixtos, que comprenden 
simultáneamente variables discretas y continuas.  
En la literatura se mencionan dos tipos de problemas de optimización 
dura o NP-duros [68]. Por un lado, tenemos aquellos problemas de 
optimización discretos, para los cuales no se conoce un algoritmo 
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exacto con complejidad polinómica que permita resolverlo. Por otro 
lado, aquellos problemas de optimización con variables continuas, para 
las cuales no hay conocimiento de un algoritmo que permita localizar 
la mejor solución posible en un número finito de cálculos. En la historia 
se registran muchos esfuerzos llevados a cabo de forma aislada para 
resolver estos dos tipos de problemas encontrando diferentes 
limitaciones y dificultades en cada uno de los casos. Por ejemplo, en la 
optimización continua, la convexidad en la función objetivo, y en la 
optimización discreta, las heurísticas específicas diseñadas para la 
resolución de un problema dado.  
Existe un gran abanico para clasificar a los problemas y técnicas de 
optimización. Por ejemplo, en el área de la Investigación Operativa (IO) 
existen cuatro tipos de problemas de optimización: optimización con 
restricciones, optimización multiobjetivo, optimización combinatoria y 
optimización multimodal [69]. Sin embargo, también es importante 
mencionar la optimización dinámica [70], que mantiene es trecha 
relación con los problemas de optimización planteados en este trabajo. 
A continuación, se brinda una breve descripción de las definiciones más 
cercanas a este trabajo.  

2.2.1. Optimización Multiobjetivo  

Los problemas de optimización multiobjetivo son aquellos en los que 
es necesario realizar la optimización simultánea en más de una función 
objetivo, las cuales generalmente suelen estar en conflicto. Un 
problema de optimización multiobjetivo puede definirse como:  

 𝑜𝑝𝑡𝑖𝑚𝑖𝑧𝑎𝑟    𝐹(𝑥) = [(𝑓1(𝑥), 𝑓2(𝑥), … 𝑓k(𝑥))],  

 𝑠𝑢𝑗𝑒𝑡𝑜 𝑎:    𝑔𝑖(𝑥) ≤ 0,   𝑖 = {1, … , 𝑚} (2. 1) 

 
ℎ𝑗(𝑥) = 0,   𝑗 = {1, … , 𝑝} 

 x =  (x1, . . . , xn)  ∈  Ω  
 

 

Es importante tener en cuenta que las restricciones: a) 𝑔𝑖(𝑥)  ≤  0, de 
desigualdad y b) ℎ𝑗  (𝑥)  =  0, de igualdad, representan restricciones 
que deben cumplirse mientras se minimiza o maximiza 𝐹(𝑥). Además, 
𝛺 contiene todas las posibles soluciones 𝑥 que pueden usarse para 
satisfacer una evaluación de 𝐹(𝑥). De esta manera, un problema 
multiobjetivo consta de 𝑘 objetivos reflejados en las funciones objetivo 
𝑘, 𝑚 +  𝑝 restricciones sobre las funciones objetivo y 𝑛 variables de 
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decisión. Las funciones objetivo 𝑘 pueden ser lineales o no lineales y 
de naturaleza continua o discreta, al igual que el vector de las variables 
de decisión 𝑥 𝑖[71].  

2.2.2. Optimización Combinatoria  

La mayoría de los problemas prácticos tienen un número finito o 
contable de soluciones alternativas que pueden ser formulados como 
problemas de optimización combinatoria [72]. En este sentido se puede 
tomar como definición de optimización combinatoria la siguiente:  
Definición 1 La optimización combinatoria es el estudio matemático 
de encontrar una disposición óptima, agrupando, ordenando o 
seleccionando objetos discretos normalmente finitos en números [73].  
Todo problema de optimización combinatoria puede ser definido por un 
par (𝑆, 𝑓) donde 𝑆 ≠ 0 representa el conjunto de soluciones factibles 
dentro del espacio de soluciones 𝛺 (𝑆 ⊆  𝛺), y 𝑓 ∶  𝛺 →  ℜ es la 
función a optimizar o "función objetivo". La función objetivo, asigna a 
cada 𝑠 ∈  𝑆 un valor de costo real mediante el cual se puede establecer 
su calidad. Además, ya sea un problema de maximización o 
minimización, la función 𝑓 permite definir una relación de orden entre 
las distintas soluciones. De esta manera, resolver un determinado 
problema de optimización combinatoria consiste en encontrar una 
solución óptima 𝑠∗

 ∈  𝑆 que satisfaga la siguiente desigualdad:  

 f(s∗) ≤ f(s), ∀s ∈ S (2. 2) 

2.2.3. Optimización Multimodal  

El término unimodal hace referencia a funciones que tienen un solo 
extremo, mínimo o máximo, en ellas. Por otro lado, multimodal se 
refiere a aquellas con dos o más extremos. Dicho lo anterior, se puede 
definir una función multimodal como aquella con más de un máximo o 
mínimo (u óptimo) local y/o global. Como óptimo local nos referimos 
a aquellas soluciones del espacio de búsqueda que son mejores a sus 
vecinos, pero que no necesariamente son la mejor solución posible, 
llamado óptimo global. La tarea de la optimización multimodal consiste 
en la obtención soluciones de óptimas locales y globales en el espacio 
de búsqueda de la función a optimizar.  
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2.2.4. Optimización Dinámica  

Seguida a esta clasificación, también debemos considerar los problemas 
de optimización dinámica (DOPs, Dynamic Optimization Problems) 
[70]. Los DOPs pueden ser definidos como: 

 𝐷𝑂𝑃 = { 𝑠.𝑡.    
𝑜𝑝𝑡𝑖𝑚𝑖𝑧𝑎𝑟     𝑥 ∈ 𝐹(𝑡) ⊆ 𝑆,𝑡 ∈ 𝑇

 𝑓(𝑥,𝑡)        
} (2. 3) 

donde:  
– 𝑆 ∈  ℜ𝑛, 𝑆  es el espacio de búsqueda.  

– 𝑡 es el tiempo. 
– 𝑓 ∶  𝑆𝑥𝑇 →  𝑅 es la función objetivo, la cual asigna un valor numérico 
(𝑓(𝑥, t)  ∈  ℜ) a toda posible solución (𝑥 ∈  𝑆) en el instante de tiempo 
𝑡.  
– 𝐹(t), es el conjunto de posibles soluciones 𝑥 ∈  𝐹(t)  ⊆  𝑆 en el 
instante de tiempo 𝑡.  
De otra manera, se puede decir que, en un problema de este tipo, el 
contexto cambia con el tiempo (la función objetivo o las restricciones). 
El método más sencillo para resolver estos problemas es ignorar la 
dinámica, considerando cada cambio como la llegada de un nuevo 
problema de optimización, pero a menudo es poco práctico. Por lo 
tanto, el objetivo de los métodos para tratar con DOPs ya no es localizar 
una solución óptima estacionaria, sino seguir su movimiento a través 
del espacio de solución y tiempo lo más cerca posible. Los algoritmos 
clásicos han sido adaptados para hacer frente a estos escenarios 
dinámicos mejorando su capacidad para el seguimiento del óptimo 
móvil.  
Si bien en la resolución de cualquier tipo de problema siempre se 
perseguirá la obtención del óptimo global, para una gran cantidad de 
problemas y aplicaciones suele ser aceptable y válido la obtención de 
un óptimo local de buena calidad. Este concepto se encuentra 
representado gráficamente en la Fig. 2.2 (tal como se puede observar el 
valor alcanzado por el óptimo local es próximo al optimo global). Si el 
problema acepta soluciones sub-óptimas, la primera solución podrá ser 
considerada como una solución aceptable al problema tratado.  
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Figura 2.2: Óptimo local y óptimo global. 

2.3. Metaheurísticas  
En ciertos tipos de problemas de optimización puede resultar demasiado 
costoso al punto de resultar prácticamente inviable ser resuelto de forma 
exacta, por lo que algunos problemas o situaciones particulares, donde 
no es estrictamente necesario alcanzar una solución exacta, pueden ser 
resueltos mediante técnicas de optimización aproximadas. Esto permite 
solucionar el problema en cuestión en períodos considerablemente 
menores de tiempo. Los métodos de optimización aproximados brindan 
soluciones de alta calidad sin garantizar una solución óptima global, en 
contraste con los métodos de optimización exactos, los cuales sí 
aseguran encontrar soluciones óptimas a cambio de un alto costo 
computacional [66]. De los métodos de optimización aproximados, las 
metaheurísticas han cobrado importancia en los últimos veinte años 
debido a su capacidad de brindar soluciones satisfactorias a problemas 
de gran tamaño en plazos razonables de tiempo.  
La palabra “heurística” se deriva del griego heuriskein, que significa 
“encontrar” o “descubrir”. El significado del término ha variado 
históricamente. Algunos han usado el término como un antónimo de 
“algorítmico”. Según [72], una metaheurística es un conjunto de 

conceptos que pueden ser usados para definir métodos heurísticos para 
ser aplicados a una amplia variedad de problemas. Es decir, una 
metaheurística puede ser vista como un marco general, para ser aplicado 
a diferentes problemas de optimización con mínimos cambios para ser 
adaptado a cada situación. Según [74] la computación metaheurística 
es vista como una metodología o tecnología de computación emergente 



MÉTODO DE REDUCCIÓN DE INCERTIDUMBRE BASADO EN ALGORITMOS EVOLUTIVOS Y PARALELISMO 

ORIENTADO A LA PREDICCIÓN Y PREVENCIÓN DE DESASTRES NATURALES  29 

desarrollada en el campo de la computación genética, evolutiva, 
autónoma y basada en la búsqueda. Para tal afirmación, Wang se 
sustenta en los trabajos de [75, 76, 77, 66, 78, 79, 80, 81].  
Definición 2 La computación metaheurística es una metodología 
adaptativa y/o autónoma para la computación que aplica reglas 
heurísticas generales, algoritmos y procesos para resolver una 
categoría de problemas computacionales [74].  

2.3.1. Clasificación de las Metaheurísticas  

Las metaheurísticas son algoritmos que recorren, mediante 
procedimientos iterativos, un espacio de búsqueda determinado con el 
propósito de obtener una solución aceptable al problema tratado. Las 
metaheurísticas pueden ser clasificadas en función de diferentes 
criterios [76]: por la cantidad de soluciones procesadas en cada ciclo de 
ejecución (iteración); la forma en que se generan nuevas soluciones en 
el espacio de búsqueda; el origen de inspiración del algoritmo; si operan 
con o sin memoria; con una o varias estructuras de vecindario, entre 
otras. Sin embargo, una de las clasificaciones más adoptadas las divide 
en metaheurísticas basadas en trayectoria y basadas en población. Las 
primeras manipulan un único elemento del espacio de búsqueda, 
mientras que las segundas trabajan sobre un conjunto de ellos 
(población). De esta manera, se puede observar que la diferencia 
principal entre ambas clasificaciones depende de la cantidad de 
soluciones candidatas utilizadas en cada iteración del algoritmo. A las 
metaheurísticas de trayectoria también se las conoce como 
metaheurísticas basadas en una única solución, a diferencia de las 
poblacionales las cuales operan con un conjunto de soluciones 
candidatas llamado población.  

Respecto al modo de operación, las de trayectoria tienen la 
característica de mejorar de forma continua una única solución para 
explorar el espacio de búsqueda del problema. Este proceso se asemeja 
a una trayectoria que recorre el espacio de búsqueda, el cual pertenece 
al dominio de solución del problema [82]. Estas metaheurísticas se 
caracterizan por hallar rápidamente soluciones óptimas locales, por lo 
que usualmente se denominan métodos orientados a la explotación, 
promoviendo la intensificación en el espacio de búsqueda. Mientras que 
las metaheurísticas poblacionales o basadas en población, operan 
mejorando de forma iterativa un conjunto de soluciones candidatas. Las 
metaheurísticas poblacionales son muy adecuadas para resolver 
problemas de optimización de alta complejidad con rasgos de 
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incertidumbre y dinamicidad [83, 84], como sucede en los métodos de 
reducción de incertidumbre cuando son aplicados sobre un método en 
particular. Estas técnicas suelen llamarse métodos orientados a la 
exploración porque su capacidad principal depende de la 
diversificación en el espacio de búsqueda.  

2.3.1.1. Metaheurísticas de Trayectoria  

En general, las distintas metaheurísticas que caen bajo esta clasificación 
se caracterizan por comenzar con una única solución. La actualización 
de esta solución se realiza examinando el vecindario de dicha solución, 
generando así una trayectoria. La mayoría de estos algoritmos surgen 
como extensiones de los métodos simples de búsqueda local a los que 
se les añade algún mecanismo para escapar de los mínimos locales, 
debido a que su rendimiento es poco satisfactorio. Los criterios de 
parada deben ser más complejos que alcanzar un mínimo local; lo que 
habitualmente se utiliza es alcanzar un tiempo máximo de 
procesamiento o un número máximo de iteraciones, encontrar una 
solución s de determinada calidad o detectar que no se produjeron 
mejoras en las últimas iteraciones.  
Algunos ejemplos de este tipo de metaheurísticas son:  

▪ Enfriamiento Simulado (Simulated Annealing).  
▪ Búsqueda Tabú (Tabu Search).  
▪ Búsqueda Local Iterativa (Iterated Local Search).  
▪ Búsqueda con Vecindario Variable (Variable Neighborhood 

Search).  
▪ Búsqueda Local Guiada (Guided Local Search).  

Durante el análisis de alternativas de hibridación, se contemplaron 
algunas estrategias basadas en metaheurísticas de trayectoria, pero que 
finalmente no fueron incorporadas a los métodos propuestos.  

2.3.1.2. Metaheurísticas Poblacionales  

Las metaheurísticas basadas en múltiples soluciones, también 
conocidas como poblacionales, poseen muchas características o 
conceptos en común. Éstas pueden verse como un proceso de mejora 
iterativa sobre una población de posibles soluciones. Primero, la 
población se inicializa generando una nueva población de soluciones 
candidatas al problema en cuestión. Posteriormente, las soluciones 
candidatas son alteradas, modificadas mediante diferentes operadores 
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que siguen algún comportamiento particular. Finalmente, esta nueva 
población se integra en la población actual utilizando algunos 
procedimientos de selección. Este proceso de búsqueda itera mejorando 
en cada iteración las soluciones candidatas, y se detiene cuando se 
cumple una condición dada (criterio de finalización). Algunos ejemplos 
de metaheurísticas poblacionales son:  

▪ Metaheurísticas Evolutivas:  
• Algoritmos Evolutivos (Evolutionary Algorithms).  
• Algoritmos Genéticos (Genetics Aglorithms).  
• Estrategias Evolutivas (Evolution Strategies).  
• Programación Evolutiva (Evolutionary 

Programming).  
▪ Otras Metaheurísticas Evolutivas:  

• Estimación de Algoritmos Distribuidos (Estimation of 
Distribution Algorithms).  

• Evolución Diferencial (Differential Evolution).  
• Algoritmos Coevolutivos (Coevolutionary 

Algorithms).  
▪ Metaheurísticas de Inteligencia de Enjambre:  

• Optimización por Cúmulo de Partículas (Particle 
Swarm Optimization).  

• Optimización por Colonia de Hormigas (Ant Colony 
Optimization Algorithms).  

A continuación, se describen sintéticamente algunas metaheurísticas 
representativas de las distintas clases.  

Algoritmos Evolutivos (Evolutionary Algorithms)  

Los Algoritmos Evolutivos AE (Evolutionary Algorithms, EAs) se 
inspiran en la capacidad de adaptarse de los seres vivos y así 
evolucionar. Los EAs poseen un comportamiento totalmente 
estocástico, el cual modela la herencia genética y la supervivencia. Está 
técnica de optimización, a diferencia de las metaheurísticas de 
trayectoria, opera sobre una población de soluciones candidatas, cada 
una de ellas denominadas individuos. De forma general la población es 
iniciada de forma aleatoria, pero también existen otras estrategias de 
inicialización. El esquema general de un AE está formado por tres 
pasos: la selección, la alteración o adaptación y el reemplazo. Estos 
pasos se repiten hasta que se alcanza alguna condición de finalización, 
normalmente después de un número dado de iteraciones o si se alcanza 
un determinado margen de error. Es importante mencionar que cada 
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individuo es evaluado mediante alguna función que permita cuantificar 
qué tan buena es la solución que dicho individuo representa para el 
problema tratado. Este valor se conoce como valor de aptitud o fitness.  

Algoritmo 1: Pseudo-código de un Algoritmo Evolutivo. 

 

El proceso comienza con la selección de algunos miembros de la 
población para someterlos a transformaciones por medio de 
determinados operadores, proceso que permite generar nuevas 
soluciones. Los operadores básicos de todo AE son: el operador de 
cruzamiento, el cual crea nuevos individuos al combinar varias partes 
de dos o más individuos, y el operador de mutación, el cual crea nuevos 
individuos al producir pequeños cambios en un único individuo de la 
población. Posteriormente, se conforma la nueva población, la cual 
deberá admitir o no a los nuevos individuos dando lugar a la siguiente 
generación del algoritmo. Esto corresponde con el último de los tres 
pasos, el cual reemplaza individuos en función de los criterios que 
hayan sido consignados previamente. Tras algún número de 
generaciones, el algoritmo converge; es de esperar que el mejor 
individuo de la población represente una solución cercana a la óptima.  
Estos algoritmos establecen un equilibrio entre la exploración de buenas 
soluciones (fase de selección) y la exploración de nuevas zonas del 
espacio de búsqueda (fase de reproducción), basados sobre el hecho de 
que la política de reemplazo permite la aceptación de nuevas soluciones 
que no mejoran necesariamente las existentes. En la literatura se han 
propuesto diferentes algoritmos basados en este esquema general. 
Básicamente, estas propuestas se pueden clasificar en tres categorías 
que fueron desarrolladas de forma independiente:  

▪ Algoritmos Genéticos o Genetic Algorithms (GA).  
▪ Estrategias Evolutivas o Evolution Strategies (ES).  
▪ Programación Evolutiva o Evolutionary Programming (EP).  
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Algoritmos Genéticos (Genetic Algorithms)  

Los Algoritmos Genéticos (Genetics Algorithms, GAs) constituyen un 
método de búsqueda inspirado en la teoría de la evolución biológica 
(acorde a los mecanismos de selección y genética natural), para la 
resolución de problemas de optimización [79]. El proceso de búsqueda 
está compuesto por iteraciones llamadas generaciones donde un 
conjunto de soluciones candidatas, denominado población, evoluciona 
imitando los principios de selección natural y supervivencia del más 
apto [85] esperando que converja a una solución. En la situación más 
favorable la solución hallada será la óptima, pero normalmente suele 
definirse un umbral de lo que representa una solución aceptable.  
Cada uno de los individuos de la población representa a una posible 
solución mediante un cromosoma, el cual puede ser representado 
mediante cadenas binaras, permutaciones, números enteros, números 
reales [86] (tradicionalmente, los GAs están asociadas con el uso de una 
representación binaria, pero hoy en día se pueden encontrar GA que 
usan otros tipos de representaciones [66]). Además, cada individuo 
posee un valor de aptitud o fitness, el cual cuantifica su capacidad de 
adaptación, es decir, de representar una buena solución para el 
problema tratado. En el Algoritmo 1 se puede observar un esquema 
básico de un GA donde 𝑡 identifica el número de generaciones y 𝑃(𝑡) 
representa la población en la 𝑡 − é𝑠𝑖𝑚𝑎 generación. En cada iteración 
𝑡, se escoge un conjunto de individuos de la población actual 𝑃(𝑡). El 
proceso de selección está diseñado para permitir que las buenas 
soluciones tengan mayor probabilidad de ser elegidas, para 
posteriormente aplicar entre los miembros de esta sub-población los 
operadores genéticos que permitan, de manera artificial, imitar el 
proceso de adaptación natural de: cruzamiento, mutación y reemplazo.  
Puntualmente, el operador de selección lleva a cabo la elección de 
aquellos individuos que serán los progenitores de la nueva generación 
(está relacionado con la determinación de buenas soluciones) siendo 
sometidos a los operadores genéticos que mantienen la analogía con la 
metáfora de inspiración donde los más débiles perecen por selección 
natural. Este proceso debe favorecer a los más aptos, es decir, a aquellos 
individuos que posean un fitness mayor o menor en función del tipo de 
problema de que se trate (maximización o minimización 
respectivamente). Existen diversos métodos de muestreo para llevar a 
cabo la selección de individuos entre los que se destacan: muestreo 
estocástico por sorteo, muestreo estocástico universal o por ruleta, y 
muestreo estocástico por torneos.  
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Luego de la selección del conjunto de individuos (llamados criadores), 
éstos son sometidos al proceso de reproducción para generar nuevos 
individuos. Existen dos operadores de reproducción, por un lado, el 
operador de recombinación o cruce, el cual actúa sobre pares de 
individuos creando otro par de individuos descendientes. Este operador 
realiza un intercambio de información esperando que se exploten las 
mejores características presentes en la población actual. Por otro lado, 
el operador de alteración o mutación actúa sobre un solo individuo. La 
mutación consiste en realizar una pequeña modificación en alguno de 
los genes del individuo, de esta manera se introduce cierto grado de 
diversidad para intentar alcanzar todos los puntos del espacio de 
búsqueda permitiendo explorar nuevos dominios de búsqueda. Por 
último, se lleva a cabo el proceso de reemplazo sobre ciertos individuos 
de la población actual en comparación con los nuevos descendientes 
para determinar cuáles formarán parte de la población de la generación 
posterior. Del mismo modo que para el proceso de selección, aquí 
también existen distintos criterios para efectuar el reemplazo. Por 
ejemplo, una manera es reemplazar de forma inmediata los progenitores 
con los descendientes; otra opción es reemplazar a aquellos individuos 
de la población que posean características más similares a los 
descendientes o reemplazar aquellos individuos que posean los peores 
valores de fitness.  

Evolución Diferencial (Differential Evolution)  

El algoritmo de Evolución Diferencial (Differential Evolution, DE) 
[87], a gran des rasgos, cuenta con etapas semejantes a las que 
involucran los GAs pero con relevantes diferencias. En la etapa de 
inicialización de DE, la población de soluciones candidatas se genera 
de manera aleatoria y distribuida uniformemente dentro del rango del 
problema. De esta manera, la población queda constituida por 𝑁𝑝 
vectores, cada uno con 𝐷 dimensiones que conforman a la población 
𝑃𝑥, tal que se cumpla la Ecuación 2.4.  

 
𝑃𝑥,𝑔 = (𝑥𝑖,𝑔), 𝑖 = 1,2, … , 𝑁𝑝, 𝑔 = 1,2, … , 𝑔𝑚𝑎𝑥 , 

𝑥𝑖,𝑔  =  (𝑥𝑗,𝑖,𝑔), 𝑗 =  1, 2, . . . , 𝐷. 
(2. 4) 

 
𝜐𝑖,𝑔 = 𝑥𝑟0,𝑔 + 𝐹(𝑥𝑟1,𝑔 − 𝑥𝑟2,𝑔), 

donde 𝑖 =  1, 2, . . . , 𝑁𝑃 𝑦 𝑟1 ≠  𝑟2 ≠  𝑟3 ≠ 𝑖.  
(2. 5) 
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Donde 𝑔𝑚𝑎𝑥 representa la cantidad máxima de generaciones. En DE, 
además de la población 𝑃𝑥, se manejan dos poblaciones adicionales 
denominadas 𝑃𝑣 y 𝑃𝑢 las cuales poseen las mismas características 
denotadas en la Ecuación 2.4. En cada una de estas poblaciones cada 
componente de los vectores representa una variable de decisión del 
problema. Posteriormente a la inicialización, los vectores son sometidos 
a procesos de mutación, recombinación y selección para cada 
generación. En términos generales, DE perturba la población mediante 
el concepto de diferencia de vectores, donde muta de forma aleatoria 
vectores de la población actual Px para producir cada vector de la 
población intermedia 𝑃𝑣 como se observa en la Ecuación 2.5. Existen 
varias estrategias para realizar el proceso de mutación. Éstas utilizan la 
notación 𝐷𝐸/𝑥/𝑦/𝑧 donde 𝑥 indica el vector a ser mutado, éste puede 
ser rand, cuando es un vector de población elegido al azar, o best si se 
utiliza el vector de mejor aptitud de la población actual, 𝑦 la cantidad 
de restas de vectores realizadas (1 o 2), y 𝑧 denota el esquema de 
recombinación utilizado (bin: binomial o exp: exponencial). En la 
Ecuación 2.5 se puede observar la mutación correspondiente a la 
estrategia 𝐷𝐸/𝑟𝑎𝑛𝑑/1/𝑏𝑖𝑛 donde el factor de escala 𝐹 es un número 
real en el rango [0, 1] [87]. Posteriormente, cada parte del vector de la 
población actual Px es recombinado con su correspondiente del vector 
de la población intermedia 𝑃𝑣 (vectores mutados), para producir la 
población de prueba 𝑃𝑢. En esta operación entra en juego la 
probabilidad de recombinación 𝐶𝑟, para el caso de utilizarse el 
crossover o recombinación binomial.  
Por último, se efectúa la selección con el objetivo de mantener en la 
población de la generación siguiente a aquellos individuos que posean 
mejores características, por lo tanto, se evalúa para cada vector de 
prueba el valor de su función objetivo y se compara con su 
correspondiente de la población actual. Cada uno de estos opera dores 
son procesados en cada generación tal como puede observarse en el 
Algoritmo 2, el cual describe al algoritmo clásico de DE.  
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Algoritmo 2: Pseudo-código de un Algoritmo de Evolución Diferencial 
DE/rand/1/bin. 

 

Optimización por Cúmulo de Partículas (Particle Swarm 
Optimization)  

La metaheurística conocida como Optimización por Cúmulo de 
Partículas (Particle Swarm Optimization, PSO) forma parte de la 
familia de algoritmos bioinspirados que mantienen analogía con 
distintos sistemas sociales o presentes en la naturaleza. Un ejemplo que 
puede citarse es la manera en que algunas especies comparten 
información para luego desplazarse a ubicaciones donde encuentren 
alimento, resguardo o mejor condición climática, donde el 
comportamiento de los mejores individuos afecta a toda la población 
[88]. Puntualmente PSO utiliza una población de partículas para 
explorar el espacio de búsqueda, de forma similar a las metaheurísticas 
anteriormente presentadas (cada miembro de la población representa 
una solución candidata del problema de optimización tratado). Las 
partículas poseen un valor de posición y de velocidad, los cuales son 
actualizados en cada iteración del algoritmo. En términos generales, 
PSO maneja la población de soluciones como un cúmulo de partículas 
donde cada partícula 𝑖 consta de tres componentes. Por un lado 
xi representa la posición de partícula dentro del espacio de búsqueda, 
υi describe la velocidad de la partícula y 𝑝𝑖𝑏𝑒𝑠𝑡  es la memoria de la 
partícula, lo cual representa la mejor posición encontrada hasta el 
momento. Por otro lado, el algoritmo maneja una componente social (o 
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global a la población) denominada 𝑝𝑔𝑏𝑒𝑠𝑡, que representa la mejor 
posición encontrada por alguna partícula en toda la población [89]. La 
velocidad de cada partícula y su posición son actualizadas en cada 
iteración del algoritmo, de acuerdo a las Ecuaciones 2.7 y 2.8 
respectivamente. 

 
𝜐𝑖(𝑡 + 1) = 𝑤 ∗ 𝜐𝑖(𝑡) + 𝑖𝑙𝑜𝑐𝑎𝑙 + 𝑖𝑔𝑙𝑜𝑏𝑎𝑙 , 

donde {
𝑖𝑙𝑜𝑐𝑎𝑙 = 𝑐1𝑢1𝑖[𝑝𝑖𝑏𝑒𝑠𝑡(𝑡) − 𝑥𝑖(𝑡)],

𝑖𝑔𝑙𝑜𝑏𝑎𝑙 = 𝑐2𝑢2𝑖[𝑝𝑔𝑏𝑒𝑠𝑡(𝑡) − 𝑥𝑖(𝑡)],
  

(2. 7) 

 𝑥𝑖(𝑡 + 1) = 𝑥𝑖(𝑡) + 𝜐𝑖(𝑡 + 1) (2. 8) 

Donde 𝑖𝑙𝑜𝑐𝑎𝑙 (información local) representa el componente o factor 
cognitivo o personal e 𝑖𝑔𝑙𝑜𝑏𝑎𝑙  (información global) el componente o 
factor social. Los factores 𝑐1 y 𝑐2  son pesos que regulan la contribución 
de la componente cognitiva, el primero, y de la componente social, el 
segundo. Los factores 𝑢1𝑖  y 𝑢2𝑖  corresponden a valores aleatorios 
distribuidos uniformemente en el rango [0, 1]. Y por último, el factor 𝑤 
equilibra las capacidades de búsqueda global y local [90], esto lo hace 
controlando la velocidad previa de la partícula a ser mantenida en el 
ciclo actual. Es importante mencionar que el factor de inercia 𝑤 no 
forma parte del algoritmo básico PSO, y fue introducido en [91]. Un 
esquema de PSO puede verse en el Algoritmo 3.  

Algoritmo 3: Pseudo-código de un algoritmo de Optimización por Cúmulo 
de Partículas 
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En el mismo se puede observar que, en primer lugar, la población es 
inicializada de forma aleatoria, luego, mediante una función de 
evaluación (que no necesariamente debe coincidir con la función 
objetivo), se determina para cada partícula su nivel de aptitud. Este 
proceso iterativo mejora gradualmente la dirección que las partículas 
deben tomar, con el objetivo de encontrar la región del espacio de 
búsqueda que contiene las buenas soluciones.  

Optimización por Colonia de Hormigas (Ant Colony 
Optimization)  

Como bien lo indica su nombre, el algoritmo de Optimización por 
Colonia de Hormigas (Ant Colony Optimization, ACO) [92] es una 
metaheurística inspirada en el comportamiento de colonias de 
hormigas. La metáfora se centra en el principio de comunicación entre 
hormigas, lo cual ocurre mediante el rastro de feromonas que cada 
hormiga va dejando a lo largo de su camino recorrido. De esta manera, 
mientras n hormigas aisladas se mueven con un comportamiento 
aleatorio, los agentes de una colonia de hormigas detectan dicho rastro 
y tienden a seguirlo. Éstas, a su vez, van dejando su propia feromona a 
lo largo del camino recorrido y, por tanto, lo hacen más atractivo, puesto 
que se ha reforzado el rastro de feromona. Sin embargo, la feromona 
también se va evaporando con el paso del tiempo provocando que el 
rastro de feromona sufra cierto debilitamiento. En definitiva, puede 
decirse que el proceso se caracteriza por una retroalimentación positiva, 
en la que la probabilidad con la que una hormiga escoge un camino 
aumenta con el número de hormigas que previamente hayan elegido el 
mismo camino (Algoritmo 4).  

Algoritmo 4: Pseudo-código de un Algoritmo de Optimización por Colonia 
de Hormigas. 
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2.4. Metaheurísticas Paralelas  
Desde una mirada general, se puede decir que el desarrollo de 
metaheurísticas paralelas surge con el propósito de atacar dos objetivos 
principales: resolver instancias de problemas cada vez más grandes de 
forma más rápida (abordar problemas que no pueden ser resueltos de 
forma secuencial), y brindar mayor robustez a los métodos de búsqueda. 
Según Talbi [66], el paralelismo y la computación distribuida se pueden 
utilizar en el diseño e implementación de metaheurísticas, persiguiendo 
al menos alguno/s de los siguientes beneficios (motivos):  

▪ Acelerar el proceso de búsqueda: Este es uno de los principales 
objetivos que se persiguen al momento de paralelizar 
metaheurísticas. La reducción del tiempo de búsqueda permite 
su aplicación en problemas dinámicos en tiempo real.  

▪ Mejorar la calidad de las soluciones: Evidentemente, una mera 
implementación paralela de una metaheurística secuencial no 
permitirá mejorar la calidad de las soluciones encontradas. Sin 
embargo, este propósito sí será alcanzado si el paralelismo es 
utilizado para realizar una cooperación entre diferentes 
metaheurísticas o metaheurísticas iguales parametrizadas de 
forma distinta.  

▪ Robustez: La robustez de una metaheurística se refiere al grado 
de sensibilidad que dicha metaheurística tiene en sus 
parámetros. En otras palabras, se puede decir que una 
metaheurística paralela será más o menos robusta si logra 
resolver, o no, de manera efectiva, diferentes problemas de 
optimización, y diferentes instancias de un mismo problema.  

▪ Resolver grandes y complejos problemas: Este puede ser uno 
de los factores más importantes, junto con el primero, ya que, 
para cierto tipo de aplicaciones o problemas, puede ser 
completamente inviable intentar resolverlo de forma 
secuencial.  

En concordancia con la clasificación presentada en la sección 2.3.1, las 
estrategias de paralelización de metaheurísticas difieren entre sí, ya sea 
para las metaheurísticas de trayectoria o para las poblacionales.  
Para las metaheurísticas de trayectoria se han propuesto diferentes 
modelos paralelos, entre los cuales se utilizan con mayor frecuencia los 
siguientes: a) exploración y evaluación paralela del vecindario (o 
modelo de movimientos paralelos), b) modelo multi-inicio paralelo, y 
c) evaluación paralela de única solución (o modelo de aceleración de 
movimiento) [93].  
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▪ Modelo de movimientos paralelos: se define como un modelo 
master-worker. Ofrece el mismo resultado que una 
implementación secuencial, sólo que logra reducir el tiempo de 
procesamiento. El funcionamiento es sencillo, el maestro 
duplica la solución actual y, por cada una de ellas, se realiza la 
búsqueda de una solución candidata, finalmente los resultados 
se entregan al master.  

▪ Modelo de multi-inicio paralelo: esta metodología consiste en 
lanzar simultáneamente diferentes instancias de la 
metaheurística de trayectoria secuencial.  

▪ Modelo de aceleración de movimiento: en este modelo la 
calidad de cada movimiento se evalúa de forma paralela y 
centralizada.  

Algoritmo 5: Esquema general del algoritmo evolutivo paralelo. 

 

Para las metaheurísticas poblacionales se puede decir que el 
paralelismo se encuentra implícito o que surge de manera natural, ya 
que cada solución candidata o individuo puede ser tratado de forma 
independiente al resto. Desde el punto de vista de paralelización de las 
metaheurísticas poblacionales, y tomando el enfoque propuesto por [94] 
se puede decir que existen tres diferentes aproximaciones: Única 
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Población y Evaluación en Paralelo, Única Población y Vecindarios 
Solapados, y Múltiples Poblaciones y Migración. En el esquema de 
Única Población y Evaluación en Paralelo, se trabaja con un paradigma 
del tipo master worker [61], con una población panmíctica donde la 
única carga de procesamiento que es distribuida a los workes es la 
evaluación de aptitud. La segunda aproximación consiste en trabajar 
con una población espacialmente estructurada, donde las operaciones 
de búsqueda se limitan a un pequeño vecindario, pero los mismos se 
superponen permitiendo una interacción entre todos los individuos. Y, 
por último, el Modelo de Islas opera con múltiples poblaciones donde 
los operadores se aplican entre individuos de la misma isla, y cada cierto 
tiempo o generaciones se intercambian individuos entre las diferentes 
islas.  
Debido a que la presente tesis se centra en la utilización de 
metaheurísticas paralelas con características evolutivas de tipo 
poblacional, a continuación, se realiza una aproximación más detallada 
de las estrategias de paralelización utilizadas en las implementaciones 
vinculadas con este modelo.  

2.4.1. Paralelización de Metaheurísticas 
Poblacionales Evolutivas  

Las metaheurísticas poblacionales evolutivas son métodos de 
optimización, eficaces y eficientes, que pueden ser aplicados en la 
resolución de problemas de alta complejidad, dimensionalidad y 
dinamicidad. De forma general, se puede decir que estas 
metaheurísticas producen un conjunto de posibles soluciones que son 
sometidas a un proceso de iteraciones. En cada iteración, se aplican 
ciertas operaciones (selección, cruzamiento, mutación y reemplazo, 
varían según el tipo de metaheurística) que permiten realizar búsquedas 
de mejores soluciones al problema tratado. Cada solución candidata 
(individuo, partícula, vector, etc.) posee un valor que de termina la 
calidad de la solución. Éste valor suele conocerse como aptitud o 
fitness, y se calcula utilizando la función matemática que describe el 
problema. El valor de aptitud juega un rol fundamental, ya que permite 
caracterizar a las posibles soluciones según sus capacidades. De esta 
manera, aquellas con mejor aptitud deben tener mayor probabilidad de 
permanecer, participar en la generación de nuevas soluciones, de no ser 
reemplazados y, de esta forma, dejar sus rasgos en las poblaciones 
futuras [95].  
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Cuando estas metaheurísticas son utilizadas para resolver problemas 
complejos y/o de grandes dimensiones, suelen ser paralelizadas, 
dividiendo la carga de trabajo en 𝑁 unidades de cómputo. Dentro de 
este tipo de metaheurísticas se encuentran los conocidos Algoritmos 
Evolutivos Paralelos, AEP (Parallel Evolutionary Algorithms, PEA). 
Un esquema general de un AEP se presenta en el Algoritmo 6. Tal como 
se puede observar, el proceso comienza con la generación de 𝑝 
poblaciones de 𝑛 soluciones candidatas, las cuales suelen ser creadas 
mediante un proceso estocástico. Una vez que las poblaciones han sido 
generadas, se evalúa la aptitud inicial de cada solución, aplicando la 
función de fitness a cada una. Luego, comienza el ciclo evolutivo, el 
cual itera mientras no se cumpla la condición de finalización, 
generalmente hasta que se alcance un cierto umbral de aptitud o una 
máxima cantidad de iteraciones.  

Posteriormente se realiza el proceso de perturbación, el cual consiste, 
según la metaheurística utilizada, en diferentes tipos de sub-procesos. 
Entre ellos se destaca la selección de soluciones candidatas a ser 
utilizadas para generar nuevas soluciones, proceso que suele brindar 
mayor probabilidad de elegir soluciones con mejores características.  

Dichas soluciones son utilizadas para la generación de las nuevas 
soluciones; las operaciones que se involucran en esta etapa suelen 
consistir en la cruza de diferentes soluciones y la modificación o 
mutación. Las nuevas soluciones deben ser introducidas mediante algún 
tipo de proceso y criterio en la nueva población o conjunto de 
soluciones. Este procedimiento suele llamarse reemplazo, según la 
metaheurística involucrada. 

Según la cantidad de poblaciones involucradas, el tratamiento de los 
operadores, la relación cómputo/comunicación y demás factores, los 
AE se pueden paralelizar siguiendo diferentes estrategias. Según [96] 
la clasificación de los AEP se puede resumir en cuatro grupos: 
paralelismo automático a nivel del compilador, master-worker con 
única población y evaluación en paralelo, paralelismo de grano grueso, 
distribuido o basado en islas (múltiples poblaciones) y de grano fino o 
masivamente paralelo. Las dos primeras estrategias sólo mejoran el 
tiempo de resolución del algoritmo, pero dicho paralelismo no influye 
en la calidad de los valores numéricos hallados.  

En [97] se expone una taxonomía donde los modelos distribuidos de 
EAs se dividen en dos grandes grupos: modelo de distribución por 
poblaciones y modelo de distribución por dimensiones. La primera 
clasificación, consiste en distribuir individuos de una población o 
subpoblación en diferentes unidades de cómputo, y la segunda, 
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distribuye particiones de la dimensión del problema, en problemas más 
pequeños. A su vez, la clasificación de distribución basada en 
poblaciones, puede ser dividida en: modelo master-worker, modelo de 
islas, modelo celular o modelo jerárquico. Ambas clasificaciones 
coinciden en gran parte y mantienen diferencias menores en ciertos 
aspectos. Las estrategias de paralelización que han sido utilizadas en 
este trabajo, corresponden con las tres clasificaciones siguientes: 
modelo master-worker o master-worker, modelo de islas y modelo 
jerárquico.  
El modelo master-worker (ver Fig. 2.3.a), se basa en el paradigma 
master-worker [95], donde una única población de individuos es 
administrada por un proceso central, usualmente denominado master. 
El master lleva a cabo gran parte de las funciones del AEP (selección, 
cruzamiento, mutación y reemplazo). En este esquema, sólo la 
evaluación de la aptitud de los individuos se realiza de forma paralela 
por los procesos workers. El modelo de islas (ver Fig. 2.3.b), utiliza 
múltiples poblaciones o islas, las cuales evolucionan de forma 
independiente. Cada población puede ser administrada por un worker o 
conjuntos de workers, dependiendo del nivel de paralelización con el 
cual el algoritmo sea implementado. Cada cierto número de 
generaciones, se produce un intercambio de individuos entre las 
diferentes islas o poblaciones, este proceso permite incrementar el 
grado de diversidad y minimizar la probabilidad de convergencia 
prematura o estancamiento en óptimos locales. El modelo jerárquico 
consiste en sumar las bondades de dos o más modelos diferentes en 
beneficio de la escalabilidad y/o la capacidad de búsqueda del método. 
Algunos de estos esquemas son: modelo de islas con master-worker, 
modelo de islas con modelo de islas y modelo de islas con doble 
jerarquía master-worker.  
En la Fig. 2.3.c se observa un esquema de paralelismo basado en islas, 
tanto a nivel de jerarquía superior como inferior. Dentro de cada isla la 
paralelización también utiliza un esquema basado en islas. Esta 
estrategia de paralelización incluye un proceso de migración adicional 
dentro de cada isla de jerarquía mayor. En la Fig. 2.3.d, se puede 
observar un esquema del modelo jerárquico basado en islas con master-
worker. En este esquema, el primer nivel de paralelismo corresponde a 
un modelo de islas con migración, y en cada isla se aplica un modelo 
master worker. Finalmente, en la Fig. 2.4, se observa un esquema 
basado en islas con doble jerarquía master-worker.  
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Figura 2.3: a) Esquema de paralelización master-worker. b) Esquema de 
paralelización basado en islas. c) Esquema de paralelización jerárquico 

basado en islas con modelo de islas. d) Esquema de paralelización jerárquico 
basado en islas con master-worker. 

En el nivel superior, indicado como modelo master-worker 1, un 
proceso master global coordina el funcionamiento de la totalidad de las 
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islas del AEP. El master de cada isla cumple la función de worker 
respecto del master global. Posteriormente, en el segundo nivel de 
jerarquía master-worker (modelo master worker 2), cada master de isla 
controla a un conjunto de workers dentro de cada isla, quienes son los 
encargados de evaluar la función de aptitud. Es importante remarcar que 
los operadores de cruzamiento, mutación y reemplazo, son aplicados 
entre individuos de la misma isla. Evidentemente cada estrategia de 
paralelización ofrece diferentes ventajas en función de la 
implementación y el problema a abordar.  

 
Figura 2.4: Esquema de paralelización jerárquico basado en islas con doble 

modelo master-worker. 

2.5. Síntesis  
Las técnicas de optimización han cobrado gran importancia en la 
resolución de problemas de alta complejidad computacional, entre ellos 
se destacan los problemas dinámicos, los cuales se relacionan 
íntimamente con los sistemas de predicción. Dentro de las herramientas 
disponibles para la resolución de este tipo de problemas, las 
metaheurísticas han demostrado ser muy robustas, eficientes y 
adaptables para resolver, de forma aproximada, gran cantidad de 
problemas de la vida real. En este capítulo se ha presentado una 
clasificación de estas técnicas como así también una breve descripción 
de las que posteriormente serán abordadas en mayor detalle en la 
presente tesis tras haber sido utilizadas en el diseño de los métodos 
presentados, estas son: Algoritmos Evolutivos, Evolución Diferencial y 
Optimización por Cúmulo de Partículas. 
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CAPÍTULO 3 

Predicción de Incendios mediante Métodos 
Guiados por Datos  

El presente capítulo realiza una presentación de los métodos guiados 
por datos, sus variantes y las metodologías desarrolladas bajo estos 
conceptos.  

3.1. Introducción  
Tal como se ha formulado en el Capítulo 1, la predicción del 
comportamiento de un incendio forestal es una tarea compleja que no 
puede ser llevada a cabo, de forma aceptable, precisa y efectiva 
mediante la aplicación de procedimientos clásicos de predicción. Esto 
se debe principalmente a la presencia de tres factores que aportan 
incertidumbre al proceso de predicción: las dificultades para mesurar 
los parámetros de entrada en tiempo real, la dinamicidad del fenómeno 
y las limitaciones de los modelos de comportamiento de incendios 
forestales. Cada una de estos factores genera, en mayor o menor 
medida, diversos grados de incertidumbre, tanto interna como externa 
al modelo, lo que impide obtener predicciones cercanas a la realidad.  
Tal como se observó en el esquema general de la predicción clásica 
presentado en el Capítulo 1 (Fig. 1.7), la predicción generada depende 
del resultado de una única simulación utilizando un único conjunto de 
parámetros de entrada. Es decir, los métodos de predicción clásica 
operan con una etapa que, a través de una única simulación, genera la 
predicción del frente de fuego para un instante de tiempo determinado. 
Este tipo de enfoque presenta grandes limitaciones, las cuales se hacen 
más notables cuando el comportamiento del fenómeno que se intenta 
predecir es fuertemente dependiente de factores dinámicos. En el caso 
de los incendios forestales, una de las principales fuentes de error se 
origina en la falta de precisión en los parámetros de entrada. Por 
ejemplo, existen ciertos parámetros que no pueden ser medidos de 
forma directa, por lo que sus valores deben ser establecidos a partir de 
mediciones indirectas, tal es el caso del contenido de humedad en la 
vegetación. También existen otros parámetros, como la velocidad y la 
dirección del viento, que suelen medirse en ciertos puntos del terreno, 
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por lo que los valores deben interpolarse a toda la superficie. Además, 
es importante tener en cuenta que estas variables no son independientes 
entre sí, es decir que el cambio en una de estas suele modificar el valor 
de las demás. Por lo tanto, tales aproximaciones evidentemente generan 
grandes imprecisiones que afectan en mayor o menor medida la calidad 
de salida del modelo. Además, la precisión de todo modelo no sólo 
depende de las incertidumbres externas, sino también de las internas, 
propias de la implementación del simulador. Debido a esto, ha sido 
necesario el desarrollo de nuevos enfoques que permitan sortear estas 
problemáticas y mejorar así la calidad de predicción.  
Antes de continuar es importante destacar los conceptos fundamentales 
que de terminan las diferencias esenciales entre simulación y 
predicción, para ello nos basaremos en el trabajo de Nelles [48].  

3.1.1. Predicción  

En la Fig. 3.1 se presenta un esquema del modelo de predicción de un 
paso. Como se puede observar, el modelo es alimentado con las 
entradas y salidas del proceso a modelar para un instante de tiempo 
anterior: 𝑢(𝑘 −  𝑖) e 𝑦(𝑘 −  𝑖), respectivamente. El modelo, con dicha 
información, predice la salida del proceso �̂�(𝑘) para el siguiente 
instante de muestreo. Generalmente, los procesos reales no tienen 
alimentación directa o en tiempo real, por lo tanto la salida �̂�(𝑘) no 
puede verse afectada inmediatamente por la entrada 𝑢(𝑘), siempre que 
el muestreo no se realice exactamente al mismo tiempo. En aquellos 
casos en que 𝑢(𝑘) no afecta a �̂�(𝑘) de forma instantánea la primera 
puede no ser incluida en el modelo. Sin embargo, los modelos que 
incluyen a 𝑢(𝑘) generalmente ofrecen mejor rendimiento dado que el 
efecto de 𝑢 en 𝑦 puede ser mucho más rápido que un intervalo de tiempo 
de muestreo [48]. Para este tipo de problemas de predicción, es 
necesario medir las salidas del proceso (o los estados).  

 
Figura 3.1: Representación gráfica de un modelo de predicción de un paso. 
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En el caso de predecir más de un paso en el futuro, esto se denomina 
predicción multi-paso o l-step. El número de pasos predichos en el 
futuro 𝑙 se denomina horizonte de predicción.  

3.1.2. Simulación  

A diferencia de la predicción, en los procesos de simulación sólo se 
cuenta con las entradas del proceso (𝑢(𝑘 −  1), 𝑢(𝑘 −  2), ver Fig. 
3.2), y la salida del modelo representa una estimación de su 
comportamiento. La simulación se utiliza con mucha frecuencia en 
diferentes áreas de la ciencia y la ingeniería. La diferencia fundamental 
entre la simulación y la predicción es que la simulación generalmente 
requiere componentes de retroalimentación dentro del modelo. Esto 
hace que la fase de identificación y modelado sea más difícil y requiere 
cuidados adicionales para garantizar la estabilidad del modelo.  

 
Figura 3.2: Representación gráfica de un modelo de simulación. 

3.2. Métodos de Predicción Guiados por 
Datos  
El concepto de predicción guiada por datos o predicción de dos etapas 
plantea la incorporación de una nueva fase o etapa en la cadena de 
predicción de los métodos clásicos (Fig. 3.3) [98], [63]. Dicha etapa se 
encarga de efectuar una calibración o ajuste de los parámetros de 
entrada del modelo antes de realizar la predicción. Este proceso consiste 
en efectuar una búsqueda iterativa que permita obtener parámetros 
mejorados (calibrados) que posibiliten realizar una predicción más 
cercana a la realidad, reduciendo de esta manera los efectos negativos 
causados por la incertidumbre. Esto implica que este tipo de métodos 
necesitan de un estado adicional de la evolución del proceso real del 
incendio para poder generar la predicción.  
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Figura 3.3: Esquema de Predicción Guiada por Datos. (𝐿𝐹𝑅𝑥: estado real en 
tiempo 𝑥, SI: simulador de propagación de incendios forestales, LFP: estado 
de la línea de fuego propuesta por el modelo, EC: etapa de calibración, PE: 

grandes conjuntos de parámetros de entrada). 

Este esquema se muestra en la Fig. 3.3. Como se puede observar, el 
simulador de incendios (SI) es alimentado por un gran conjunto de 
parámetros de entrada, los cuales son calibrados en una nueva etapa 
denominada Etapa de Calibración (EC). Para evaluar la calidad de los 
resultados obtenidos por el simulador y la etapa de calibración, se debe 
realizar una comparación entre la línea de fuego predicha y la línea de 
fuego real. Producto de la calibración se obtiene un único conjunto de 
parámetros de entrada (parámetros calibrados), los cuales son utilizados 
para realizar la predicción del instante de tiempo siguiente (𝑡𝑛+2). De 
esta manera se puede decir que el enfoque de la predicción guiada por 
datos consiste en el desarrollo de métodos que utilizan técnicas de 
optimización con el fin de calibrar los parámetros de entrada. De esta 
manera, el proceso de optimización, se centra en encontrar un conjunto 
de valores de entrada que, si alimentan el simulador, permitan describir 
(con cierto nivel de confianza) el comportamiento previo del fenómeno, 
esperando que el mismo conjunto de valores sirva para describir o 
aproximar un instante futuro cercano.  

Obviamente, los resultados generados por el método poseen validez 
temporal, es decir, que este proceso no será útil si el tiempo de 
calibración es superior al tiempo transcurrido entre (𝑡𝑛+1) y (𝑡𝑛+2) 
(Fig. 3.3). Por este motivo suele ser necesario, además de incrementar 
la calidad de predicción, acelerar el proceso de calibración. Este 
concepto se relaciona con el paradigma de computación urgente (UC, 
Urgent Computing) [58], en donde los sistemas poseen requerimientos 
de procesamiento y generación de resultados dentro de un lapso 
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determinado de tiempo, fuera de este intervalo los datos ya carecen de 
valor por lo que deben ser descartados.  

3.2.1. Urgent Computing  

UC requiere que los cálculos comiencen lo antes posible y se completen 
dentro de un plazo estipulado de tiempo a fin de brindar apoyo en la 
mitigación, respuesta y recuperación ante un evento que requiere 
atención inmediata. El resultado de los cálculos permite tomar 
decisiones rápidas y oportunas para mitigar las diferentes pérdidas. UC 
se define bajo las siguientes condiciones [58]:  

▪ el cálculo opera bajo un plazo estricto, después del cual los 
resultados carecen de valor práctico.  

▪ el inicio del evento que requiere el cálculo es impredecible.  
▪ el cálculo requiere un uso de recursos significativo. 

Algunas terminologías de UC:  
▪ caso o evento urgente, es un evento que requiere atención 

inmediata, por ejemplo: una inundación, o un problema de alto 
impacto, como una fusión nuclear en un reactor. Los efectos 
pueden ser mitigados con el apoyo de sistemas u operaciones 
de cómputo, las cuales deben ser realizadas dentro de un 
estricto lapso temporal.  

▪ servicio urgente, se refiere al grupo de actividades que brindan 
un servicio de carácter urgente, es decir, recolección de datos, 
comunicación, computación, toma de decisiones y trabajo de 
coordinación, para cumplir con lo requerido.  

▪ cálculo urgente, es una actividad que debe comenzar en poco 
tiempo, es decir inmediatamente o tan pronto como sea posible, 
para simular o predecir un evento urgente. Un cálculo urgente 
se desencadena por un evento urgente.  

▪ producto urgente, es el resultado procesado de un cálculo 
urgente que puede ser directamente utilizado para la toma de 
decisiones y actividades de coordinación para apoyar la 
mitigación de pérdidas.  

▪ sistema urgente, es un sistema que permite cálculos urgentes 
para la toma de desiciones para la coordinación de acciones 
urgentes que permitan la mitigación de pérdidas y daños.  
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3.2.2. Métodos Guiados por Datos  

Los métodos guiados por datos (Data Driven Methods, DDM) surgen 
con el propósito de subsanar las limitaciones impuestas por las técnicas 
clásicas, principal mente debido a la incertidumbre o falta de precisión 
en los valores de entrada de los modelos. De esta manera, los métodos 
realizan un ajuste para obtener una combinación óptima de parámetros 
de entrada. Sin embargo, como los DDM obtienen un único conjunto 
de valores de los parámetros de entrada, para aquellos parámetros de 
comportamiento dinámico, el valor encontrado no suele ser de gran 
utilidad para describir correctamente el comportamiento del modelo. 
Esta categoría de métodos se denomina Métodos Guiados por Datos de 
Única Solución (DDM-US, Data Driven Methods with Unique 
Solution) [99], [98], ver Fig. 3.4.  

 
Figura 3.4: Clasificación de métodos de predicción. 

Otra clasificación de los DDM trabaja con solapamiento de diversos 
casos o combinaciones de parámetros para efectuar las predicciones: 
Métodos Guiados por Datos con Solución Múltiple Solapada (DDM-
MOS, Data Driven Methods with Multiple Overlapping Solutions) [63]. 
Una representación gráfica de este tipo de métodos se puede observar 
en la Fig. 3.5. Esta clasificación considera un gran número de 
combinaciones de parámetros de entrada, con los cuales se alimenta las 
etapas siguientes efectuando las predicciones en base a la totalidad de 
combinaciones de parámetros previamente calibrados. 

En esta clasificación se encuentran los siguientes métodos 
desarrollados:  

▪ Sistema Estadístico para la Gestión de Incendios Forestales 
(Statistical System for Forest Fire Management, S2F2M) [100].  



 
MIGUEL MÉNDEZ-GARABETTI         52 

 
Figura 3.5: Esquema de Predicción Guiada por Datos con Múltiples 

Soluciones Solapadas. (𝐿𝐹𝑅𝑥: estado real en tiempo 𝑥, SI: simulador de 
propagación de incendios forestales, LFP: estado de la línea de fuego 

propuesta por el modelo, EC: etapa de calibración, PE: grandes conjuntos de 
parámetros de entrada, EP: etapa de predicción). 

▪ Sistema Estadístico Evolutivo (Evolutionary Statistical 
System, ESS) [101].  

▪ Sistema Estadístico Evolutivo con Modelo de Islas 
(Evolutionary Statistical System with Island Model, ESS-IM) 
[102].  

▪ Sistema Estadístico Evolutivo con Modelo de Islas y Evolución 
Diferencial (Evolutionary Statistical System with Island Model 
- Differential Evolution, ESS-IM-DE) [103].  

▪ Sistema Estadístico Híbrido Evolutivo con Modelo de Islas 
(Hybrid Evolutionary Statistical System with Island Model, 
HESS-IM)) [104]. 

Los DDM están fuertemente relacionados con los Métodos de 
Asimilación de Datos (Data Assimilation Methods, DAM), que se 
caracterizan por la incorporación de datos en un modelo en ejecución 
[105]. Desde este punto de vista, se puede decir que los métodos listados 
anteriormente corresponden a una conjunción entre DDM-MOS y 
DAM, esto se debe a que los mismos no tienen como objetivo encontrar 
un solo conjunto de datos con valores específicos. En cambio, el 
objetivo es encontrar un conjunto de valores que permita mejorar el 
resultado final y también incluir la incorporación de datos en el 
momento de la ejecución. Otro enfoque que guarda especial relación 
con los DDM-MOS es el de los Sistemas de Aplicación Guiados por 
Datos Dinámicos (DDDAS, Dynamic Data Driven Application 
Systems). El concepto de los DDDAS consiste en incorporar datos de 
forma dinámica y dotar a las aplicaciones con la capacidad de dirigir 
dinámicamente los procesos de medición. Algunas entradas de datos 
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pueden ser adquiridas en tiempo real (on-line) o pueden ser obtenidos a 
través del almacenamiento local. DDDAS ofrece la promesa de una 
mejora en los métodos de modelado, aumentando las capacidades de 
predicción, análisis y mejorando la eficiencia de las simulaciones 
[106].  
El análisis preciso y la predicción del comportamiento de un sistema 
complejo siguen siendo tareas muy difíciles en la actualidad. Hoy en 
día, los sistemas de simulación son bastante complejos y además 
carecen de la capacidad de describir con precisión los fenómenos que 
se pretenden representar. Incluso los modelos complejos de sistemas 
producen simulaciones que difieren, o no predicen la realidad de forma 
aceptable, situación que se acentúa en los casos en los que existen 
condiciones que varían de forma dinámica en el tiempo. Las 
simulaciones de aplicaciones que incorporan dinámicamente nuevos 
datos, archivados o a partir de mediciones en línea de los sistemas 
actuales, aseguran análisis, predicciones y controles más precisos, así 
como de resultados más fiables [107].  
Un DDDAS puede ser visto como una metodología para mejorar los 
resultados de los modelos mediante la utilización de datos adicionales 
incorporados en tiempo de ejecución para mejorar o refinar 
selectivamente el modelo original. Además, el paradigma DDDAS 
fomenta la capacidad de una aplicación de simulación que permita 
controlar y guiar las mediciones, creando de esta manera una 
herramienta más eficaz para dichos procesos. La capacidad de guiar el 
proceso de medición y centrarse selectivamente en un subconjunto del 
espacio de medición puede resultar en mediciones más eficientes, lo 
que puede ser deseable en reducir el costo, el tiempo de recolección o 
mejorar la calidad de los datos recolectados.  

3.3. Síntesis  
La predicción de fenómenos dinámicos requiere de metodologías y/o 
sistemas que permitan mejorar los resultados de las simulaciones sin 
modificar los modelos que definen el comportamiento del fenómeno 
bajo estudio. En este sentido, los métodos guiados por datos y las 
diferentes aproximaciones descritas en este capítulo son herramientas 
de vital importancia para lograr tales objetivos. 
Evidentemente, el enfoque más prometedor requerirá de la 
incorporación de datos en tiempo real que brinden al modelo una mejor 
representación de la realidad. Esto sin duda tampoco deja de ser una 
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tarea sencilla ya que requiere determinar qué variables medir, con qué 
frecuencia y cómo tratarlas para que el modelo pueda adaptarse al flujo 
de esta información. Sin embargo, es importante tener en cuenta que los 
métodos abordados en la presente tesis consisten en métodos de 
predicción bajo condiciones extremas de incertidumbre, es decir, sin la 
incorporación de datos en tiempo real, ni con el conocimiento inicial de 
los parámetros de entrada.  
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CAPÍTULO 4 

Métodos Propuestos  

El presente capítulo aborda la descripción de los métodos de reducción 
de incertidumbre propuestos: a) Sistema Estadístico Evolutivo con 
Modelo de Islas (ESS-IM, por sus siglas en inglés) y b) Sistema 
Estadístico Híbrido Evolutivo con Modelo de Islas (HESS-IM, por sus 
siglas en inglés). Se presentan sus características, como así también los 
detalles de implementación.  

4.1. Introducción  
Tal como se ha presentado en el capítulo anterior, las metodologías 
guiadas por datos brindan un enfoque acertado cuando se trata de 
desarrollar sistemas de predicción de fenómenos bajo condiciones de 
incertidumbre y alta dinamicidad. En el contexto de este trabajo, la 
metodología desarrollada y detallada en el presente capítulo consiste en 
un método que centra sus esfuerzos en minimizar el problema de la 
incertidumbre en los parámetros de entrada utilizando técnicas de: 
simulación [15], análisis estadístico [108], computación de alto 
rendimiento [55] y optimización metaheurística [66]. De forma sintética 
se puede visualizar la relación de éstos componentes en la Fig. 4.1. Tal 
como se puede observar, la simulación se utiliza en el centro de nuestro 
sistema en donde se llevan a cabo múltiples ejecuciones de un 
simulador de comportamiento de incendios forestales, cada una con 
diferentes con figuraciones de parámetros de entrada (PE). Tales 
configuraciones de parámetros representan un valor de aptitud en cada 
paso de predicción, los cuales se optimizan mediante diferentes técnicas 
metaheurísticas, que se ejecutan de forma concurrente. El paralelismo 
se vuelve necesario debido al costo computacional de estos procesos y, 
también, debido a que los resultados deben ser obtenidos en el menor 
tiempo posible. Finalmente, la estadística permite estimar un patrón de 
comportamiento del incendio, basado en un análisis de probabilidad 
considerando la totalidad de las simulaciones llevadas a cabo, 
esperando que dicho patrón permita realizar una la predicción inmediata 
futura. Estas técnicas, integradas en los métodos propuestos, permiten 
incrementar la calidad de predicción frente a las limitaciones ya 
conocidas de la predicción clásica. 
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4.1: Relación entre componentes principales del método. PE: parámetros de 

entrada. 

El principio de funcionamiento de ESS-IM y HESS-IM se ilustra en la 
Fig. 4.2. En dicha gráfica se representa al instante actual como 𝑡2, 
teniendo como datos de entrada el estado previo del incendio 𝑡1 y la 
predicción a realizar se refleja en el instante 𝑡3. De esta manera, el 
sistema tiene como objetivo determinar aquellas configuraciones de 
parámetros de entrada del modelo que generan mejor aptitud, y por lo 
tanto posibiliten describir “con la mayor fidelidad posible” el 

comportamiento del fuego en un instante pasado. Esperando que dichos 
parámetros, sigan teniendo validez durante un período de tiempo 
posterior llamado 𝑡𝑙𝑝 (tiempo límite de predicción o ventana temporal) 
donde 𝑡𝑙𝑝 ≥ 2𝑡1, pudiendo ser usados para generar la predicción en un 
futuro cercano (𝑡3). Como se puede observar, este enfoque coincide con 
la arquitectura DDM-MOS, y al igual que se describió en el capítulo 
anterior, el mismo requiere de un estado adicional de avance del 
incendio para poder iniciar la cadena de predicción (en este ejemplo 
puntual la primera predicción sería generada para el instante 𝑡3).  

 
Figura 4.2: Representación del límite de previsibilidad. 
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En comparación con la predicción clásica se puede observar la Fig. 4.3, 
donde el enfoque clásico genera la primera predicción para el instante 
𝑡𝑛+1 , mientras el enfoque basado en DDM-MOS la genera para el 
instante 𝑡𝑛+2. 

 
Figura 4.3: Estados de evento real necesarios en enfoque Clásico y DDM-

MOS. 𝑳𝑭𝑹𝒙: Línea de Fuego Real en tiempo 𝑥, SI: Simulador de 
propagación de Incendios forestales, EC: Etapa de Calibración, LFP: Línea 

de Fuego Propuesta por el simulador, PE: Parámetros de Entrada. 

4.2. Descripción de los Métodos  
ESS-IM y HESS-IM son métodos de reducción de incertidumbre 
desarrollados para su aplicación en la predicción de desastres naturales. 
En este trabajo ambos métodos han sido aplicados a la predicción del 
comportamiento de incendios foresta les. Es decir que, según los 
conceptos mencionados en el Capítulo 1, la caja negra del modelo de 
simulación, en este caso se corresponde con el modelo de 
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comportamiento de incendios forestales de Rothermel [47]. 
Puntualmente se trata del simulador de incendios forestales 
implementado en ANSI C mediante la librería fireLib [109]. A 
continuación, se describen cada uno de los cuatros componentes de los 
métodos mencionados en la introducción del presente capítulo.  

4.2.1. Componente Simulación  
Según [110], la modelización de los incendios de superficie ha sido 
objeto de investigación durante las últimas cinco décadas en los centros 
de investigación de incendios forestales de todo el mundo.  
Producto de estas investigaciones han surgido diferentes modelos 
basados en diversos factores, tales como: el tipo de combustible, las 
características del terreno, las condiciones meteorológicas, el calor 
desprendido en el frente de fuego, la cantidad de combustible 
consumido, entre otros. Además, los métodos desarrollados incluyen 
perspectivas teóricas, empíricas y/o semiempíricas, de las cuales no 
todas se han implementado de forma operativa. En la Tabla 4.1 se 
presenta un resumen de los más citados en la literatura. En este contexto 
el modelo de Rothermel es uno de los más utilizados.  
El modelo de Rothermel define el comportamiento del fuego asumiendo 
que éste avanza sobre superficies donde prevalecen combustibles finos 
y continuos. El modelo considera la energía generada por el fuego, la 
transmisión de calor al combustible cercano al fuego y también la 
energía absorbida por el combustible. Se toma en cuenta tanto 
combustibles vivos como muertos (combustibles que poseen tejido 
vivo, cuya humedad depende exclusivamente de la humedad 
atmosférica [111]), y sus contenidos de humedad. También se 
consideran los efectos del viento y de la pendiente en la transferencia 
del calor, la carga y grado de compactación del combustible, el tamaño 
de las partículas que lo componen, entre otros. Todos estos factores 
determinan la forma y la velocidad en que el fuego se propaga.  
A pesar de que el modelo de Rothermel no considera ni modela fuego 
de copas ni torbellinos de fuego, entre otros, sigue siendo el modelo 
más utilizado hasta la fecha. El mismo se originó con once modelos de 
combustible que posteriormente fue ampliado a trece [112]. Cada 
modelo contiene información sobre las propiedades de la vegetación en 
una región particular con cierta granularidad. Es decir, la superficie se 
divide en celdas, donde cada celda tiene propiedades que modelan el 
tipo de combustible que prevalece. La mayoría de los simuladores de 
comportamiento del fuego basan sus cálculos en este modelo [63]. 
Desde que se publicó el documento de Rothermel en 1972, se han 
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desarrollado varios simuladores de propagación de incendios. A la 
fecha, la mayor cantidad de implementaciones actuales de software de 
simulación de incendios forestales usan este modelo. Algunas de las 
alternativas evaluadas son descriptas brevemente en las subsecciones 
siguientes.  

Tabla 4.1: Clasificación de los modelos de propagación de incendios de 
superficie (1946-1999) [46], [110]. 

Autor y fecha Tipología Operatividad 
Fons (1946) [113] Teórica Nula 
Emmons (1964) [114] Teórica Baja 
McArthur (1966) [115] Empírica Alta 
Van Wagner (1967) [116] Teórica Nula 
Thomas (1967) [117] Teórica Nula 
Anderson (1969) [118] Teórica Nula 
Frandsen (1971) [119] Semiempírico Nula 
Rothermel (1972) [120] Semiempírico Alta 
Pagni y Peterson (1973) [121] Teórica Nula 
Telisin (1974) [122] Teórica Nula 
Steward (1974) [123] Teórica Nula 
Konev y Sukhinin (1977) Teórica Nula 
Cekirge (1978) [124] Teórica Nula 
Trabaud (1979) [125] Semiempírico Nula 
Fuji (1980) [126] Teórica Alta 
Noble et al. (1980) [127] Empírica Nula 
Grishin et al. (1983) [128] Teórica Alta 
Hwang y Xie (1984) [129] Teórica Nula 
Albini (1985, 1986) Teórica Nula 
De Mestre et al. (1989) [130] Teórica Nula 
Weber (1989) [131] Teórica Nula 
Grishin (1997) [132] Teórica En desarrollo 
Dupuy (1997) [133] Teórica En desarrollo 
Linn (1997) [134] Teórica En desarrollo 
Santoni (1998) [135] Teórica En desarrollo 
Viegas et al. (1998) [136] Empírica En desarrollo 
Cheney et al. (1998) [137] Empírica En desarrollo 
Larini et al. (1998) [138] Teórica En desarrollo 
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4.2.1.1. BEHAVE (1986)  

El sistema BEHAVE se desarrolló durante varios años de investigación 
y fue publicado entre 1984 y 1986 [139]. BEHAVE está formado por 
dos subsistemas: el subsistema de modelado de combustible, Burgan y 
Rothermel 1984 (programas NEWMDL y TSTMDL) [140], y el 
subsistema de predicción del comportamiento de incendios forestales, 
Andrews 1986 (programas FIRE1 y FIRE2) [139]. Estos subsistemas le 
permitían a BEHAVE ofrecer dos utilidades principales. Por un lado, 
un módulo para usar los modelos de combustible de Rothermel y 
desarrollar nuevos modelos de combustible que podían integrarse en el 
simulador. Por el otro lado, un módulo que permitía ejecutar 
simulaciones y estimar la predicción de quema de un incendio 
determinado. La salida del simulador se presentaba en una tabla que 
representaba los tiempos de llegada de cada celda en la simulación. No 
ofrecía herramientas de visualización para las simulaciones, por lo cual 
no era válido para situaciones de tiempo real. Sigue siendo una 
herramienta útil para el desarrollo del modelo de combustible. 
BEHAVE, compuesto por cinco programas realizados en FORTRAN 
que corrían sobre el sistema operativo MS-DOS [141], es considerado 
el primer simulador basado en el modelo de Rothermel.  

4.2.1.2. fireLib (1996)  

fireLib es una librería escrita en C optimizada para aplicaciones 
altamente iterativas, la cual encapsula el algoritmo de comportamiento 
de fuego BEHAVE [51, 52] para predecir la propagación de incendios 
en dos dimensiones mediante simulación de crecimientos basado en 
celdas o autómatas celulares (ver Fig. 4.4). Al trabajar con autómatas 
celulares se simula la tasa de tiempo para la propagación del fuego, 
indicando el tiempo del frente de fuego para alcanzar cada celda. De 
esta manera cada celda registra el tiempo en que es alcanzada por el 
fuego.  

Los algoritmos son mucho más simples, pero la geometría de la rejilla 
puede influenciar en la forma del fuego. Tal como se puede observar en 
la Fig. 4.5, el fuego comienza en una celda (celda de color rojo) y se 
propaga a las celdas vecinas según el modelo de comportamiento y los 
parámetros de entrada así lo determinen. El mismo caso puede 
observarse en la Fig. 4.5, donde cada celda posee un valor numérico del 
momento en que dicha celda fue alcanzada por el fuego, donde se utiliza 
el valor 0 (cero) para las celdas que no se han quemado.  
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Figura 4.4: Representación gráfica de progresión del fuego mediante un 

autómata celular. 

 
Figura 4.5: Representación temporal de progresión del fuego mediante un 

autómata celular. 

El simulador utilizado se denomina fireSim, y corresponde a un 
simulador de comportamiento de incendios forestales implementado 
mediante la librería fireLib. Éste hace uso de un autómata celular en 
donde el terreno es dividido en celdas y por medio de la relación entre 
los vecinos colindantes se evalúa si la celda ha sido alcanzada o no por 
el fuego, y en caso de serlo registra en qué instante. Este tipo de 
simulador es paramétrico, determinístico y de eventos discretos (para 
más información ver [109]).  

4.2.1.3. FIRETEC (1997)  

FIRETEC es un simulador de incendios que no se basa en las 
ecuaciones de propagación elípticas desarrolladas por Rothermel. En 
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lugar de usar datos semi empíricos para calcular sus métodos de 
propagación, usa modelos teóricos de reacciones químicas y 
transferencias de calor para descifrar dónde se va a propagar el fuego 
[142].  
El modelo considera distintas escalas: los combustibles más pequeños 
(hoja o rama), elementos de una escala mediana (rama o árbol) y la 
macroescala. Los promedios de las micro y mesoescala se insertan 
cuidadosamente en la macroescala a fin de poder resolver un cálculo de 
diferencia finita. Por otro lado, si bien se prevé dos tipos de quema 
(local y no local), FIRETEC representa localmente las interacciones 
combinadas de todos los tipos de quemado, ya que utiliza una velocidad 
de reacción efectiva única. Es decir, todo el calor se genera en el lugar 
donde se encuentra el combustible, y posteriormente es transportado. 
FIRETEC permite representar una gran cantidad de entornos, incluidas 
regiones de transición, como aquellas con vegetación y terreno 
heterogéneos. Simula la aceleración y desaceleración de los frentes de 
fuego al variar la pendiente, fuego de copa en presencia de fuertes 
vientos, entre otros. Actualmente, FIRETEC está combinado con un 
modelo computacional de dinámica de fluidos, HIGRAD [143], que 
representa el flujo del aire y sus ajustes al terreno, vegetación y al fuego 
mismo. HIGRAD/FIRETEC permite simular los procesos dinámicos 
que ocurren dentro de un incendio y la forma en que estos procesos se 
alimentan y se alteran entre sí. 

4.2.1.4. FARSITE (1998)  

FARSITE (Fire Area Simulator) es un software diseñado para simular 
el crecimiento/avance de incendios forestales utilizando modelos 
existentes de comporta miento de BEHAVE y del Sistema Canadiense 
de Predicción de Comportamiento de Incendios Forestales (Forestry 
Canada Fire Danger Group 1992) [144].  
Produce perímetros de fuego vectoriales (polígonos) a intervalos de 
tiempo específicos. Los vértices de los polígonos contienen 
información sobre la velocidad y la intensidad de la propagación del 
fuego, que se interpolan para producir imágenes tipo ráster (ASCII). 
Debido a que FARSITE puede generar mapas espaciales, es útil para 
producir análisis detallados del comportamiento y los efectos del fuego 
usando sistemas de información geográfica (SIG). Esto es 
particularmente útil para explorar las conexiones entre diferentes 
modelos de comportamiento del fuego, revelar las implicaciones de sus 
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suposiciones para impulsar el crecimiento e identificar componentes 
faltantes entre los distintos modelos.  
FARSITE funciona como un simulador de incendios forestales a gran 
escala, incorpora modelos existentes de fuego de superficie, fuego de 
copa, entre otros, permitiendo salidas gráficas del comportamiento del 
fuego (longitud de la llama, intensidad de la línea del frente, velocidad 
de propagación y calor por unidad de área, entre otros).  
Los cálculos unidimensionales para cada modelo se aplican 
directamente a los vértices del frente del fuego. Sin embargo, esto 
supone que el comportamiento del fuego en cada vértice es 
independiente de cualquier interacción espacial o temporal con su 
entorno, por lo que FARSITE no permite simular de manera confiable 
incendios masivos. Por otro lado, FARSITE supone que las formas de 
los incendios son elípticas en condiciones uniformes e independientes 
del tipo de combustible. Además, considera que al variar las 
condiciones de combustión la forma elíptica es perada es 
instantáneamente alcanzada. Otro supuesto que asume este modelo es 
que la aceleración del fuego depende del tipo de combustible, pero no 
de su comporta miento. Actualmente FARSISTE ya no posee soporte y 
es incluido en la versión 6 de FlamMap [145].  

4.2.1.5. BehavePlus (2001)  

BehavePlus fue el sucesor del antiguo BEHAVE. Desde la versión 1 
hasta la 6- beta (última versión publicada hasta la fecha) ha sido 
diseñado para ejecutarse sobre diferentes versiones de Microsoft 
Windows. A diferencia de BEHAVE, las versiones de BehavePlus están 
compuestas por un único paquete de software desde donde se puede 
acceder a todas las funcionalidades.  
En la primera versión de BehavePlus [146], ésta se definía como una 
aplicación para predecir el comportamiento de los incendios forestales 
para fines de manejo. Diseñado para ser utilizado por operadores que 
están familiarizados con combustibles, el clima, la topografía, las 
situaciones de incendios forestales y la terminología asociada. 
BehavePlus utiliza los mismos modelos matemáticos que el original 
BEHAVE. Los modelos en BehavePlus están agrupados en 9 módulos: 
probabilidad de ignición, comportamiento del fuego de superficie, 
comportamiento del fuego de corona, tamaño de la zona de seguridad, 
tamaño y forma del fuego de la fuente puntual, contención del fuego 
debido a la acción de supresión, distancia máxima de detección, altura 
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de la copa quemada y mortalidad de árboles. Las versiones futuras de 
BehavePlus incorporarán modelos de fuego adicionales [147].  
BehavePlus es parte de un conjunto de sistemas de comportamiento de 
incendios que incluye FlamMap [145], FARSITE [50], entre otros.  

4.2.1.6. WRF-Fire (2009)  
WRF-Fire [148] es un módulo de física en WRF (Weather Research 
and Forecasting Model) [149], se encuentra disponible desde 2010, 
permite simular el crecimiento y la propagación de incendios forestales. 
Los procesos físicos en WRF-Fire son un subconjunto de los algoritmos 
implementados por [150, 151], pero en WRF-Fire se limita actualmente 
a incendios de superficie, es decir, un incendio que se propaga a través 
de combustibles que se encuentran sobre la superficie del terreno, pasto 
o arbustos [152], sin considerar otros tipos de incendios.  
WRF-Fire combina el modelo meteorológico WRF con SFIRE [153], 
un modelo de comportamiento de fuego superficial basado en fórmulas 
semi-empíricas, que calculan la tasa de propagación de la línea de fuego 
según las propiedades del combustible, las velocidades del viento de 
WRF y la pendiente del terreno. La simulación de la propagación del 
fuego está basada en el método de ajuste de nivel (level-set-method, 
LSM). Esto permite considerar tanto la influencia del clima (vientos, 
humedad, entre otros) en el comportamiento de los incendios forestales, 
como la del fuego en la atmósfera, a través de los flujos de calor y vapor 
de la combustión, y la evaporación de la humedad de los combustibles 
[154].  

4.2.2. Componente Estadístico  
La estadística es una ciencia formal que se ocupa de la recopilación, 
presentación, análisis y uso de datos para tomar decisiones, resolver 
problemas y diseñar productos y procesos [108]. Por lo tanto, las 
estadísticas permiten buscar correlaciones y dependencias entre las 
variables que afectan un fenómeno particular físico o natural y el 
fenómeno en sí. En el desafío tratado en nuestro trabajo, la predicción 
del comportamiento de incendios forestales necesita de un conjunto de 
parámetros (también considerados como factores o variables) que 
determinan y afectan el comportamiento del fenómeno, por ejemplo, la 
velocidad y dirección del viento, la humedad en la vegetación, la 
pendiente, entre otros. Estos factores alimentan el modelo de 
predicción, cuyo objetivo es determinar el comportamiento del fuego 
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de acuerdo con los valores de entrada de cada variable. Debido a que 
cada parámetro puede tener valores diferentes (independientemente del 
resto), es necesario evaluar los efectos de cada parámetro junto con los 
valores de los otros. Por lo tanto, una forma eficiente de resolver este 
problema, desde el punto de vista estadístico, es el diseño de un 
experimento factorial.  

Según [108], un experimento factorial es uno en el que los factores 
varían entre sí. En otras palabras, es un tipo de diseño experimental en 
el que cada valor de un factor se prueba en combinación con cada valor 
de otro factor (en general, en un experimento factorial, se prueban todas 
las combinaciones posibles de valores [108]). En nuestro contexto, cada 
combinación posible de valores de parámetros se denomina escenario 
(este concepto se tratará en profundidad en las siguientes secciones). 
Por lo tanto, si queremos determinar qué porción de una superficie de 
terreno (dividida en 𝑚 celdas) será alcanzada o no por el fuego, se 
pueden definir 𝑛 diferentes escenarios y calcular la probabilidad de 
ignición (𝑃𝑖𝑔𝑛) para cada celda de la siguiente manera [63]:  

 𝑃𝑖𝑔𝑛(𝐶) =
𝑛𝐶

𝑛
 (4.1) 

donde 𝑃𝑖𝑔𝑛(𝐶) es la probabilidad de ignición para la celda 𝐶 y 𝑛𝐶  es el 
número de escenarios donde se quemó la celda 𝐶.  

Figura 4.6: a) Ejemplo de cálculo para construir el mapa de probabilidad, b) 
mapa de probabilidad. 
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Para entender mejor el concepto, puede considerarse el ejemplo de la 
Fig. 4.6.a. En tal ejemplo, el número de escenarios es 𝑛 = 4, por lo 
tanto, se obtienen 4 salidas intermedias (salida 1, 2, 3 y 4) y 
considerando la ecuación (4.1) se puede calcular la probabilidad de 
ignición que tiene en cuenta estos cuatro escenarios. De esta manera, es 
posible generar el mapa de probabilidad de la Fig. 4.6.b. Este mapa, 
como puede verse, es una matriz con un valor asociado a cada celda que 
representa la probabilidad de ignición de cada celda. El conjunto de 
celdas, cuyo valor 𝑃𝑖𝑔𝑛 es mayor o igual que un determinado valor 
particular 𝑃𝐾, donde 0 ≤ 𝑃𝐾  ≤ 1, constituye lo que llamamos mapa de 
probabilidad con probabilidad 𝑃𝐾. La Fig. 4.7 muestra la representación 
gráfica de este concepto.  

4.2.2.1. Patrón de Comportamiento y Evaluación  

Tal como hemos mencionado anteriormente, HESS-IM es un método 
general de reducción de incertidumbre aplicado a la predicción del 
comportamiento de incendios forestales. Sin embargo, es necesario 
aclarar que cuando se hace mención a “reducir la incertidumbre en los 

parámetros de entrada” no hacemos referencia a obtener los valores 

reales de las variables que alimentan al modelo en un instante 
determinado. En cambio, se busca obtener 𝑛 configuraciones de 
parámetros de entrada que, en su conjunto, permitan describir el 
comportamiento del fenómeno en un instante de tiempo conocido 
(pasado cercano), esperando que las condiciones varíen lo menos 
posible, permitiendo así efectuar la predicción con mayor exactitud y 
calidad en un instante futuro cercano. Este concepto se denomina, en el 
contexto del método propuesto, patrón de comportamiento del modelo.  

Hallar un patrón de comportamiento del modelo es el objetivo central 
de ESS IM y HESS-IM, el cual, como se acaba de mencionar, será 
independiente a los valores particulares de los parámetros de entrada 
del modelo. Ya que, por más que contásemos con un simulador 
perfecto, igualmente tendríamos errores de predicción por la falta de 
precisión de los parámetros de entrada, dado que existen ciertos 
parámetros que no pueden medirse directamente y, por lo tanto, deben 
estimarse a partir de medidas indirectas, incluso sin considerar que 
algunos también varían con mucha frecuencia durante el mismo 
incendio. 
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Figura 4.7: Cuatro ejemplos de mapas de probabilidad con probabilidades: a) 

𝑃𝐾 = 1, b) 𝑃𝐾 = 3 4⁄ , c) 𝑃𝐾 = 2 4⁄  y d) 𝑃𝐾 = 1 4⁄ . 

 El patrón de comportamiento se calcula comparando el mapa de 
probabilidad (generado a partir de las simulaciones) con el mapa real 
en el instante de tiempo 𝑡𝑖. Dicha comparación se realiza mediante una 
función basada en el índice de Jaccard [155] la cual se describe en la 
ecuación 4.2 [63].  

 𝐹𝑖𝑡𝑛𝑒𝑠𝑠 =
|𝐴 ∩ 𝐵|

|𝐴 ∪ 𝐵|
 (4.2) 

En donde 𝐴 representa el conjunto de celdas en el mapa real sin el 
subconjunto de celdas quemadas antes de comenzar la simulación, y 𝐵 
representa el conjunto de celdas en el mapa de simulación sin el 
subconjunto de celdas quemadas antes de comenzar la simulación. La 
representación gráfica de este proceso puede observarse en la Fig. 4.8. 
En la misma, el patrón de comportamiento se representa con la 
abreviatura 𝐾𝑖𝑔𝑛(o valor clave de ignición) para un intervalo de tiempo 
específico. En otras palabras, el valor de 𝐾𝑖𝑔𝑛  consiste en un valor 
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particular de 𝑃𝑖𝑔𝑛, cuyo mapa de probabilidad asociado proporciona la 
mejor coincidencia con la propagación del fuego real.  

 
Figura 4.8: a) representación del mapa real quemado, b) a f) ejemplo de una 

búsqueda del valor clave de ignición 𝐾𝑖𝑔𝑛. 

4.2.3. Componente de Optimización Metaheurística  

En la sección 2 se presentaron los beneficios de utilizar metaheurísticas 
en la resolución de problemas complejos de alta dinamicidad. Sin 
embargo, el potencial de éstas puede verse incrementado si diferentes 
metaheurísticas son utilizadas de forma colaborativa, tratando de 
maximizar las bondades de cada una y reduciendo sus puntos débiles.  

4.2.3.1. Metaheurística híbrida evolutiva  

Un esquema general de una metaheurística híbrida evolutiva bajo un 
esquema de colaboración basada en migración entre islas se presenta en 
el Algoritmo 6. Tal como se puede observar, el proceso comienza con 



MÉTODO DE REDUCCIÓN DE INCERTIDUMBRE BASADO EN ALGORITMOS EVOLUTIVOS Y PARALELISMO 

ORIENTADO A LA PREDICCIÓN Y PREVENCIÓN DE DESASTRES NATURALES  69 

la generación de 𝑝 conjuntos de 𝑛 soluciones candidatas, las cuales 
suelen ser creadas mediante un proceso estocástico. Una vez que los 
conjuntos de soluciones han sido generados, se evalúa la aptitud inicial 
de las soluciones, aplicando la función de fitness a cada solución. 
Luego, comienza el ciclo evolutivo instanciando diferentes 
metaheurísticas. Cada metaheurística itera mientras no se cumpla la 
condición de finalización, es decir, hasta que se alcance un cierto 
umbral de aptitud o una máxima cantidad de iteraciones.  

Algoritmo 6: Esquema general de una metaheurística híbrida evolutiva. 

  

Posteriormente se realiza el proceso que permite modificar a las 
soluciones con el objetivo de que las mismas se acerquen más a una 
solución óptima del problema (alteración de las soluciones candidatas). 
Ese proceso implementa las funciones que cada metaheurística necesita 
para modificar las soluciones candidatas. A continuación, se realiza el 
proceso de migración, el cual se efectúa cada cierta cantidad de 
iteraciones (frecuencia de migración), donde 𝑚 individuos son 
seleccionados y enviados por cada isla a sus vecinos (diferentes 
metaheurísticas). La migración, selección y el reemplazo (dentro del 
proceso de migración) suelen ser elitistas (es decir, se seleccionan los 
mejores 𝑚 individuos de la isla origen, que reemplazan a los peores 𝑚 
individuos en la isla destino) aunque también son válidas otras 
estrategias. A medida que el conjunto de soluciones evoluciona, las 
mismas deben aproximarse a una solución óptima para el problema 
tratado.  
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4.2.3.2. Metaheurística híbrida evolutiva paralela  

Las metaheurísticas híbridas evolutivas pueden implementarse de 
forma secuencial o paralela. Cuando las metaheurísticas son utilizadas 
para resolver problemas complejos y/o de grandes dimensiones, 
usualmente éstas son paralelizadas, dividiendo la carga de trabajo en 𝑁 
unidades de cómputo. Las metaheurísticas pueden paralelizarse 
siguiendo diferentes criterios y estrategias, algunas de ellas sólo 
mejoran el tiempo de respuesta del algoritmo sin influir en los 
resultados obtenidos [97].  
HESS-IM utiliza un esquema de paralelización basado en islas con 
doble jerarquía master-worker (ver sección 2.4.1). Un esquema general 
puede observarse en la Fig. 4.9. Como puede apreciarse, en el nivel 
superior se encuentra el modelo master worker L1, donde un proceso 
master global o monitor coordina el funcionamiento de la totalidad de 
las islas (workers L1). El master local de cada isla cumple la función de 
worker respecto del master global. Posteriormente, en el segundo nivel 
de jerarquía master-worker, cada master de isla controla a un conjunto 
de workers dentro de cada isla (workers L2). Es importante remarcar 
que cada isla inicializa una población diferente, las cuales son 
perturbadas mediante diferentes metaheurísticas. La colaboración entre 
cada metaheurística se lleva a cabo por el operador de migración, el cual 
intercambia individuos entre las diferentes islas y/o metaheurísticas 
cada ciertos eventos (es decir, cantidad de generaciones realizadas, 
valor de aptitud de la población, detección de estancamientos en 
óptimos locales, etc.).  

HESS-IM utiliza de forma colaborativa tres metaheurísticas evolutivas 
presentadas en la sección 2: Algoritmos Evolutivos [86], Evolución 
Diferencial [87] y Optimización por Cúmulo de Partículas [88]. La 
elección de estas metaheurísticas ha sido sustentada en función de 
experimentaciones previas realizadas, y en base a la literatura, es 
importante tener en cuenta que el diseño de HESS-IM permite ser 
fácilmente adaptado a otras metaheurísticas evolutivas paralelas.  

4.2.4. Componente de Computación de Alto 
Rendimiento  

La predicción de la propagación de incendios forestales constituye un 
desafío desde el punto de vista computacional dada la complejidad que 
involucran los modelos, la necesidad de métodos numéricos y la 
eficiente administración de los recursos para obtener los resultados. En 
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este sentido, la computación de alto rendimiento ha permitido abordar 
problemas cada vez más grandes y complejos, beneficiado por el avance 
tecnológico de los últimos años.  

 
Figura 4.9: Esquema de paralelización jerárquico basado en islas con doble 

modelo master-worker. 

Tal como se acaba de mencionar en la sección 4.2.3.2, HESS-IM utiliza 
una arquitectura de doble jerarquía master/worker la cual en su 
implementación original incorporó únicamente paralelismo de memoria 
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distribuida bajo La librería de programación denominada Interfaz de 
Paso de Mensajes (MPI, Message Passing Interface) [156]. En la Fig. 
4.9 se puede observar la existencia de tres tipos de procesos: monitor o 
master global, worker de nivel 1 o master de isla, y worker de isla. Es 
decir, en el nivel superior (L1) el proceso monitor coordina a sus 
respectivos procesos workers. En el nivel inferior de jerarquía (L2) cada 
uno de estos procesos opera como master de isla. Finalmente, cada isla 
contiene su conjunto de workers de isla. La comunicación entre los 
procesos se ve reflejada en las conexiones entre cada entidad.  
Debido a que las metaheurísticas involucradas en el proceso de 
optimización necesitan someter cada solución candidata al simulador 
de incendios, resulta indispensable reducir la cantidad de evaluaciones 
de la función objetivo, o bien el tiempo de procesamiento asociado a 
este proceso. Persiguiendo este objetivo, se implementó HESS-IM bajo 
un esquema de paralelismo heterogéneo de memoria 
distribuida/compartida bajo MPI/CUDA (Compute Unified Device 
Architecture) [157]. De esta manera, y dado que el componente de 
simulación de HESS-IM, fireSim, se encuentra basado en la librería 
fireLib, el cual originalmente fue implementado para CPU, y dado que 
la simulación es la operación de mayor costo computacional, se 
incorporó una implementación de fireLib para GPU basada en el trabajo 
de [158]. En este sentido las herramientas utilizadas para la 
paralelización de los métodos desarrollados se presentan en las 
siguientes subsecciones.  

4.2.4.1. MPI  

La Interfaz de Paso de Mensajes (MPI, por sus siglas en inglés) puede 
decirse que es la librería de programación más utilizada para programar 
en arquitecturas de memoria distribuida. MPI es un estándar para 
facilitar la escritura de programas mediante el paso de mensajes, el 
estándar MPI define la sintaxis y la semántica de las rutinas útiles de la 
biblioteca. MPI es la librería de programación dominante en 
informática de alto rendimiento. Al utilizar MPI, múltiples procesos 
MPI computan en paralelo y se comunican llamando a las rutinas de la 
biblioteca MPI. En la inicialización del programa, se crea un conjunto 
fijo de procesos. Por lo general, el rendimiento óptimo se logra cuando 
cada proceso MPI se mapea en un núcleo separado. Para facilitar la 
coordinación entre procesos, la interfaz MPI proporciona funcionalidad 
para comunicación, sincronización y topología virtual. En la 
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arquitectura presentada en la Fig. 4.9 MPI es utilizado para comunicar 
los procesos monitor, master y workers.  

4.2.4.2. OpenMP  

Dentro del esquema de paralelismo de memoria compartida, los 
procesos se comunican a través de la escritura y lectura la memoria 
compartida. Bajo esta clasificación podemos encontrar dos 
implementaciones más frecuentes, OpenMP y POSIX Threads. 
OpenMP [159] es una interfaz de programación de aplicaciones (API) 
para la programación multiproceso de memoria compartida en 
múltiples plataformas. Provee un conjunto de directivas, rutinas y 
variables de entorno. A partir del con junto de directivas se puede crear 
threads, realizar operaciones de sincronización y distribuir la carga de 
trabajo entre threads. OpenMP impone una estructura jerárquica entre 
los threads, ya que sigue el modelo fork/join. En este modelo la 
ejecución del programa comienza como un único hilo master, que se 
ejecuta secuencialmente hasta encontrar una región paralela (directiva 
parallel). En ese momento, el master crea un conjunto de threads (fork). 
A partir de ese instante, cada thread ejecuta las sentencias encerradas 
en la región paralela en forma concurrente. Cuando todos los threads 
finalizan, se sincronizan y terminan (join), quedando solo el thread 
master, el cual continúa la ejecución.  
Debido a la creciente masificación de los procesadores multinúcleo, la 
tendencia actual propone explotar al máximo los recursos 
computacionales siendo necesario hacer uso de implementaciones 
híbridas basadas en MPI y OpenMP. Las diferentes combinaciones de 
implementación pueden clasificarse en tres tipos de implementaciones: 
a) MPI-puro: donde el paralelismo esta expresado a partir del modelo 
de paso de mensajes entre los diferentes procesos involucrados, b) 
OpenMP puras: en donde el nivel de paralelismo se realiza dentro de 
cada nodo de cómputo. En este caso, no se realiza paso de mensaje entre 
los hilos involucrados ya que los mismos comparten una memoria 
común. La creación, destrucción y sincronización de estos threads es 
realizada por la librería en el inicio y fin de las secciones paralelas o 
son especificadas explícitamente por el programador, y c) MPI + 
OpenMP (Híbrido): es tas implementaciones son una alternativa para 
aprovechar el paralelismo de ambos niveles. De esta forma, un proceso, 
estaría compuesto por: 1) una región serie, 2) una región de 
comunicación entre procesos y 3) una región paralela definida por las 
secciones de OpenMP. OpenMP ha sido utilizado en evaluaciones 
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experimentales, y no se encuentra en la implementación final de ESS-
IM ni HESS-IM, sin embargo, ha sido utilizado para paralelizar tareas 
dentro de cada nodo representado en la Fig. 4.9. 

4.2.4.3. CUDA  

Hoy en día las unidades de procesamiento gráfico (GPU) forman parte 
de los aceleradores de aplicaciones más populares, y están ampliamente 
integradas en clústeres HPC. Por su parte, CUDA es el estándar de facto 
para programar las GPU de NVIDIA. En este contexto, el programador 
tiene que escribir los llamados kernels CUDA (código fuente para 
GPUs) que se ejecutan simultáneamente por muchos hilos en la GPU. 
Un programa CUDA incluye código de host (código para CPU) y device 
(dispositivo, código para GPU). El código de host es puro código ANSI 
C y el código del dispositivo (GPU) es la extensión de ANSI C que 
proporciona palabras clave para etiquetar funciones paralelas o núcleos 
de datos. Ambos códigos se compilan por separado, siendo el primero 
por el compilador estándar de C y el compilador NVIDIA o un 
compilador de código abierto para el código del dispositivo. El código 
del host se ejecuta en el host por el CPU y el código del dispositivo 
realiza lo propio en la GPU. Es importante tener en cuenta que debido 
a que CUDA es propiedad de NVIDIA, el rendimiento de las 
aplicaciones realizadas con CUDA está optimizado para las GPU de 
NVIDIA. Es importante mencionar que ESS-IM no fue implementado 
de forma heterogénea (CPU-GPU). HESS-IM en su versión 
heterogénea utiliza MPI para comunicar los procesos entre nodos (ver 
Fig. 4.9) y CUDA en algunos nodos para instanciar la etapa de 
simulación de incendios (SI).  

4.3. Integración  

La evolución de los métodos contempla varias fases desarrolladas 
cronológica mente tal como se muestra en la Fig. 4.10 y la Tabla 4.2, y 
son descritas a continuación.  
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Figura 4.10: Evolución de los métodos a partir de la predicción clásica. 

Tabla 4.2: Arquitectura, nivel de paralelismo por métodos desarrollados. EA: 
Algoritmos Evolutivos, PSO: Optimización por Cúmulo de Partículas, DE: 
Evolución Diferencial, UP&EP: Única Población y Evaluación en Paralelo, 

MP&M: Múltiples Poblaciones y Migración. 

Versión Arquitectura Metaheurística Paralelismo 
MPI OpenMP CUDA EA PSO DE UP&EP MP&M 

ESS x   x   x  
ESS-IM x x  x    x 

HESS-IM x  x x x x  x 

4.3.1. ESS  

Como puede observarse en la Fig. 4.10, el primer método de la 
taxonomía DDM MOS consistió en la implementación de un método de 
reducción de incertidumbre basado en análisis estadístico y cómputo 
distribuido. Este método, conocido como S2F2M - Sistema Estadístico 
para la Gestión de Incendios Forestales (Statistical System for Forest 
Fire Management) [100], [63], consiste en la obtención de un patrón de 
comportamiento del modelo (sección 4.2.2.1), independientemente de 
los valores particulares de los parámetros de entrada del mismo. Es 
decir, todos los escenarios posibles (diferentes combinaciones de 
parámetros de entrada) son generados mediante un experimento 
factorial (sección 4.2.2). El sistema evalúa (simula) para cada escenario 
el comportamiento del modelo. Los resultados obtenidos son 
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combinados para determinar la tendencia del comportamiento del 
modelo, ajustándolo con la observación del mismo en un instante 
previo, ya que dicho patrón es utilizado para realizar la predicción del 
próximo paso. 

Debido a la naturaleza de los experimentos factoriales y a la cantidad 
de pará metros y rangos válidos para cada uno de ellos, este método 
requiere de un gran número de operaciones, siendo muy demandante de 
tiempo de ejecución, por lo que es implementado bajo un esquema 
paralelo bajo MPI. Realizar el cálculo del patrón de comportamiento en 
base a todas las posibles combinaciones de parámetros genera que se 
incorporen, de forma inevitable, escenarios que no aportan un valor 
significativo al resultado, ya sea por ser redundantes o por tratarse de 
casos negativos que degradan los resultados ofrecidos por el método. 
Con el propósito de mitigar tal comportamiento, esta metodología fue 
enriquecida con una nueva etapa de optimización de los escenarios, con 
el propósito que sólo fuesen considerados (para el cálculo del patrón de 
comportamiento) aquellos escenarios previamente optimizados.  
Este renovado enfoque da origen al método denominado Sistema 
Estadístico Evolutivo (ESS, Evolutionary Statistical System) [101]. Es 
importante remarcar que ESS opera con una única población. Luego 
que toda la población ha sido evaluada, el proceso master evoluciona la 
población, incluye los resultados parciales y realiza la predicción para 
cada instante de tiempo actual. El proceso master incorpora una etapa 
de optimización la que implementa un algoritmo evolutivo que permite 
buscar escenarios (en este contexto llamados individuos) que se adapten 
de la mejor manera al problema, para posteriormente introducirlos al 
método estadístico. Es importante aclarar que, de esta manera se 
considera sólo una muestra de dicho experimento factorial para 
constituir una población de individuos, la cual es explotada por el 
componente evolutivo. La incorporación del componente evolutivo 
permite guiar la búsqueda de las soluciones y reducir el número de 
casos en estudio en la etapa estadística. Dicho de otra manera, el método 
genera predicciones basadas en el análisis estadístico de las soluciones 
de una población de escenarios.  
Para comprender mejor el funcionamiento de esta metodología se 
presenta en la Fig. 4.11 un esquema general de su funcionamiento.  

Dicho esquema representa la arquitectura a nivel de paralelismo como 
así también de funcionamiento interno del método. 
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Figura 4.11: ESS: Diagrama esquemático del Sistema Estadístico Evolutivo. 

𝑳𝑭𝑹𝒙: estado real en tiempo 𝑥, SI: simulador de propagación de incendios 
forestales, EO: Etapa de Optimización, EC: Etapa de Calibración, AEP: 

Algoritmo Evolutivo Paralelo, EE: Etapa Estadística, BK: Búsqueda de 𝐾𝑖𝑔𝑛, 
𝑲𝒊𝒈𝒏: valor clave de ignición; FF: Función de Fitness, EP: Etapa de 

Predicción, LFP: Línea de Fuego Propuesta por el modelo, VP: Vector de 
Parámetros de entrada. 

A grandes rasgos se puede observar que el sistema se encuentra dividido 
en dos grandes etapas: por un lado la Etapa de Optimización (EO), la 
cual es llevada a cabo tanto en el proceso master2 (EO-Master), como 
así también en cada uno de los procesos workers (EO-𝐖𝐨𝐫𝐤𝐞𝐫 𝑛). La 
primera de ellas se encarga de coordinar la evolución de la población 
de individuos mediante el algoritmo evolutivo paralelo (cuadro AEP), 
iterando hasta que la población alcance cierto nivel de aptitud. La 
segunda realiza la evaluación de la aptitud de los individuos en paralelo 
(cuadro 𝐀𝐄𝐏𝑨). Por el otro lado, la Etapa de Calibración (EC), la cual 
consta de una Etapa Estadística (EE), es alimentada con la población 
evolucionada proporcionada por la etapa de optimización en su 
conjunto (EO-𝐖𝐨𝐫𝐤𝐞𝐫 𝑛 y EO-Master). La salida de la EE consiste 
en un mapa de probabilidad (ver Fig. 4.8), que es utilizado para dos 
propósitos. Por un lado, en la etapa de búsqueda del valor clave de 
ignición 𝐾𝑖𝑔𝑛(BK), para calcular el patrón de comportamiento del 
incendio 𝐾𝑖𝑔𝑛, el cual será utilizado para realizar la predicción en el 
próximo instante de tiempo. Y por el otro lado, la salida de BK en 
tiempo 𝑡𝑖 se combina con el mapa de probabilidad proporcionado por 

                                                            
2 ESS está basado en un modelo master-worker [95]. Procesos dentro de la ejecución: 
1 proceso máster, 𝑛 procesos workers. 
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EE en tiempo 𝑡𝑖+1 para generar la predicción en 𝑡𝑖+1 en la etapa de 
predicción (EP). La evaluación de la aptitud de los resultados se lleva 
a cabo en la etapa que implementa la función de fitness (FF). Es 
importante notar que la calibración para el instante de tiempo 𝑡𝑖+1 se 
solapa en 𝑡𝑖 con los cálculos de predicción.  
Cada método posee una serie de parámetros de configuración que 
condicionan fuertemente su desempeño, tanto en términos de calidad de 
predicción, como así también en relación a la cantidad de tiempo de 
procesamiento. En el caso de ESS los parámetros que deben 
inicializarse antes de ejecutar una instancia del sistema se presentan en 
la Tabla 4.3. Como se puede observar, los siete primeros corresponden 
a características específicas que hacen al funcionamiento interno de la 
metaheurística, y el octavo es un parámetro vinculado a la cantidad de 
recursos computacionales que relaciona la cantidad de procesos a 
utilizar en la ejecución (unidades de procesamiento, memoria y red).  

Tabla 4.3: ESS: detalle de parámetros de configuración inicial. 

Parámetro  Descripción Rango  
Umbral de 
fitness 

valor de aptitud alcanzado por al menos 
un individuo de la población 

[0,1]  

Iteraciones cantidad máxima de iteraciones a llevarse 
a cabo en una ejecución 

Entero positivo 

Individuos número de individuos que componen la 
población de soluciones candidatas  

Entero positivo 

Workers número de procesos que se instanciarán y 
participarán como procesos workers  
en toda la ejecución  

Entero positivo 
(dependiente de la 
capacidad del cluster) 

Criadores porcentaje de la población que será 
utilizado para generar nuevos individuos  

[0,1]  

Mín. 
cruzamiento 

mínima probabilidad de cruzamiento [0,1]  

Máx. 
cruzamiento 

máxima probabilidad de cruzamiento [0,1]  

Mutación  
 

valor que determina la probabilidad de 
mutación  

[0,1]  

4.3.2. ESS-IM  

Como se describió en la sección 2.4.1, los algoritmos evolutivos 
paralelos se clasifican en tres grupos principales: Única Población y 
Evaluación Paralela (UP&PE), Única Población y Vecindarios 
Solapados (UP&ON) y Múltiples Poblaciones y Migración (MP&M). 
El esquema de paralelismo implementado en ESS se corresponde con 
el primero de éstos, en ESS-IM (Sistema Estadístico Evolutivo con 
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Modelo de Islas) se incrementó el nivel de paralelismo del AEP pasando 
a un esquema de Múltiples Poblaciones y Migración (también conocido 
como Modelo de Islas). Este esquema permite aumentar la diversidad 
en el AEP al operar con múltiples poblaciones gestionadas en diferentes 
islas. ESS-IM, al igual que ESS, está basado en el paradigma master-
worker. Sin embargo, el primero utiliza dicho paradigma en dos niveles: 
master-worker L1 y master-worker L2, como puede observarse en la 
Fig. 4.13. En el nivel 1, el proceso monitor se encarga de inicializar cada 
una de las islas al comienzo de la ejecución, luego recibe los resultados 
tras el procesamiento en cada una de las islas, y por último lleva a cabo 
la predicción del comportamiento del incendio para el paso de 
simulación actual.  

Es importante destacar la diferencia entre un paso de simulación y uno 
de predicción: para ello observemos la Fig. 4.12.  

 
Figura 4.12: a) Representación del avance del incendio, b) pasos de 

simulación y c) predicción. 

Aquí se puede ver que para un incendio de duración determinada, 
existen 𝑡𝑠  muestras representativas del avance del fuego, por lo tanto 
𝑠– 1 pasos de simulación y 𝑠– 2 pasos de predicción. Esto es debido a 
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que los métodos descritos precisan de una etapa de calibración de 
parámetros de entrada, por lo que el primer paso de simulación es 
utilizado para realizar la calibración inicial de parámetros de entrada. 
Luego de ésta, el sistema se encuentra en condiciones para efectuar la 
primera predicción correspondiente al segundo paso de simulación, que 
equivale al primer paso de predicción (es decir, entre 𝑡2  y 𝑡3 ). Por lo 
tanto, para todo caso de prueba se obtienen 𝑠– 2 valores de calidad de 
predicción, uno para cada paso de predicción.  

 
Figura 4.13: Modelo de comunicación y representación del tratamiento de la 
población (master-worker L1: nivel 1 de master-worker, master-worker L2: 

nivel 2 de master-worker). 

El nivel 2, está compuesto por diferentes instancias de este esquema 
(master-worker), donde cada isla contiene un proceso master 
coordinador y su respectivo grupo de procesos workers. El master de 
cada isla distribuye los individuos a los workers, un individuo en ESS-
IM representa un conjunto particular de parámetros de entrada que 
alimentan al modelo, del mismo modo que en ESS.  

4.3.2.1. Individuos  

Cada parámetro de entrada del simulador fireSim posee un rango de 
valores válidos. En el contexto de las metaheurísticas, éstos rangos son 
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la base para crear valores aleatorios en dichos intervalos. Estos valores 
se utilizan para definir los diferentes componentes de cada individuo en 
la población (ver Fig. 4.14).  
Estos parámetros son: modelo de combustible (Model), velocidad del 
viento (WinSpd), dirección del viento (WinDir), pendiente (Slope), 
aspecto u orientación de la pendiente (Aspect), contenido de humedad 
en el combustible muerto pasada una hora (M1), 10 horas (M10) y 100 
horas (M100) y humedad del combustible herbáceo vivo (Mherb). Cada 
individuo está representado por un vector de números con doble 
precisión, ya que para representar estas variables no es posible utilizar 
una representación binaria. Es importante señalar que cada individuo 
constituye la entrada de una simulación particular, y dichos valores de 
entrada son globales para todo el mapa simulado, es decir, para cada 
simulación se usan los mismos valores en cada celda del mapa. 

 
Figura 4.14: Representación de una población en ESS-IM y HESS-IM. 

4.3.2.2. Funcionamiento  

Los workers, llevan a cabo la simulación y la evaluación de la aptitud 
de cada uno de los individuos en paralelo, retornando los resultados a 
su respectivo master. Cada master, además, es responsable de llevar a 
cabo la evolución de la población y de efectuar las migraciones de los 
individuos entre las distintas islas en función de la topología de 
comunicación y los parámetros de migración configurados. Es 
importante remarcar que la evolución de las islas se efectúa en paralelo.  
Un esquema detallado del funcionamiento de ESS-IM se presenta en la 
Fig. 4.15. Puede observarse que, al igual que en ESS, el sistema cuenta 
con dos Etapas de Optimización (EO-Worker y EO-Master) las que 
son instanciadas en cada isla. Por su parte se diferencia de ESS por 
contar con dos Etapas de Calibración (EC-Master y EC-Monitor) y 
una Etapa de Predicción (EP) vinculada de forma directa al proceso 
monitor.  
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Figura 4.15: ESS-IM: Diagrama General del Sistema Estadístico Evolutivo 

con Mo delo de Islas: SI: Simulador de Incendios; 𝐀𝐄𝐏𝑴: Algoritmo 
Evolutivo Paralelo en master; 𝐀𝐄𝐏𝑾  : Algoritmo Evolutivo Paralelo en 
worker (evaluación de aptitud); EO: Etapa de Optimización; EE: Etapa 

Estadística; 𝐄𝐄𝑴: Etapa Estadística monitor, 𝐁𝐊𝒊𝒈𝒏: Búsqueda 𝐾𝑖𝑔𝑛; 𝑲𝒊𝒈𝒏: 
valor clave de ignición; FF: Función de Fitness; EC: Etapa de Calibración; 
EP: Etapa de Predicción; LFP: Línea de Fuego Pro puesta; 𝑳𝑭𝑹𝒙: Línea de 

Fuego Real en el instante 𝑥; VP: Vector de Parámetros de entrada; 
𝐩𝐦(𝑡𝑖 , 𝑖𝑠 =  𝑗): mapas de probabilidad generados por cada isla. 

La etapa EO-Worker lleva a cabo la porción del Algoritmo Evolutivo 
Paralelo (𝐀𝐄𝐏 𝑊) que efectúa la evaluación de la población mediante la 
función de fitness. La etapa EO-Master opera en cada una de las islas, 
siendo responsable de llevar a cabo la evolución de la población, 
operación que se realiza iterando hasta que la población alcanza cierto 
nivel de calidad. Esta etapa también es encargada de efectuar la 
migración de individuos. 

La etapa EC-Master se encarga de implementar el método estadístico 
[100]. El mapa de probabilidad generado por la EE-Master se utiliza 
como entrada por la etapa BK (Búsqueda de 𝐾𝑖𝑔𝑛) para realizar la 
búsqueda del valor clave de ignición que será utilizado en el próximo 
instante de predicción.  

La etapa EC-Master realiza las mismas funciones que en ESS, con la 
diferencia de que la salida de EE se envía a EC-Monitor junto con los 
𝑗 − 1 valores 𝐾𝑖𝑔𝑛 calculados por las restantes islas. Esta etapa ofrece 
tres modos de operación: EC Monitor-1, EC-Monitor-2 y EC-
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Monitor-3. Finalmente, la etapa EP realiza la predicción de la línea de 
fuego (LFP) para cada paso de simulación en función del mapa de 
probabilidad y del valor 𝐾𝑖𝑔𝑛  calculado por EC-Monitor. Cada uno de 
los modos de trabajo ofrece distintas ventajas y desventajas tanto en 
calidad de predicción como en rendimiento:  

EC-Monitor-1 (mejor): En esta modalidad se selecciona el mejor valor 
𝐾𝑖𝑔𝑛 entre los valores obtenidos por cada una de las islas. Esto implica 
que cada isla que haya concluido con el paso actual de simulación no 
podrá avanzar al paso siguiente hasta que todas las islas hayan 
concluido con el paso actual. En este esquema se prioriza la calidad de 
predicción penalizando el rendimiento del método, ya que pueden 
existir momentos en que los nodos de una isla completa no efectúen 
procesamiento alguno. Es importante resaltar aquí que una isla estará 
compuesta por al menos dos unidades de procesamiento. Sin embargo, 
éstas usualmente se conforman con mayor cantidad de nodos, por lo que 
la cantidad de procesadores o núcleos del clúster que estarán ociosos 
puede ser considerable.  

EC-Monitor-2 (global): En esta modalidad, el valor de 𝐾𝑖𝑔𝑛  se calcula 
en función de un mapa estadístico generado a partir de los mapas 
estadísticos resultantes de cada isla. Esta configuración también implica 
una sincronización global debido a que es necesario esperar a que todas 
las islas envíen los resultados al nodo monitor.  
EC-Monitor-3 (primero): En esta configuración se intenta brindar el 
mejor rendimiento posible, ya que la predicción se realiza utilizando el 
valor 𝐾𝑖𝑔𝑛  de la isla que finalice primero (es decir, el hallado en el 
menor tiempo posible). En términos de calidad de predicción, esta 
modalidad ofrece resultados variados ya que el mismo depende de las 
características de la población de la isla que finalice en menor tiempo.  

4.3.2.3. Parámetros de inicialización  

Al igual que en ESS, ESS-IM posee parámetros de inicialización, los 
cuales afectan directamente el rendimiento del método tanto en calidad 
de predicción como en tiempo de ejecución. Cada uno de estos 
parámetros son listados en la Tabla 4.4, junto con los parámetros 
involucrados en ESS. En dicha tabla “X” o “–” significa que un 

parámetro está o no presente en dicho método. En la Tabla 4.5 se puede 
observar una descripción detallada de los parámetros de ESS-IM, donde 
la mayoría de éstos se relacionan con el AEP.  
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Tabla 4.4: ESS y ESS-IM: Parámetros de configuración de cada método. 

Parámetro ESS ESS-IM 
Umbral de fitness X X 

Cantidad de iteraciones X X 
Cantidad de individuos X X 

Cantidad de individuos por Isla - X 
Cantidad de islas - X 

Cantidad de individuos a migrar - X 
Criterio de migración - X 

Frecuencia de migración - X 
Cantidad de workers X X 

Cantidad de workers por Isla - X 
Topología de comunicación - X 

Criadores X X 
Mínimo cruzamiento X X 
Máximo cruzamiento X X 

Porcentaje de mutación X X 

4.3.2.4. ESS-IM-DE  

La implementación basada en islas de ESS-IM sentó las bases del 
diseño de un framework que permitió continuar experimentando con 
otras metaheurísticas evolutivas paralelas. En este sentido, y siguiendo 
con la arquitectura de ESS-IM, se desarrolla ESS-IM con Evolución 
Diferencial (ESS-IM-DE) [103]. Esta implementación modifica la 
etapa de optimización del proceso master de ESS-IM (EO-Master), 
utilizando en lugar del AEP la metaheurística Evolución Diferencial. El 
funciona miento es idéntico a ESS-IM, el proceso master de cada isla 
es el encargado de inicializar la población y aplicar los operadores de 
mutación y  cruzamiento  para  generar  nuevos  individuos  en la etapa  

Tabla 4.5: ESS-IM: detalle de parámetros de configuración inicial. 

Parámetro  Descripción Rango  

Umbral de 
fitness 

valor de aptitud alcanzado por al 
menos un individuo de la población 

[0,1]  

Iteraciones cantidad máxima de iteraciones a 
llevarse a cabo en una ejecución 

Entero positivo 
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Individuos número de individuos que componen la 
población de soluciones candidatas  

Entero positivo 

Individuos 
por islas 

número de individuos que componen la 
población de soluciones 
candidatas dentro de una isla 

Entero positivo 

Islas Número de instancias de islas a crearse 
que juntas componen la población de 
soluciones dentro del sistema 

Entero positivo 

Individuos a 
migrar 

Número de individuos que serán 
migrados de una isla a otra en cada 
instancia de migración llevada a cabo 
entre las islas participantes 

Entero positivo 

Migración Tipo de migración, elitista, semi-
elitista, aleatoria, mixto 

Entero positivo 

Frecuencia Número de iteraciones entre las cuales 
se produce una migración de 
individuos 

Entero positivo 

Workers número de procesos que se 
instanciarán y participarán como 
procesos workers  
en toda la ejecución  

Entero positivo 
(dependiente de 
la capacidad del 
cluster) 

Workers por 
isla 

número de procesos workers que 
conformarán una isla determinada 

Entero positivo 

Criadores porcentaje de la población que será 
utilizado para generar nuevos 
individuos  

[0,1]  

Mín. 
cruzamiento 

mínima probabilidad de cruzamiento [0,1]  

Máx. 
cruzamiento 

máxima probabilidad de cruzamiento [0,1]  

Mutación  
 

valor que determina la probabilidad de 
mutación  

[0,1]  

EO-Master. Para determinar si los nuevos individuos generados 
permanecerán en la generación siguiente, el master distribuye los 
individuos entre ciertos procesos workers, quienes evalúan el 
desempeño de cada uno aplicando la función de aptitud y retornando al 
master la aptitud obtenida.  
El proceso master, determina si los individuos generados en el proceso 
de mutación y cruzamiento sobrevivirán a la siguiente generación. Para 
ello, verifica si la aptitud obtenida es mayor a la aptitud del individuo 
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corriente, si es así, el nuevo individuo reemplaza al individuo corriente. 
Este proceso se realiza para cada individuo de la población. Es 
importante remarcar que el resto de las etapas se mantienen sin 
modificaciones.  

4.3.3. HESS-IM  

Tal como se describió en el Capítulo 2, las metaheurísticas pueden 
paralelizarse siguiendo diferentes criterios y estrategias, algunas de 
ellas sólo mejoran el tiempo de respuesta del algoritmo sin influir en los 
resultados obtenidos [97]. Aprovechando el esquema de paralelización 
basado en islas con doble jerarquía master-worker implementado en 
ESS-IM, y basado en trabajos como [160, 161], se decidió potenciar la 
capacidad de búsqueda del algoritmo mediante la hibridación de 
metaheurísticas. Siguiendo con el esquema de ESS-IM, la hibridación 
contempló sólo metaheurísticas poblacionales, pero también se 
evaluaron alternativas que incluían metaheurísticas de trayectoria.  
Tal como se ha mencionado en secciones previas, HESS-IM utiliza una 
técnica de optimización híbrida y colaborativa entre diferentes 
metaheurísticas poblacionales bajo un esquema de paralelización 
basado en islas con doble jerarquía master-worker. Este esquema 
permite a cada isla operar con una metaheurística diferente sobre el 
mismo espacio de búsqueda, intercambiando entre sí soluciones 
candidatas cada ciertos intervalos de tiempo, o a demanda de 
determinados eventos. El esquema de comunicación entre los diferentes 
procesos se mantiene similar al de ESS-IM. En el nivel superior se 
encuentra el modelo master-worker 1, donde un proceso master global 
coordina el funcionamiento de la totalidad de las islas. El master local 
de cada isla cumple la función de worker respecto del master global. 
Posteriormente, en el segundo nivel de jerarquía master-worker 
(modelo master-worker 2) cada master de isla controla a un conjunto de 
workers dentro de cada isla. Es importante remarcar aquí una diferencia 
fundamental entre ESS-IM y HESS-IM. Si bien ambos inicializan una 
población diferente en cada isla, HESS-IM da un tratamiento particular 
a cada una, ya que son perturbadas o modificadas mediante diferentes 
metaheurísticas. La colaboración entre cada metaheurísticas se lleva a 
cabo por el operador de migración, el cual intercambia individuos entre 
las diferentes islas y/o metaheurísticas cada ciertos eventos (por 
ejemplo, cantidad de generaciones realizadas, valor de aptitud de la 
población, detección de estancamientos en óptimos locales, etc.).  
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HESS-IM es un método general de reducción de incertidumbre que ha 
sido plateado como un framework adaptativo para la implementación 
de técnicas de optimización colaborativa basada en diferentes 
metaheurísticas evolutivas/poblacionales. Asumimos que un 
framework es un conjunto de clases que incorpora un diseño abstracto 
para soluciones a una familia de problemas relacionados [162]. De esta 
manera, HESS-IM permite vincular n metaheurísticas evolutivas para 
resolver de forma colaborativa la optimización de soluciones del 
método de predicción. Este trabajo presenta la implementación de 
HESS-IM utilizando tres metaheurísticas poblacionales evolutivas: a) 
Algoritmos Evolutivos, b) Evolución Diferencial y c) Optimización por 
Cúmulo de Partículas utilizando MPI conjuntamente con CUDA. Se 
realizaron experimentaciones contrastando resultados entre las 
diferentes metaheurísticas EA, EA/DE y EA/DE/PSO.  

Algoritmo 7: Pseudo-código del funcionamiento de HESS-IM. 

 

Un esquema general del funcionamiento de HESS-IM puede observarse 
en la Fig. 4.16 y en el Algoritmo 7. La cadena de predicción comienza 
en el proceso monitor, éste envía a cada una de las 𝑛  islas dos conjuntos 
de datos iniciales:  



 
MIGUEL MÉNDEZ-GARABETTI         88 

a) Conjunto de datos del incendio: un mapa con el frente de fuego real, 
intervalos de tiempo a considerar para cada paso de predicción, valores 
y rangos para cada parámetro de entrada del modelo.  

b) Conjunto de datos de las metaheurísticas: cantidad de islas, 
metaheurística que cada isla deberá utilizar, cantidad de workers por 
isla, parámetros de migración, parámetros propios de cada 
metaheurística. Un detalle de estos parámetros se puede observar en la 
Tabla 4.6.  

 
Figura 4.16: HESS-IM: Sistema Estadístico Híbrido Evolutivo con Modelo 
de Islas. SI: simulador de incendios; 𝑴𝑴: etapa metaheurística en master; 
𝑴𝑾  : etapa metaheurística en worker (evaluación de fitness); EO: etapa de 
optimización; EE: etapa estadística; 𝑩𝑲𝒊𝒈𝒏: búsqueda de 𝐾𝑖𝑔𝑛; 𝑲𝒊𝒈𝒏: valor 

clave de ignición; FF: función de fitness; EC: etapa de calibración; EP: etapa 
de predicción; LFP: línea de fuego predicha; 𝑳𝑭𝑹𝒙: línea de fuego real en 
tiempo 𝑥 ; VP: vector de parámetros de entrada; 𝐄𝐄𝑴: etapa estadística en 

proceso monitor; 𝑚𝑝: mapa de probabilidad. 

Dichos conjuntos de datos son recibidos por el proceso master de cada 
isla, donde se instancia la Etapa de Optimización (𝐸𝑂𝑚𝑎𝑠𝑡𝑒𝑟), que da 
inicio a la metaheurística requerida por el proceso monitor, ya sea: EA, 
DE o PSO. Dicho procesamiento se realiza en la Etapa Metaheurística, 
la cual se encuentra dividida en dos subetapas: por un lado, la Etapa 
Metaheurística, del proceso master (𝑀𝑀), y por el otro, la Etapa 
Metaheurística de los procesos workers (𝑀𝑊  ).  
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Tabla 4.6: HESS-IM: detalle de parámetros de configuración inicial. 

Parámetro  Descripción Rango  

Umbral de 
fitness 

valor de aptitud alcanzado por al 
menos un individuo de la población 

[0,1]  

Iteraciones cantidad máxima de iteraciones a 
llevarse a cabo en una ejecución 

Entero positivo 

Individuos número de individuos que componen 
la población de soluciones 
candidatas  

Entero positivo 

Individuos por 
islas 

número de individuos que componen 
la población de soluciones 
candidatas dentro de una isla 

Entero positivo 

Islas Número de instancias de islas a 
crearse que juntas componen la 
población de soluciones dentro del 
sistema 

Entero positivo 

Individuos a 
migrar 

Número de individuos que serán 
migrados de una isla a otra en cada 
instancia de migración llevada a cabo 
entre las islas participantes 

Entero positivo 

Criterio Tipo de migración, elitista, semi-
elitista, aleatoria, mixto 

Entero positivo 

Frecuencia Número de iteraciones entre las 
cuales se produce una migración de 
individuos 

Entero positivo 

Workers número de procesos que se 
instanciarán y participarán como 
procesos workers en toda la 
ejecución 
en toda la ejecución  

Entero positivo 
(dependiente de 
la capacidad del 
cluster) 

Workers por 
isla 

número de procesos que serán 
designados a la función de worker en 
cada isla 

Entero positivo 

(EA) 
Criadores 

porcentaje de la población que será 
utilizado para generar nuevos 
individuos  

[0,1]  

(EA) Mín. 
cruzamiento 

mínima probabilidad de cruzamiento [0,1]  

(EA) Máx. 
cruzamiento 

máxima probabilidad de cruzamiento [0,1]  



 
MIGUEL MÉNDEZ-GARABETTI         90 

(EA) 
Mutación  

valor que determina la probabilidad 
de mutación  

[0,1]  

(DE) f, Factor 
de mutación 

Constante F utilizada en el operador 
de mutación de Evolución 
Diferencial para generar individuos 
candidatos 

[0,1]  

(DE) Cr, 
Cruzamiento  

Constante Cr utilizada en el operador 
de cruzamiento de Evolución 
Diferencial para generar individuos 
candidatos 

[0,1]  

(PSO) c1 y c2, 
Coeficientes 
de aceleración 

Representan la atracción que tiene 
una partícula hacia 
su propio éxito o hacia el éxito de sus 
vecinos. 

≤ 2,0 

(PSO) w, 
Factor de 
inercia 

Valor utilizado para determinar el 
equilibrio entre la 
búsqueda global y local. 

[0,4; 0,9] 

(PSO) Tamaño 
del 
vecindario 

Valor que determina diferentes vías 
de comunicación 
entre sus miembros 

[2, 𝑛 ∗
𝑛 − 1

2
] 

La etapa 𝑀𝑀 realiza diferentes operaciones dependiendo del momento 
en que se encuentre operando el método y en función de la 
metaheurística configurada en dicha isla. Sin embargo, existen ciertas 
funciones que todas las islas realizan en común:  
1) Inicialización de la población: al inicio del proceso de predicción, 
esta etapa se encarga de inicializar la población de individuos y de 
enviar los mismos a los workers para que éstos sean tratados.  
2) Migración de individuos: mientras los workers procesan a los 
individuos, la etapa 𝑀𝑀  lleva a cabo la migración de individuos hacia 
las islas vecinas. La migración se realiza en función de la topología de 
comunicación y tipo de migración configurada. Esta última puede ser: 
a) con mayor frecuencia entre islas que operen con la misma 
metaheurística, o b) con un único valor de frecuencia para todas las 
islas. 
3) Evolución de la población: cuando se alcanza la cantidad máxima de 
iteraciones o el umbral de aptitud, dentro de cada iteración, se realiza la 
evolución de la población hacia la próxima generación evolutiva.  
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4) Finalización y envío: cuando la población ha evolucionado, 
cumpliendo la condición de finalización, se envía, desde la etapa 𝑀𝑀  la 
población final de individuos hacia la Etapa de Calibración (𝐸𝐶𝑚𝑎𝑠𝑡𝑒𝑟).  
Por su lado, los workers tienen como función principal evaluar la 
aptitud de cada individuo mediante la utilización del simulador de 
comportamiento de incendios forestales (𝑆𝐼). Dicho simulador está 
basado en el modelo definido por Rothermel [47] e implementado 
mediante la librería fireLib [109] para CPU y CUDA-FGM [158] para 
GPU, la cual corresponde a una implementación de firelib para GPU. 
El cálculo de la evaluación de aptitud en el instante 𝑡𝑖 necesita contar 
con la línea de fuego real del incendio (LFR) en 𝑡𝑖−1 (es decir, 𝐿𝐹𝑅𝑖−1) 
y los valores de los parámetros de entrada, los cuales se almacenan en 
los vectores de parámetros (VP) (los individuos de la población).  
La función de aptitud utilizada para determinar la calidad de cada 
individuo está basada en el índice de Jaccard [155], ver Ec. (4.2). Esta 
función permite comparar el mapa simulado con el mapa real en 𝑡𝑖  

(𝐿𝐹𝑅𝑖) y, en función de la diferencia entre los dos mapas, se determina 
el valor de aptitud para cada individuo. La Etapa de Calibración del 
proceso master (𝐸𝐶𝑚𝑎𝑠𝑡𝑒𝑟) calcula un mapa de probabilidad en función 
de todos los individuos de la población final.  
Dicho mapa se utiliza para obtener el valor clave de ignición (Key 
Ignition Value, 𝐾𝑖𝑔𝑛), el cual representa el patrón de comportamiento 
del incendio y es obtenido en la etapa Búsqueda del 𝐾𝑖𝑔𝑛 (𝐵𝐾𝑖𝑔𝑛).  

Para cada instante de tiempo 𝑖, cada isla 𝑗 genera un 𝐾𝑖𝑔𝑛(𝑡𝑖 , 𝑗) y un 
mapa de probabilidad 𝑚𝑝(𝑡𝑖 , 𝑗), los cuales son enviados a la etapa de 
calibración del proceso monitor (𝐸𝐶𝑀𝑜𝑛𝑖𝑡𝑜𝑟). El primero es enviado a 
𝐸𝐶𝑀𝑜𝑛𝑖𝑡𝑜𝑟 en 𝑡𝑖+1 y el segundo a 𝐸𝐶𝑀𝑜𝑛𝑖𝑡𝑜𝑟 en 𝑡𝑖, de esta manera se 
conforma en 𝑡𝑖  un par {𝑚𝑝(𝑡𝑖 , 𝛼);  𝐾𝑖𝑔𝑛(𝑡𝑖 − 1, 𝛼)}, donde 𝛼 indica el 
número de isla que obtuvo mejor desempeño en términos de aptitud. 
Éstos valores finalmente son ingresados en la etapa de predicción (EP) 
la cual realiza el cálculo de predicción (línea de fuego predicha, LFP) 
para el próximo instante de tiempo 𝐿𝐹𝑅𝑖+1. Debido a esto HESS-IM no 
genera predicción en el primer instante de tiempo, ya que en dicho 
momento se calcula el primer 𝐾𝑖𝑔𝑛.  

Es importante tener en cuenta que la hibridación tiene en consideración 
las diferentes velocidades de los algoritmos, con el propósito de que 
todas las metaheurísticas avancen al mismo tiempo. Se estudiaron 
configuraciones de cada metaheurística con el objetivo de garantizar 
dicho fin, aunque de igual manera los intercambios de información 
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entre las islas se realizan de manera asincrónica, evitando de este modo 
cualquier problema por desacoplamiento de velocidades.  

 
Figura 4.17: Ejemplo de generación de topología de comunicación entre islas 

según metaheurísticas instanciadas. 

Con el propósito de mantener la diversidad en la búsqueda, se considera 
una topología de anillo donde se repiten las tres metaheurísticas por 
igual y en diferentes órdenes de secuencia, haciendo de esta manera que 
la búsqueda sea más completa (por ejemplo, ver Fig. 4.17), 
manteniendo un esquema de migración unidireccional de un solo 
sentido. Dentro de la experimentación llevada a cabo también se testeó 
el resultado de HESS-IM utilizando una topología anillo aleatoria, 
donde las islas pueden compartir información con cualquier isla (de 
cualquier metaheurística instanciada).  

4.4. Síntesis  
Este capítulo ha presentado la arquitectura y los detalles de la 
implementación de los métodos de reducción de incertidumbre ESS-IM 
y HESS-IM, desde el simulador utilizado hasta la integración de sus 
diferentes componentes: estadística, optimización metaheurística y 
computación de alto rendimiento. Además, se ha proporcionado 
detalles del funcionamiento interno que implica dicha integración. 
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CAPÍTULO 5 

Evaluación Experimental y Análisis  
de Resultados  

El presente capítulo describe las experimentaciones realizadas a fin de 
evaluar y comparar los resultados obtenidos tras la aplicación de los 
métodos presentados en el capítulo anterior en casos de estudio 
correspondientes a quemas controladas e incendios forestales. A lo 
largo del mismo, se han evaluado distintos aspectos y configuraciones 
de los métodos desarrollados. En cada experimento se describe la 
configuración de los algoritmos, los objetivos a evaluar, y se realiza un 
análisis de los resultados obtenidos.  

5.1. Introducción  
Los métodos presentados han sido evaluados en dos tipos de casos de 
estudio o escenarios. Por un lado, los casos de quemas prescritas o 
quemas controladas, los cuales se caracterizan por desarrollarse 
mediante el uso controlado del fuego para disminuir la vegetación bajo 
ciertas condiciones específicas según un objetivo propuesto. Y por el 
otro lado, los casos denominados incendios forestales, los cuales 
corresponden a incendios ocurridos en condiciones naturales, es decir, 
fuegos no programados o programados y que han salido de control, que 
afectan de diversas formas a las superficies forestales. 

5.1.1. Casos de quemas controladas  

Estos casos se tratan de quemas controladas intencionales llevadas a 
cabo en Portugal (precisamente en Serra de Lousã, Gestosa) en el marco 
del proyecto SPREAD [163]. Se trata precisamente de 5 terrenos, cada 
uno posee características diferentes respecto a dimensiones, pendiente, 
tiempo de inicio de ignición inicial, entre otros. Para generar cada caso 
de estudio fue necesario realizar en cada terreno una quema intencional, 
registrando la evolución del avance del fuego durante cierta cantidad de 
minutos. El período de duración total de cada incendio ha sido dividido 



 
MIGUEL MÉNDEZ-GARABETTI         94 

en lapsos o intervalos de tiempo denominados pasos de simulación. 
Estos pasos de simulación corresponden a instantes en donde se realizan 
las comparaciones de calidad de predicción entre el resultado de la 
simulación y el estado real del incendio.  

En la Tabla 5.1 puede observarse la información detallada para cada 
uno de los cinco casos de estudio, y en las Figs. 5.1, 5.2, 5.3, 5.4 y 5.5 
la representación de la evolución del fuego en cada terreno. En cada 
figura la coloración negra representa el área que no ha sido alcanzada 
por el fuego (celdas no quemadas), mientras que el resto de las 
coloraciones indican cómo el fuego ha ido avanzando sobre el terreno. 
Además, en cada figura se observa el tamaño del terreno en cada uno 
de sus lados, como así también el tiempo en minutos en que el fuego ha 
ido alcanzando cada porción del terreno.  

Tabla 5.1: Casos de quemas controladas: ancho y largo en celdas, superficie 
en (m2), pendiente del terreno (en grados) y detalle de cada paso de 

simulación (en minutos). 

Ca- 
so 

Anch
o (m) 

Largo 
(m) 

Sup. 
(m2) 

Pendiente 
(grados) 

Inicio 
(min) 

Incremento 
(min) 

Fin 
(min) 

1 20 30 600 6 2,0 2,0 10,0 
2 89 109 9.701 21 2,0 2,0 14,0 

3 95 123 11.68
5 21 2,0 2,0 12,0 

4 89 91 8.099 21 2,5 2,5 12,5 
5 75 126 9.450 19 3,0 1,0 9,0 

A continuación, se presenta un detalle de cada uno de los casos de 
estudio:  

▪ Caso 1: Este terreno posee una superficie de 600 (m2), con 
celdas de 0,3333m 𝑥 0,3333m de tamaño. El fuego ha sido 
iniciado de forma lineal sobre un borde del terreno. El incendio 
es registrado desde el minuto 2 hasta el minuto 10, y las 
muestras son generadas cada 2 minutos, por lo tanto, el caso 
posee tres pasos de predicción: minuto 6, 8 y 10, ver Fig. 5.1. 

▪ Caso 2: Este terreno posee una superficie de 9.701 (m2), donde 
el fuego ha sido iniciado de forma lineal sobre un borde 
del terreno en el minuto 2 finalizando en el minuto 14, este 
experimento posee cinco pasos predicción: 6, 8, 10, 12 y 14, 
ver Fig. 5.2. En este caso, al igual que en los restantes, el 
tamaño de celda es de 1m 𝑥 1m.  
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Figura 5.1: Caso 1: Representación gráfica del terreno y la evolución del 

incendio sobre el mismo. 

 
Figura 5.2: Caso 2: Representación gráfica del terreno y la evolución del 

incendio sobre el mismo. 

▪ Caso 3: Terreno con mayor superficie 11.685 (m2), donde el 
fuego ha sido iniciado en un punto dentro del terreno. La quema 
ha sido registrada con inicio en el minuto 2 finalizando en el 
minuto 12 (con intervalos de 2 minutos). Este experimento 
posee cuatro pasos de predicción: minutos 6, 8, 10 y 12, ver 
Fig. 5.3.  
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Figura 5.3: Caso 3: Representación gráfica del terreno y la evolución del 

incendio sobre el mismo. 

▪ Caso 4: Este terreno posee una superficie de 8.099 (m2), fuego 
iniciado de forma lineal sobre un borde del terreno en el minuto 
2,5 finalizando en el minuto 12,5. Experimento con tres pasos 
de predicción: minutos 7,5, 10 y 12,5, ver Fig. 5.4.  

 
Figura 5.4: Caso 4: Representación gráfica del terreno y la evolución del 

incendio sobre el mismo. 

▪ Caso 5: Este terreno posee una superficie de 9.450 (m2), con 
fuego iniciado de forma central en el interior del terreno en el 
minuto 3 finalizando en el minuto 9, pero con incrementos de 
1 minuto. Por lo tanto, este experimento cuenta con cinco pasos 
de predicción: minutos 5, 6, 7, 8 y 9, ver Fig. 5.5.  
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Figura 5.5: Caso 5: Representación gráfica del terreno y la evolución del 

incendio sobre el mismo. 

5.1.2. Casos de incendios forestales  

Los llamados casos de incendios forestales, corresponden a incendios 
ocurridos en condiciones naturales, por consiguiente, se trata de 
terrenos de grandes dimensiones. En la Tabla 5.2 puede observarse la 
información detallada para ambos incendios, como el tamaño de la 
superficie quemada (medida en hectáreas), duración, ubicación y el año 
de producido el incendio. Es importante mencionar que estos incendios 
no han sido seleccionados al azar, es decir para su elección se han 
considerado que estos cumplan con dos requisitos fundamentales: a) 
que la duración del incendio nos permita contar con al menos 4 instantes 
de simulación, y b) que las imágenes satelitales disponibles del evento 
no contaran con cobertura de nubes que impidieran determinar con 
precisión el área quemada por los incendios. Finalmente es importante 
destacar que, en este tipo de casos de estudio, las dificultades para lograr 
una predicción aceptable aumentan considerablemente, debido a la 
complejidad de los escenarios. Los incendios forestales seleccionados 
corresponden a dos fenómenos ocurridos en diferentes años, en 2008 y 
2018, en Argentina y Estados Unidos, respectivamente.  
Tabla 5.2: Casos de incendios forestales: ubicación, superficie total del mapa 
tratado, superficie total quemada al finalizar el incendio, duración del mismo, 

año de ocurrencia. 

Caso Ubicación Sup. Q. (ha) Duración (días) Año 
1 Córdoba (AR) 51.852 6 2008 
2 California (EU) 19.797 7 2018 
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El primero de ellos, denominado en este trabajo como caso de incendio 
forestal 1, corresponde a un incendio ocurrido en el año 2008 en la 
localidad de Capilla del Monte, Provincia de Córdoba, Argentina. Cuya 
duración se presenta desde el 29 de agosto al 3 de septiembre de dicho 
año [164]. El área se ubica en el cordón oriental de las Sierras Chicas, 
que abarcó los departamentos de Ischilín, Punilla, Totoral y Colón, con 
una superficie aproximada de 51.852 hectáreas (Fig. 5.6). 

 
Figura 5.6: Caso de incendio forestal 1: Incendios Provincia de Córdoba, 

2008. Fuente Secretaría de Ambiente, Gobierno de Córdoba. 
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Según la interpretación realizada por la Secretaría de Ambiente de la 
Provincia de Córdoba, a partir de imágenes Landsat 5 TM, del día 9 de 
septiembre de dicho año (provista por CONAE-Emergencias), 
ocurrieron 49 focos de incendios en la zona centro-norte de la provincia 
de Córdoba. Estimando una superficie total afectada de 66.000 
hectáreas aproximadamente. Cabe aclarar que producto de este incendio 
poblaciones aledañas debieron ser evacuadas. En la Fig. 5.7 puede 
observarse el área quemada en el último día de incendio.  

 
Figura 5.7: Caso de incendio forestal 1: Secuencia de imágenes satelitales 
día a día donde puede apreciarse el área quemada y no quemada (evolución 

del incendio), como así también la presencia de humo desde el día 3 al día 5. 
Fuente MODIS. 

Respecto al segundo caso (caso de incendio forestal 2), el mismo 
corresponde a un incendio ocurrido en el año 2018, en California en el 
Condado de Mendocino, entre los meses de julio y agosto. Este incendio 
ha sido de los mayores registrados en la historia de California [165]. El 
evento estuvo compuesto por dos incendios separados denominados: 
River Fire y Ranch Fire (ver Fig. 5.9), que ardieron en los condados de 
Mendocino, Lake, Colusa y Glenn consumiendo más de 180.000 
hectáreas. Este caso de estudio corresponde al incendio del sur (River 
Fire), ocurrido en el noreste de Hopland, California, el cual consumió 
19.797 hectáreas.  
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Figura 5.8: Caso de incendio forestal 2: Incendio en California, 2018. 

Secuencia de imágenes satelitales día a día, donde puede apreciarse el área 
quemada y no quemada (evolución del incendio). Fuente MODIS. 

 
Figura 5.9: Mapa de progresión y perímetros de área quemada de incendios 

Ranch y River fires [166], 4 de septiembre de 2018. 

Si bien el incendio tuvo una duración mayor al presentado en las 
imágenes de la Fig. 5.8, el mapa utilizado en el sistema de predicción 
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únicamente registra los días: 27, 28, 29, 30, 31 de julio, y para agosto 
los días 1 y 2. Los detalles de cómo estos casos fueron generados a partir 
de los registros de imágenes satelitales se describen en el Capítulo 7.  

5.2. Experimentos  
A continuación, se presentan los resultados obtenidos en las diferentes 
experimentaciones llevadas a cabo durante el desarrollo de la presente 
tesis. Se presenta un análisis comparativo entre diferentes métodos, 
desde el punto de vista de calidad de resultados (calidad de predicción) 
y en términos de tiempo de ejecución. 

La experimentación realizada se encuentra dividida en tres secciones:  
▪ Comparación A): Esta sección presenta una comparación entre 

los métodos: S2F2M, ESS y ESS-IM. La experimentación 
utiliza implementaciones basadas en MPI.  

▪ Comparación B): Esta sección presenta una comparación entre 
los métodos: ESS y ESS-IM. La experimentación utiliza 
implementaciones basadas en MPI.  

▪ Comparación C): Esta sección presenta una comparación entre 
los métodos: ESS-IM y HESS-IM (EA y DE) y ESS-IM y 
HESS-IM (EA, DE y PSO). La experimentación utiliza 
implementaciones basadas en MPI y GPU.  

5.2.1. Comparación A): S2F2M, ESS y ESS-IM  

En este apartado se presentan los resultados comparativos obtenidos 
tras aplicar los métodos S2F2M, ESS y ESS-IM a los 5 experimentos 
correspondientes a incendios controlados presentados en la sección 
5.1.1. En cada experimento se han definido pasos de tiempo discretos 
para representar el avance del frente de fuego. En la Tabla 5.1, junto 
con la información de las dimensiones y pendientes para cada uno de 
los casos de estudio utilizados, se puede observar también los valores 
de tiempo inicial y final de cada simulación y su respectivo valor de 
incremento.  
Tal como se mencionó en la sección 3.2, es importante tener en cuenta 
que, para fines de calibración y predicción, los tres métodos aquí 
comparados necesitan de una línea de fuego real adicional a la que 
precisa la predicción clásica, por lo que no pueden proporcionar 
predicciones al finalizar el primer paso de simulación. En dicho 
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instante, estos métodos aplican la etapa de calibración. Por esta razón, 
las gráficas presentan los resultados a partir de la predicción generada 
en el segundo paso de simulación (predicción realizada entre 𝑡2  y 𝑡3, 
ver Fig. 4.12). 

Es importante tener en cuenta que cada método opera con diferentes 
conjuntos de parámetros de entrada, por su lado, S2F2M utiliza como 
entrada los rangos de valores para cada parámetro de fireLib, como así 
también parámetros que indican los recursos asignados, en cambio ESS 
y ESS-IM necesitan además de éstos, aquellos que determinan el 
entorno de ejecución del algoritmo evolutivo (ver sección 4.3). Tales 
parámetros pueden condicionar fuertemente el desempeño de cada 
método, ante el mismo caso de análisis. Por este motivo, teniendo en 
cuenta la información acerca de los experimentos y del modelo de 
Rothermel [120], para algunos de los parámetros se han especificado 
rangos (en particular en aquellos que presentan incertidumbre), y, 
además, parte de esta información se ha medido durante los 
experimentos, y el resto se ha tomado de los valores estándar usados 
por BehavePlus [51].  
En la Tabla 5.3 se presentan cada uno de los parámetros que alimentan 
al modelo de predicción de incendios forestales.  

Tabla 5.3: Detalle de parámetros utilizados por fireLib. 

Parámetro  Descripción Rango Unidad/medición 

Model  Modelo de combustible de 
Rothermel  1-13 - 

WindSpd  Velocidad del viento 0-80 millas/horas 

WindDir  Dirección del viento  0-360  grados en sentido 
horario desde el norte  

M1  Humedad del combustible 
muerto en 1 hora  1-60 porcentaje 

M10  Humedad del combustible 
muerto en 10 horas 1-60 porcentaje 

M100  Humedad del combustible 
muerto en 100 horas  1-60 porcentaje 

Mherb  Humedad del combustible 
herbáceo vivo  

30-
300 porcentaje 

Slope  Pendiente del terreno 0-81 grados  

Aspect  Dirección de la pendiente 0-360 grados en sentido 
horario desde el norte  

Es importante tener en cuenta que estos parámetros están presentes en 
los tres métodos, y los valores de cada uno de ellos son particulares para 
cada experimento. Dado que S2F2M utiliza el concepto de experimento 
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factorial, aquellos parámetros con valores dinámicos, además de contar 
con el rango determinado, poseen un valor de incremento utilizado para 
recorrer así cada rango de valores. En los otros dos métodos, al 
reemplazar el experimento factorial por un método de optimización 
metaheurístico, sólo se utilizan los rangos de cada parámetro para la 
generación de los individuos, siendo el valor de incremento innecesario. 
De este modo, S2F2M no requiere de parámetros adicionales a los 
descritos en la Tabla 5.3. En las Tablas 5.4, 5.5 se presentan los 
parámetros utilizados por ESS y ESS-IM, respectivamente, los cuales 
han sido seleccionados a base de un estudio de la literatura y de un 
análisis de calibración de parámetros.  

Tabla 5.4: ESS: parámetros utilizados en metaheurística. 

Parámetro Valor 
Umbral de fitness 0,7 

Iteraciones 200 
Individuos 200 
Workers 2, 4, 8, 16, 32 
Criadores 0,8 

Mínima prob. cruzamiento 0,2 
Máxima prob. cruzamiento 0,6 

Mutación 0,5 

5.2.1.1. Evaluación de Calidad de Predicción  

En la Fig. 5.10, se presentan los resultados de calidad de predicción 
(aptitud o fitness) obtenida por cada método para cada caso de estudio. 
Las gráficas presentan en el eje de abscisas el valor en minutos 
correspondiente a cada instante de predicción, y en el eje de ordenadas, 
el valor de aptitud (dentro del rango [0, 1]), donde un valor igual a 1 
indica una predicción perfecta, y por el contrario un valor igual a 0 una 
predicción completamente errónea. 
Tal como se puede observar, en la totalidad de los casos presentados, la 
respuesta de ESS-IM supera la de los métodos: S2F2M y ESS. Sin 
embargo, en momentos puntuales, los valores obtenidos por ESS-IM 
son levemente inferiores a los resultados de alguno de los otros métodos 
(como sucede en el caso 4 en el minuto 12,5, en el caso 3 en el minuto 
12 y en el caso 5 en el minuto 7). Los resultados demuestran que el 
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incremento en paralelismo del AEP permite optimizar el 
funcionamiento del mecanismo de búsqueda interno, esto es debido a 
que en ESS la metaheurística opera con una única población de 
individuos, y en ESS-IM el método opera múltiples poblaciones 
(distribuidas en islas) que realizan una búsqueda más eficiente sobre el 
espacio de búsqueda. Con el propósito de que cada isla no converja a 
óptimos locales es introducido el operador de migración, el cual 
intercambia individuos entre las diferentes islas/poblaciones. Este 
cambio de arquitectura (entre ESS y ESS-IM) logra de esta manera 
mejorar la calidad de predicción. Otra observación a tener en cuenta es 
que debido al comportamiento determinístico de ESS y ESS-IM, la 
experimentación de estos métodos debe contemplar un valor promedio 
de una cierta cantidad de ejecuciones. 

Tabla 5.5: ESS-IM: parámetros utilizados en metaheurística. 

Parámetro Valor 
Umbral de fitness 0,7 

Iteraciones 200 
Individuos por isla 200 

Islas 6 
Individuos a migrar 6% 

Migración Elitista 
Frecuencia cada 2 generaciones 

Dirección de migración sentido horario 
Topología de comunicación anillo 

Workers por isla 2-6 
Criadores 0,8 

Mínima prob. cruzamiento 0,2 
Máxima prob. cruzamiento 0,6 

Mutación 0,5 

En este sentido, los valores indicados tanto para ESS como para ESS-
IM corresponden al promedio de 20 ejecuciones, no así en cambio para 
S2F2M, ya que este brinda una salida determinista.  
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Figura 5.10: Comparación de calidad de predicción entre métodos: S2F2M, 

ESS y ESS-IM. Casos de quemas controladas 1, 2, 3, 4 y 5. 

5.2.1.2. Evaluación de Rendimiento  

Respecto a la evaluación en términos de tiempo de ejecución, se realizó 
una evaluación de rendimiento únicamente entre los métodos 
evolutivos (ESS y ESS IM), ya que S2F2M ya había sido contrastado 
con ESS en estudios previos [101]. Con el propósito diseñar la 
experimentación de la forma más equitativa posible, y considerando la 
arquitectura de cada método (ESS opera con una única población y 
ESS-IM opera con múltiples poblaciones) se evaluaron diferentes 
alternativas. Finalmente se determinó que la carga de individuos entre 
cada experimentación debía ser balanceada. De esta manera se 
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establecieron diferentes experimentos en donde ambos métodos 
utilizaban la misma cantidad de individuos. Por lo tanto, ESS operó en 
las experimentaciones con 204 individuos, mientras que ESS-IM utilizó 
tres configuraciones diferentes: a) 2 islas de 102 individuos, b) 4 islas 
de 51 individuos y c) 6 islas de 34 individuos.  
Los resultados obtenidos se presentan en la Tabla 5.6, el tiempo se 
encuentra representado en horas, minutos y segundos. En ella se puede 
observar un rendimiento prácticamente equivalente entre ambos 
métodos al considerar ESS y ESS-IM con dos islas, dado que la 
diferencia, a favor de ESS, es menor al 1%. Es importante tener en 
cuenta, que todos los experimentos utilizan la misma cantidad de 
recursos computacionales. Debido a esto, al incrementar la cantidad de 
islas y reducir la cantidad de individuos por islas, necesariamente 
también se disminuye la cantidad de workers por isla. Esto ocasiona que 
aumente la cantidad de operaciones que debe llevar a cabo el método 
(al existir más islas), pero a su vez cada isla cuenta con menos recursos 
disponibles para desarrollar las tareas, por lo tanto, esto produce 
demoras en la resolución de las mismas.  

Tabla 5.6: Tiempo de ejecución promedio obtenido por cada método (ESS y 
ESS IM). 

Experimento ESS ESS-IM  
(2 islas) 

ESS-IM  
(4 islas) 

ESS-IM  
(6 islas) 

Caso 1 00:48:45 00:50:10 00:51:37 00:54:31 
Caso 2 00:56:40 00:57:20 00:59:07 01:02:41 
Caso 3 00:59:45 01:01:15 01:03:37 01:08:21 
Caso 4 00:56:55 00:58:35 01:00:36 01:04:38 
Caso 5 01:16:04 01:18:06 01:19:30 01:22:18 

Es importante tener en cuenta que la ventaja de operar con islas radica 
en poder contar con múltiples procesos de búsqueda que operan en 
simultáneo en regiones diferentes del espacio de soluciones. Para ello 
es necesario realizar un balance acorde a la cantidad de recursos 
computacionales y los parámetros de configuración del método, para 
cumplir de forma adecuada con la carga de trabajo requerida. 
Finalmente, la experimentación se llevó a cabo en un cluster de 
computadoras Linux (22 nodos con procesadores Intel-Q9550, 4G de 
memoria RAM y Gigabit Ethernet), bajo un entorno MPI [156].  
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5.2.2. Comparación B): ESS y ESS-IM  

En esta sección se presentan los resultados obtenidos tras efectuar la 
comparación de calidad de predicción y rendimiento computacional 
entre ESS y ESS-IM, luego de incluirse, en este último, diferentes 
alternativas de operación en la etapa EC Monitor del método (ver 
sección 4.3.2.2). 

5.2.2.1. Evaluación de Calidad de Predicción  

La experimentación realizada se llevó a cabo aplicando los métodos en 
los casos de estudio 1, 2, 3 y 4 correspondientes a la Tabla 5.1. Como 
mencionamos anterior mente ESS y ESS-IM centran su funcionamiento 
en algoritmos evolutivos paralelos, lo que implica que ambos métodos 
posean comportamiento no determinístico debido a que los individuos 
de cada población son generados mediante la utilización de semillas 
calculadas de forma estocástica. Entonces, para efectuar una 
comparación equitativa entre ambos métodos, se utilizaron 30 semillas 
diferentes entre sí, pero en conjunto idénticas para cada experimento. 
Es decir, los cuatro casos de quemas controladas fueron ejecutados en 
30 instancias cada uno por cada método, haciendo uso del mismo 
conjunto de 30 semillas. Los experimentos fueron lanzados de esta 
manera con el objetivo de poder determinar una media de los resultados 
para cada experimento y cada método.  
Los resultados obtenidos, en términos de calidad de predicción, para 
cada caso de estudio se observan en las Figs. 5.11 para los experimentos 
1, 2, 3 y 4 respectivamente. En términos generales se puede observar 
que ESS-IM, principalmente en la modalidad EC-Monitor-1, supera a 
los resultados proporcionados por ESS, salvo algunas excepciones: en 
el caso 1 (Fig. 5.11.a), donde ESS supera en el primer paso de 
predicción a ESS-IM tanto en EC-Monitor-2 como en EC-Monitor-3. 
En el segundo y último paso de predicción sólo supera a EC-Monitor-
3.  
En el segundo experimento (Fig. 5.11.b), ESS sólo obtiene mejor 
calidad de predicción que ESS-IM en la modalidad EC-Monitor-3 (en 
el segundo paso de predicción). En el tercer experimento (Fig. 5.11.c), 
ESS supera a ESS-IM (en modo EC-Monitor-3) durante todo el 
experimento. En el minuto 10 obtiene el mismo desempeño que EC-
Monitor-1 y el segundo mejor desempeño en el último paso de 
predicción.  
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Y finalmente en el cuarto experimento (Fig. 5.11.d), en el minuto 12,5, 
ESS obtiene mejor desempeño que todas las versiones de ESS-IM. Pero 
si consideramos la comparación general para el mismo experimento, se 
puede observar que en los primeros dos pasos de predicción (minuto 7,5 
y minuto 10), ESS-IM (EC-Monitor 1 y EC-Monitor-2) han obtenido 
mejores resultados que ESS. Sin embargo, estos valores disminuyen en 
el último paso (12,5 min). Por su parte, ESS-IM (EC-Monitor 3) obtiene 
un muy buen resultado en el primer paso. En el segundo paso, su calidad 
de predicción disminuye tomando un valor cercano al de ESS, y en el 
último paso alcanza el menor desempeño de todo el experimento.  
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Figura 5.11: Comparación de calidad de predicción entre métodos: ESS y 

ESS-IM. Casos de quemas controladas 1, 2, 3 y 4. 

Tal como se puede observar, en términos generales, el modo de 
operación EC Monitor-1 de ESS-IM permite generar los mejores 
niveles de calidad de predicción del método en los casos evaluados. Es 
importante recordar que en esta modalidad ESS-IM utiliza el mejor 
valor clave de ignición hallado por todas las islas (𝐾𝑖𝑔𝑛). También se 
aprecia en esta experimentación, que la modalidad EC-Monitor-2 la 
cual calcula un 𝐾𝑖𝑔𝑛  a diferencia de utilizar un valor previamente 
obtenido por alguna isla en las etapas anteriores de ejecución, genera 
resultados próximos a EC-Monitor-1, e incluso en ocasiones puntuales 
supera a EC-Monitor-1. Y finalmente, EC-Monitor-3, modalidad que 
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prioriza el rendimiento al utilizar el valor 𝐾𝑖𝑔𝑛  generado, en cada paso 
de simulación, en el menor tiempo posible obtiene resultados inferiores 
(dentro de los generados por ESS-IM), pero competitivos en relación a 
ESS y más aún en tiempo de respuesta.  

5.2.2.2. Evaluación de Rendimiento  

Respecto a la evaluación de rendimiento de ambos métodos, éstos han 
sido analizados mediante la métrica conocida como speed-up [167], que 
se define como la relación entre el tiempo necesario para resolver un 
problema utilizando una sola unidad de procesamiento y el tiempo 
requerido para resolver el mismo problema en un entorno 
paralelo/distribuido con x elementos idénticos de procesamiento. En 
(5.1) se puede observar la manera de calcular el speed-up, donde 𝑡(1) 
representa al tiempo de ejecución secuencial y 𝑡(𝑁)el tiempo de 
ejecución en paralelo con 𝑁 unidades de procesamiento. Debido a la 
arquitectura de ESS y ESS-IM, cada uno de ellos ha sido diseñado para 
operar mínimamente con 2 y 3 procesos, respectivamente. En ESS se 
necesita de un proceso master y un worker, y en ESS-IM es necesario 
un monitor, un master y un worker. Debido a esto ha sido necesario 
adaptar la implementación de ambos métodos para poder operar con 
menor cantidad de procesos, es decir con 1 y 2 procesos.  

 𝑆 =
𝑡(1)

𝑡(𝑁)
 (5.1) 

En la Fig. 5.12 se puede observar el resultado del análisis de speed-up 
realizado tras comparar, en términos de rendimiento, cada una de las 
metodologías descriptas anteriormente. La gráfica corresponde a la 
utilización de: 1, 2, 4, 8, 16 y 32 unidades de procesamiento en la 
simulación de un caso particular. Para confeccionar cada una de las 
curvas de speed-up se efectuó la misma cantidad de simulaciones 
considerando para cada una el valor promedio.  
En términos generales se puede observar que todos los métodos 
evaluados presentan muy buen resultado hasta la utilización de 16 
unidades de procesamiento. A partir de aquí, dos modalidades de ESS-
IM (EC-Monitor-2 y EC-Monitor-3) continúan con la misma tendencia 
mostrando un muy buen desempeño, cercano al speed-up ideal, en 
contraste con ESS-IM en modo EC-Monitor-1 y ESS.  
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Figura 5.12: Análisis de speed-up entre ESS y ESS-IM en modalidades: EC-

Monitor 1, EC-Monitor-2, y EC-Monitor-3. 

Si bien la ganancia de rendimiento obtenida por estos últimos 
disminuye al trabajar con 32 procesos, lo cual es un factor importante a 
tener en cuenta, si se consideran los resultados de calidad de predicción 
obtenidos por estos métodos, se puede decir que ESS-IM en modo EC-
Monitor-1 y ESS ofrecen un “muy buen” rendimiento, ya que los 

niveles de calidad de predicción son superiores a los demás y al utilizar 
mayor cantidad de unidades de procesamiento se ha logrado disminuir 
el tiempo de ejecución. Con el propósito de mejorar la escalabilidad de 
estos métodos, haciendo un uso más eficiente de los recursos, y con el 
objetivo de obtener mayor ganancia de rendimiento se llevó a cabo otra 
investigación correspondiente a la incorporación de arquitecturas 
GPU.  
Tal como se ha podido observar en los resultados presentados en esta 
sección, la configuración de la etapa de calibración del proceso monitor 
es crucial ya que impacta directamente sobre los resultados. Tanto en 
nivel de calidad de predicción como en rendimiento, se esperaba que 
los mejores resultados fueran obtenidos usando las modalidades EC-
Monitor-1 y EC-Monitor-3 respectivamente, lo cual ha podido 
verificarse en los resultados presentados. En el caso de la calidad de 
predicción, el mejor valor de 𝐾𝑖𝑔𝑛 garantiza aproximar de mejor manera 
el comportamiento de los resultados simulados con la predicción, y en 
términos de tiempo/rendimiento, al tomar en valor obtenido en menor 
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tiempo se garantiza concluir con la predicción en menor tiempo que el 
resto de las modalidades.  
Debido a que el análisis de speed-up no se ha llevado a cabo en todas 
las experimentaciones de esta tesis, se ha incluido una tabla 
comparativa de consumo de tiempo, al igual que en la sección 5.2.1.2. 
Dicha tabla (Tabla 5.7) presenta el tiempo total incurrido por ESS y 
ESS-IM en sus tres modalidades: EC-Monitor-1, EC-Monitor-2 y EC-
Monitor-3. Tal como se puede observar, el mejor rendimiento es 
ofrecido por ESS-IM en la modalidad EC-Monitor-3, como se había 
adelantado previamente. Esto se logra debido a que ESS-IM en esta 
modalidad no necesita esperar a que todas las islas finalicen cada paso 
de simulación, es decir, avanza al momento que se produzca la 
finalización de al menos una isla. Esto permite que el proceso de 
predicción, paso a paso, avance de manera más rápida. Posteriormente 
se encuentra la modalidad EC-Monitor-2, y finalmente se encuentra la 
modalidad EC-Monitor-1, la cual se encuentra por debajo de ESS. Es 
importante destacar que en esta experimentación se utilizó la misma 
cantidad de recursos en todos los experimentos, utilizando un balance 
en cantidad de individuos en la población entre los ESS y ESS-IM. Al 
igual que el caso anterior, la experimentación se llevó a cabo en un 
cluster de computadoras Linux (22 nodos con procesadores Intel-
Q9550, 4G de memoria RAM y Gigabit Ethernet), bajo un entorno MPI 
[156].  

Tabla 5.7: Tiempo de ejecución promedio obtenido por cada método (ESS y 
ESS-IM: ESS-IM(1) EC-Monitor-1, ESS-IM(2) EC-Monitor-2 y ESS-IM(3) 

EC-Monitor-3). 

Experimento ESS ESS-IM (1) ESS-IM (2) ESS-IM (3) 
Caso 1 00:48:45 00:52:12 00:46:01 00:44:12 
Caso 2 00:56:40 00:58:23 00:51:04 00:44:22 
Caso 3 00:59:45 01:02:49 00:56:04 00:52:00 
Caso 4 00:56:55 00:59:33 00:53:19 00:50:53 

5.2.3. Comparación C): ESS-IM y HESS-IM  

En esta sección se presentan, en primer lugar, los resultados obtenidos 
tras evaluar la calidad de predicción de una versión preliminar de 
HESS-IM en contraste con la metodología previa ESS-IM. Esta 
implementación de HESS-IM utiliza una técnica de optimización 
híbrida y colaborativa entre las metaheurísticas: a) Algoritmos 
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Evolutivos y b) Evolución Diferencial. Para ello, ambos métodos fueron 
aplicados a tres quemas controladas, caso 1, 3 y 5 de la Tabla 5.1.  
Para ambos métodos el criterio de finalización de cada metaheurística 
consistió en alcanzar un umbral de aptitud igual a 0,7, o llegar a un 
máximo de 200 iteraciones. Además, el tamaño de la población para 
cada metaheurística fue establecido en 200 soluciones. Para los 
parámetros particulares de cada metaheurística se utilizó una 
configuración clásica de valores, es decir, una configuración basada en 
valores de referencia de la literatura y de experimentaciones 
previamente realizadas. La información detallada de los parámetros de 
configuración se encuentra listada en la Tabla 5.8.  

Tabla 5.8: Configuración de parámetros HESS-IM, EA y DE. 

Parámetro Valor 
Umbral de fitness 0,7 

Iteraciones 200 
Individuos por isla 200 

Islas 5 
Individuos a migrar 20,00% 

Criterio semi-elitista 
Frecuencia cada iteración 

Workers por isla 7 
(EA) Criadores 0,8 

(EA) Mínima prob. cruzamiento 0,2 
(EA) Máxima prob. cruzamiento 0,6 

(EA) Mutación 0,5 
(DE) f, Factor de mutación 0,9 

(DE) Cr, Cruzamiento 0,3 

5.2.3.1. Evaluación de Calidad de Predicción  
Experimentación ESS-IM y HESS-IM (EA y DE):  
En la Fig. 5.13 y las Tablas 5.9, 5.10 y 5.11 se presentan los resultados 
de calidad de predicción tras aplicar cada método a los casos de estudio 
antes descritos. En términos generales se observa un mejor desempeño 
por parte del método HESS-IM, sin embargo, en algunos instantes 
puntuales de tiempo se ve superado por ESS-IM.  
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Figura 5.13: Comparación de calidad de predicción entre métodos: ESS-IM 

y HESS IM (EA y DE). Casos 1, 3, y 5. 
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En el caso 1, tal como se puede observar en la Fig. 5.13.a, ESS-IM 
obtiene la mejor calidad de predicción en el primer instante de tiempo, 
en los siguientes instantes (minutos 8 y 10), HESS-IM supera a ESS-
IM. En las tablas se destaca en negrita los mejores valores de cada paso 
de predicción por cada instante de tiempo, además, se muestra el 
promedio general que cada método ha obtenido. También se ha 
marcado con un asterisco (*), el mejor registro de calidad de predicción 
de todo el experimento (ver para el caso 1 la Tabla 5.9). De esta manera, 
el mejor valor de calidad de predicción (en instantes de tiempo 
independientes) ha sido obtenido por ESS-IM en el minuto 6, y en 
promedio general se observa que HESS-IM ofrece mejor desempeño.  

Tabla 5.9: Caso 1: Calidad de predicción y promedio general. 

Intervalo (min) ESS-IM HESS-IM 
2 a 4 - - 
4 a 6 0,899909* 0,8681990 
6 a 8 0,8261334 0,8376037 

8 a 10 0,7880610 0,8153010 
Promedio 0,8380344 0,8403679 

En el caso 3 (ver Fig. 5.13.b), HESS-IM obtiene un rendimiento 
bastante superior sobre ESS-IM, en contraste con el caso anterior. 
Como se puede observar, HESS-IM obtiene la mejor calidad de 
predicción en tres de los cuatro pasos de predicción (minuto 6, 8 y 12, 
Tabla 5.10). El mejor registro de calidad de predicción de todo el 
experimento ha sido obtenido por HESS-IM en el minuto 8 (en el 
segundo paso de predicción), y en promedio general también se observa 
que HESS-IM es el método con mejor calidad alcanzada. En el minuto 
10, corresponde al instante donde HESS IM presenta la menor calidad 
de predicción, y justamente es donde ESS supera levemente a ESS-IM.  

Tabla 5.10: Caso 3: Calidad de predicción y promedio general. 

Intervalo (min) ESS-IM HESS-IM 
2 a 4 - - 
4 a 6 0,69041180 0,75054000 
6 a 8 0,74937500 0,8102500* 

8 a 10 0,71142720 0,70540000 
10 a 12 0,74456900 0,80584000 

Promedio 0,72394575 0,76800750 
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En el caso 5 (Fig. 5.13.c y Tabla 5.11) ESS-IM obtiene el mejor registro 
de predicción de todo el experimento (minuto 8), también la mejor 
calidad, en dos de los cinco instantes de tiempo. HESS-IM obtiene 
mejor calidad de predicción en 3 de 5 pasos de predicción, con un valor 
de calidad promedio bastante superior al de ESS-IM.  

Tabla 5.11: Caso 5: Calidad de predicción y promedio general. 

Intervalo (min) ESS-IM HESS-IM 
3 a 4 - - 
4 a 5 0,69380440 0,71058000 
5 a 6 0,55625060 0,73046800 
6 a 7 0,67776860 0,66025000 
7 a 8 0,7494070* 0,73036000 
8 a 9 0,66837460 0,71985000 

Promedio 0,66912104 0,71030160 

Tal como se ha podido observar, los resultados obtenidos indican que 
el enfoque colaborativo entre ambas metaheurísticas permite obtener 
mejoras en el mecanismo de optimización global del método, esto se ve 
reflejado en el incremento de la calidad de predicción en más del 50 % 
de los resultados. Al igual que en el resto de los experimentos (dado que 
ambos métodos poseen comportamiento estocástico), los resultados 
obtenidos fueron generados a partir del promedio de 30 ejecuciones 
(utilizando el mismo conjunto de semillas para ambos métodos). 
Además, todas las pruebas fueron desarrolladas en un clúster Linux, con 
44 núcleos de cómputo distribuidos en CPUs quad-core, con 4 GB de 
RAM, bajo un entorno MPI y una red Gigabit Ethernet.  

Experimentación ESS-IM y HESS-IM (EA, DE y PSO):  
Al incorporarse la metaheurística Optimización por Cúmulo de 
Partículas (PSO) a HESS-IM se llevó a cabo una nueva 
experimentación, nuevamente entre ESS-IM y HESS-IM, es decir, 
utilizando una metaheurística híbrida basada en a) Algoritmo 
Evolutivo, b) Evolución Diferencial y c) Optimización por Cúmulo de 
Partículas. Con el propósito de determinar el impacto de incluir PSO a 
la hibridación, la comparación también incluye la implementación de 
HESS-IM con EA y DE. Por este motivo en las gráficas siguientes se 
observan tres curvas, una para ESS-IM, otra para HESS-IM con EA y 
DE, nombrada como HESSIM (a), y la tercera para HESS-IM con EA, 
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DE y PSO, denominada HESS-IM (b). La experimentación se llevó a 
cabo utilizando los casos de quemas controladas 1, 3 y 5 de la Tabla 5.1 
y también se aplicó a los casos 1 y 2 de la Tabla 5.2 (es importante 
recordar que estos últimos corresponden a incendios forestales de gran 
escala, donde el nivel de complejidad crece de manera drástica). Para 
todos los experimentos se utilizó la misma configuración de parámetros 
de inicialización del método, tales parámetros se listan en la Tabla 5.12. 
En la Fig. 5.15 se presentan los resultados de calidad de predicción para 
los casos de quemas controladas. Donde se puede observar que la 
inclusión de PSO como componente adicional a la metaheurística 
híbrida le permite al método mejorar considerablemente la calidad de 
predicción, obteniendo el mejor desempeño en la totalidad de 
experimentos y pasos de predicción.  

Tabla 5.12: Configuración de parámetros HESS-IM, EA, DE y PSO. 

Parámetro Valor 
Umbral de fitness 0,7 

Iteraciones 200 
Individuos por isla 200 

Islas 5 
Individuos a migrar 20,00% 

Criterio semi-elitista 
Frecuencia 1 iteración 

Workers por isla 7 
(EA) Criadores 0,8 

(EA) Mín. cruzamiento 0,2 
(EA) Máx. cruzamiento 0,6 

(EA) Mutación 0,5 
(DE) f, Factor de mutación 0,9 

(DE) Cr, Cruzamiento 0,3 
(PSO) c1 y c2, Coeficientes de aceleración 0,5 

(PSO) w, Factor inercial 0,6 
(PSO) Tamaño del vecindario incremental 
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Figura 5.15: Comparación entre ESS-IM, HESS-IM (a: EA y DE), HESS-IM 

(b: EA, DE y PSO): Casos de quemas controladas 1, 3 y 5. 
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En las Fig. 5.16 se presentan los resultados de calidad de predicción 
para los casos de estudio correspondientes a incendios forestales (casos 
1 y 2 de la Tabla 5.2). Al igual que los experimentos anteriores, se 
grafican tres líneas (correspondientes a ESS IM, HESS-IM (a), y HESS-
IM (b), es decir HESS-IM con EA y DE, y HESS-IM con EA, DE y 
PSO, respectivamente). Los valores del tiempo corresponden a 
intervalos de 1440 minutos, equivalentes a un día. En el caso 1 (Fig. 
5.16.a), se puede observar que la calidad de predicción de HESS-IM (b) 
supera completamente al resto de las evaluaciones.  
Es importante tener en cuenta que, en incendios de grandes 
dimensiones, aumenta la dificultad para obtener valores de calidad de 
predicción del orden de los casos correspondientes a quemas 
controladas. Esto se debe tanto por la dimensión de las áreas bajo 
estudio, la resolución con la que se aborda el fenómeno, la falta de 
incorporación de otras variables que deberían ser consideradas, como: 
ríos, montañas, grandes desniveles, áreas sin combustible, zonas 
urbanas, entre otras, y además debido a la baja periodicidad de 
calibración con los frentes de fuego reales (LFRs).  

En la Tabla 5.14, se puede observar que el mejor valor de predicción se 
obtiene en el primer instante de predicción (valor 0,740158) para 
HESS-IM (b). Otro aspecto a considerar es que la calidad de predicción, 
va decreciendo desde el comienzo de la experimentación, esto puede 
tener relación con la complejidad de la morfología del área quemada 
para cada instante de tiempo. Se puede observar en la Fig. 5.14.a, que 
el área  quemada  en  los minutos  2.880  y  4.320, donde los valores de  

 
Figura 5.14: Mapas finales del desarrollo del incendio: a la izquierda, a) 

Caso de incendio forestal 1, y a la derecha, b) Caso de incendio forestal 2. 
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predicción son más elevados, la forma del área quemada presenta mayor 
homogeneidad que en los pasos posteriores. En el caso 2, en el 
desempeño de calidad de predicción, se pueden observar características 
similares al caso anterior (ver Fig. 5.16.b). Por un lado, al igual que en 
el caso 1, HESS-IM (b) obtiene el mejor rendimiento en todos los pasos 
de predicción, con un valor máximo alcanzado equivalente a 0,591102 
(ver Tabla 5.15), y por el otro, si se contrasta con la Fig. 5.14.b, se puede 
observar que los mayores niveles de calidad de predicción coinciden 
con momentos del fenómeno donde el área quemada posee una 
morfología un tanto más uniforme en contraste con el resto de los 
instantes de tiempo.  

5.2.3.2. Evaluación de Rendimiento  

Experimentación ESS-IM y HESS-IM (EA y DE):  
En la Tabla 5.13 se presenta el tiempo de ejecución promedio de la 
experimentación comparativa entre ESS-IM y HESS-IM (EA y DE). 
Tal como se puede observar, ESS-IM presenta mejor rendimiento, con 
una diferencia entre 2 y 4 minutos. 

Es importante tener en cuenta que en esta experimentación se utilizó 
para ambos métodos una cantidad de 6 islas, en donde ESS-IM al igual 
HESS-IM operan en la modalidad EC-Monitor-1, es decir, utilizan el 
mejor valor 𝐾𝑖𝑔𝑛 obtenido en todas las islas.  

Tabla 5.13: Tiempo de ejecución promedio obtenido por cada método ESS-
IM y HESS-IM (EA y DE). 

Experimento ESS-IM HESS-IM (EA y DE) 
Caso 1 00:54:31 00:56:22 
Caso 3 01:08:21 01:12:21 
Caso 5 01:22:18 01:24:46 

ESS-IM y HESS-IM (EA, DE y PSO):  
Con el propósito de mejorar el rendimiento de HESS-IM se llevó a cabo 
una implementación del método basada en CPU-GPU. Para ello se 
realizó una adaptación del trabajo de [158], el cual consiste en una 
implementación del simulador fireLib para GPU. La adaptación fue 
necesaria para poder ser introducido en la etapa de Simulación de 
Incendios (SI) del método. De esta manera, se añade en cada isla un 
nodo con capacidad de GPU, el cual opera procesando soluciones 
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candidatas a demanda. En esta etapa de desarrollo del trabajo el 
procesamiento GPU es utilizado únicamente en la etapa SI, es decir en 
evaluación de los individuos.  
Con el objetivo de cuantificar la ganancia obtenida con esta 
implementación, durante las experimentaciones previamente 
presentadas se ha registrado el tiempo de cómputo de cada uno de los 
casos. En la Tabla 5.16 se presenta el promedio de tiempo de ejecución 
para cada experimento. La primera columna indica el experimento, 
considerando los 5 casos de quemas controladas y los 2 experimentos 
de incendios reales. Las tres filas siguientes presentan los resultados de 
tiempo medidos en horas, minutos y segundos del promedio de 
ejecución para cada método. Tanto para ESS, ESS-IM, HESS-IM con 
su implementación sólo para CPU y los resultados de HESS IM para 
CPU-GPU.  

Tabla 5.14: Caso 1 real: Calidad de predicción y promedio general. 
Intervalo (min) ESS-IM HESS-IM (a) HESS-IM (b) 

0 a 1440 - - - 
1440 a 2880 0,2405400 0,6305840 0,740158* 
2880 a 4320 0,6158400 0,5605800 0,6332150 
4320 a 5760 0,3198060 0,3658820 0,5054600 
5760 a 7200 0,4015890 0,4201500 0,4602350 
7200 a 8640 0,2398500 0,3036500 0,4023500 

Promedio 0,3635250 0,4561692 0,5003150 

Los resultados presentados claramente evidencian una pérdida de 
rendimiento entre ESS-IM y HESS-IM(CPU), a favor del primero, esto 
se debe a un posible desacoplamiento de velocidades producido entre 
las diferentes islas, debido a la utilización de diferentes metaheurísticas. 
Es importante tener en cuenta que los pará metros de configuración de 
HESS-IM no han sido calibrados, se estima que mediante un análisis de 
calibración estática sea posible mejorar el rendimiento de HESS-IM, 
tanto en calidad de predicción como así también en tiempo de 
ejecución. En la implementación CPU-GPU de HESS-IM se puede 
observar un incremento de rendimiento muy importante del orden del 
60% en prácticamente la totalidad de los experimentos. Esto es posible 
mediante la ganancia de rendimiento obtenida tras realizar gran parte 
de las evaluaciones de individuos en la etapa SI sobre las GPUs. Para 
los experimentos se utilizaron cuatro GPUs: dos NVIDIA Tesla C2075 
y dos NVIDIA GeForce GTX 480.  
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Figura 5.16: Comparación entre ESS-IM, HESS-IM (a: EA y DE), HESS-IM 
(b: EA, DE y PSO): Casos de incendios forestales 1 y 2. 
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Es importante mencionar que si bien el equipamiento sobre el cual se 
llevó a cabo el conjunto de experimentos es muy limitado, ha permitido 
demostrar que los métodos desarrollados, principalmente el de HESS-
IM en su implementación CPU GPU, puede dar un paso adelante hacia 
los sistemas de urgent computing. Esto se debe a que, además de ofrecer 
buenos resultados de calidad de predicción, obtiene buen desempeño en 
término de tiempos de procesamiento. Ya que para predecir un único 
instante de tiempo de un incendio forestales en condiciones reales sólo 
necesita de 7 minutos. Si consideramos que se realizará una única 
predicción por día, es posible aplicar este método a situaciones reales. 
Además, si consideramos que este tipo de sistemas, al estar en 
producción suelen ser implementados sobre plataformas de hardware 
de última tecnología, seguramente el tiempo de respuesta pueda verse 
incrementado. 

Tabla 5.15: Caso 2 real: Calidad de predicción y promedio general. 
Intervalo (min) ESS-IM HESS-IM (a) HESS-IM (b) 

0 a 1440 - - - 
1440 a 2880 0,21028000 0,25088700 0,32110200 
2880 a 4320 0,18025000 0,27100000 0,35330210 
4320 a 5760 0,28468000 0,31025700 0,39111400 
5760 a 7200 0,31045300 0,42253600 0,55221000 
7200 a 8640 0,26005800 0,33153000 0,58203300 
8640 a 10080 0,28025000 0,35032190 0,48193700 

10080 a 11520 0,33170300 0,41143000 0,5911025* 
Promedio 0,26538200 0,31724200 0,43995222 

Tabla 5.16: Tiempo de ejecución promedio obtenido por cada método. 

Experi-
mento 

Promedio de tiempo de ejecución Ganancia 
porcentual ESS ESS-IM HESS-IM 

(CPU) 
HESS-IM 

(CPU/GPU) 
Caso1 00:48:45 00:50:10 00:55:20 00:20:02 63,80% 
Caso2 00:56:40 00:57:20 00:59:12 00:23:12 60,81% 
Caso3 00:59:45 01:01:15 01:10:00 00:27:01 61,40% 
Caso4 00:56:55 00:58:35 01:05:25 00:25:05 61,66% 
Caso5 01:16:04 01:18:06 01:22:15 00:33:06 59,76% 

Caso1 real - 01:50:00 02:05:33 00:50:11 60,03% 
Caso2 real - 01:59:28 02:17:21 00:53:20 61,17% 
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5.3. Síntesis  
La hibridación implementada en HESS-IM utilizando tres 
metaheurísticas poblacionales evolutivas ha permitido mejorar el 
optimizador del método incrementando la calidad de predicción del 
método. La hibridación se ve mejorada utilizando un esquema de 
migración basado en topología de anillo entre diferentes 
metaheurísticas utilizando una configuración de parámetros clásica. La 
metodología es validada aplicando la misma sobre casos de quemas 
controladas como así también en casos de incendios forestales. La 
implementación CPU-GPU del método ha permitido mejorar también 
el rendimiento del método en términos de tiempo de ejecución, siendo 
este un factor de suma importancia en los sistemas abocados a resolver 
problemáticas con gran impacto social. 
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CAPÍTULO 6 

Calibración de Métodos  

En esta sección se presentan los estudios de calibración más 
significativos realizados durante la presente tesis con el propósito de 
incrementar el rendimiento de los métodos mediante la elección 
adecuada de parámetros de configuración de las metaheurísticas 
intervinientes. Puntualmente se trata de estudios de calibración y/o 
sintonización estática de los métodos.  

6.1. Introducción  
Los AEP pueden obtener diferentes resultados, en función de la 
configuración de parámetros evolutivos utilizada [168], haciendo que 
operen de mejor o peor manera en función de dicha configuración. Esto 
impacta tanto en términos de la calidad de las soluciones encontradas, 
como así también en relación a la cantidad de tiempo y recursos 
utilizados.  

6.1.1. Tipos de calibración  

Para obtener una configuración óptima de estos parámetros, es 
necesario someter el algoritmo a un proceso de optimización, análisis 
y/o ajuste [66]. Dicho proceso de optimización se conoce como 
calibración, sintonización o análisis de parámetros. Debido a que las 
metaheurísticas son aplicadas a diferentes tipos de problemas, con 
características disímiles, es difícil definir una configuración genérica de 
parámetros para cada metaheurística. Según [66], dos son las técnicas 
más difundidas para realizar un análisis de calibración de parámetros: 
a) Calibración de parámetros Off-line:  
Esta técnica consiste en definir diferentes configuraciones de 
parámetros para ser ejecutadas de forma independiente. Los valores de 
cada parámetro son establecidos antes de ejecutar el algoritmo y se 
mantienen estáticos durante toda la ejecución. Cuando todas las 
experimentaciones fueron llevadas a cabo, se analizan los resultados 
obtenidos y se identifica la configuración de parámetros que permite 
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obtener mejores resultados. Uno de los principales inconvenientes de 
este tipo de enfoques se relaciona a su alto costo computacional. 
Cuando el estudio incluye una reducida cantidad de experimentos o 
cuando se trata de estudios de sondeo, los experimentos pueden ser 
realizados mediante un Diseño por Hipercubo Latino (Latin Hypercube 
Design, LHD) [169], diseño fraccional [170], entre otros. Sin embargo, 
existen técnicas de calibración está tica que consisten en plantear la 
búsqueda de parámetros como un problema de optimización, esto se 
conoce como metaoptimización, algunos ejemplos son irace [171], 
ParamILS [172] y SMAC [173].  
b) Calibración de parámetros On-line:  
En la calibración on-line los valores de cada parámetro son 
determinados de manera dinámica en tiempo de ejecución. Este 
enfoque, permite adaptar los parámetros para mejorar la efectividad de 
una configuración de parámetros que pueda cambiar en diferentes 
momentos de la búsqueda.  
La implementación de cada una de estas técnicas posee diferentes 
niveles de complejidad, ventajas y desventajas que deben ser analizadas 
en detalle, junto con el tipo de problema a tratar. Cabe destacar que, 
debido al tipo de fenómeno tratado, la complejidad de la arquitectura 
interna del método, el grado de utilización de recursos necesario y la 
cantidad de parámetros involucrados, los análisis de calibración de 
parámetros realizados en el presente trabajo son del tipo Off-line (o 
estático) con propósito de sondeo basado en LHDs.  

6.2. Calibración de ESS-IM  
En esta sección se presentan dos tipos de análisis de calibración llevadas 
a cabo en ESS-IM. En el primero, el estudio se realizó utilizando una 
configuración homogénea de parámetros, es decir, se analizaron 
diferentes configuraciones de parámetros, instanciando todas las islas 
con la misma configuración. En el segundo análisis, se realizó un 
estudio de calibración utilizando una configuración heterogénea de pará 
metros, es decir, utilizando una lista de buenas configuraciones e 
instanciando cada isla con una configuración diferente (escogiendo 
entre las mejores configuraciones de parámetros). 
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6.2.1. Parámetros de los AEP  

En primer lugar, es necesario determinar los parámetros que serán 
sometidos al análisis de calibración y qué rangos de valores serán 
considerados para cada uno de ellos. A continuación, se listan los 
parámetros más significativos de todo AEP, es importante tener en 
cuenta que no se listan aquellos parámetros específicos de cada 
metaheurística. Además, es importante mencionar que no todos los 
parámetros han sido calibrados, igualmente dichos parámetros se 
describen para dejar en claro los valores que fueron utilizados en dichos 
casos:  
a) Umbral de fitness:  
Determina el valor de aptitud mínimo que debe ser obtenido por al 
menos un individuo. Un valor bajo implica menor tiempo para 
encontrar una la solución, pero con mayor probabilidad de ser un valor 
distante del óptimo. En cambio, un valor elevado, dificultará la 
convergencia a una solución, incrementando el tiempo de 
procesamiento.  
b) Cantidad máxima de iteraciones:  
Determina la cantidad máxima de generaciones evolutivas que se 
llevará a cabo, suele ser utilizada como condición de finalización junto 
con el umbral de fitness3. Pocas iteraciones harán que el algoritmo 
finalice más rápido, con un pobre nivel de exploración del espacio de 
búsqueda. Por el contrario, mayor cantidad de iteraciones puede generar 
pérdidas considerables de tiempo.  
c) Cantidad de islas:  
Establece la cantidad total de poblaciones o subpoblaciones que 
participarán del AEP. Mientras más poblaciones sean utilizadas, mejor 
se explorará el espacio de búsqueda incrementando la cantidad de 
recursos necesarios, como así también el tiempo de procesamiento.  
d) Cantidad de individuos por isla:  
Determina la cantidad total de individuos que cada población 
mantendrá durante toda la ejecución del algoritmo (generalmente suele 
ser fija). Éste es un parámetro importante que afecta el rendimiento y la 
eficiencia del AEP, ya que si las poblaciones son muy pequeñas existirá 
poca diversidad, haciendo que no se puedan alcanzar soluciones de 
                                                            
3 Ambos parámetros (umbral de fitness y cantidad máxima de iteraciones) se utilizan 
en conjunto como condición de parada del componente de optimización de los métodos 
presentados. 
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calidad. En cambio, a mayor tamaño aumentará la diversidad, pero será 
necesario realizar mayor cantidad de evaluaciones.  
e) Cantidad de individuos a migrar:  
El proceso de migración consiste en intercambiar soluciones candidatas 
entre las diferentes islas, realizando la selección de individuos en cada 
isla. Este parámetro especifica cuántos individuos deben ser copiados 
hacia las islas vecinas al producirse una migración.  
f) Criterio migración:  
Este parámetro indica la forma en que serán seleccionados los 
individuos que migrarán (por ejemplo, si se escogen los mejores 
individuos, o si la selección se produce de forma aleatoria, o una 
combinación entre ambas, etc.). También indica qué va a ocurrir con 
los nuevos individuos que se incorporen de otras poblaciones (por 
ejemplo, si reemplazarán a los peores, si el reemplazo se realizará de 
forma aleatoria, etc.).  
g) Frecuencia de migración:  
Este parámetro establece cuándo ocurre la migración, ésta puede 
realizarse de manera periódica, de manera determinista o a partir de un 
evento determinado. Una configuración habitual de este parámetro es 
en función al número de iteraciones. Es importante tener en cuenta que 
la migración introduce una sobrecarga de comunicación, por lo que este 
parámetro se debe determinar cuidadosamente para que la 
comunicación no domine a la computación.  
h) Probabilidad de cruzamiento:  
Parámetro que controla el accionar del operador de cruzamiento. Esto 
lo logra determinando con que probabilidad se realizará el cruzamiento 
entre dos individuos. Se espera que este operador explote las mejores 
características de la población actual.  
i) Probabilidad de mutación:  
Parámetro que define con que probabilidad se mutará cada elemento de 
la población. La mutación actúa sobre un único individuo. 
Generalmente, se recomiendan valores pequeños para este parámetro.  
j) Topología de comunicación:  
Especifica la relación de comunicación entre las diferentes islas para 
el proceso de migración, una de las estrategias más comunes es la 
topología de anillo. 
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6.2.2. Calibración homogénea  

En la Tabla 6.1 se listan los parámetros incluidos en el estudio de 
calibración junto con sus rangos asociados. Los parámetros con valores 
fijos no han sido calibra dos, pero los valores indicados (para tales 
parámetros) son los utilizados en todos los experimentos. Es importante 
tener en cuenta que los rangos utilizados para cada parámetro han sido 
seleccionados en función de la literatura y trabajos previos realizados 
[174].  

Tabla 6.1: Parámetros evolutivos y rangos utilizados. 

Parámetro Fijo / dinámico Valor / rango 
Umbral de fitness dinámico 0,55 a 0,85 

Cantidad máxima de de iteraciones dinámico 100 a 500 
Cantidad de islas fijo 4 

Cantidad de individuos por isla dinámico 10 a 200 
Cantidad de individuos a migrar dinámico 5 a 20 

Criterio de migración fijo elitista 
Frecuencia de migración dinámico 1 a 10 

Probabilidad de cruzamiento dinámico 10 al 60% 
Probabilidad de mutación dinámico 0,1 a 2,5% 

Topología de comunicación fijo anillo 

El experimento se desarrolló mediante un Diseño por Hipercubo Latino 
(es decir, cuántos experimentos serán llevados a cabo y que 
configuración de parámetros tendrá cada uno de ellos), mediante el 
software estadístico R [175]. En la Tabla 6.2 se observa cada uno de los 
experimentos del LHD con sus valores de parámetros. La fila 0 
corresponde a la configuración de parámetros clásica, es decir una 
configuración de parámetros obtenida en experimentaciones previas 
(no generada por el LHD). El resto de las filas (1 a 20) corresponden a 
los experimentos del LHD, donde se han marcado con asterisco (*) las 
mejores configuraciones de parámetros obtenidas mediante el ranking 
de parámetros (ver sección 6.2.3.1).  

Los casos de estudio utilizados para evaluar los experimentos 
corresponden a dos incendios controlados denominados caso A y B 
(correspondientes a los casos 4 y 2 de la Tabla 5.1, respectivamente). 
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Tabla 6.2: Lista de experimentos según LHD. 

Exp. Umbral It. Ind. Ind. 
Migrar 

Frec. 
M. 

Cruce 
(%) 

Mut. 
(%) 

0* 0,70 200 200 5 5 60 0,5 
1 0,78 373 68 3 2 44 0,7 

2* 0,75 419 194 17 4 37 1,7 
3* 0,74 198 175 3 7 19 1,1 
4* 0,71 302 41 11 10 42 0,3 
5* 0,81 172 25 9 3 22 2,0 
6 0,56 359 125 4 9 27 2,1 

7* 0,68 129 145 20 7 24 2,2 
8 0,69 117 91 5 7 58 1,7 

9* 0,59 429 187 7 5 30 0,4 
10 0,57 144 51 6 4 28 0,6 
11* 0,65 249 97 19 8 10 0,9 
12* 0,73 454 39 9 12 40 0,35 
13* 0,84 465 110 12 3 13 1,5 
14* 0,62 263 15 4 6 53 1,4 
15 0,64 328 62 16 3 17 1,3 
16* 0,80 293 123 13 9 33 0,5 
17* 0,67 486 162 15 6 56 1,1 
18* 0,82 234 139 9 5 48 2,4 
19 0,77 398 37 8 9 39 1,8 
20* 0,161 304 84 14 1 45 2,4 

La ejecución de los experimentos se llevó a cabo evaluando tanto el 
tiempo de ejecución promedio de cada configuración de parámetros, 
como así también la calidad de predicción para cada paso de predicción 
(𝑡𝑖). Debido a que ESS-IM posee un comportamiento estocástico, se 
fijaron 30 semillas para ser utilizadas en cada experimento. Por lo tanto, 
por cada configuración de parámetros del LHD se realizaron 30 
ejecuciones, una con cada semilla, y se tomó como resultado final (para 
cada paso de predicción) el promedio de éstas. Es importante tener en 
cuenta que el conjunto de 30 semillas fue el mismo que se utilizó en 
cada experimento; los cuales fueron ejecutados en un clúster Linux, 
bajo un entorno MPI y Gigabit Ethernet al igual que los experimentos 
del Capítulo 5. 
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Tabla 6.3: Caso A: Resultados promedios de calidad de predicción y tiempo 
de ejecución. 

Exp. Paso1 Paso2 Paso3 Promedio Tiempo (seg) 
0 0,8454280 0,8436720 0,769039 0,8193795000 2988,665519 
1 0,1060040 0,1085770 0,772652 0,3290776667 2612,619676 
2 0,1505860 0,8013100 0,610826 0,5209073333 2244,432355 
3 0,2862210 0,8132780 0,806390 0,6352963333 1429,851508 
4 0,8626640 0,7790930 0,800682 0,8141463333 1206,655527 
5 0,6725220 0,5769640 0,801539 0,6836750000 1713,710328 
6 0,2000710 0,7937920 0,682604 0,5588223333 1382,225014 
7 0,2555400 0,8010320 0,781745 0,6127723333 1253,853691 
8 0,0909530 0,8120400 0,730489 0,5444940000 2212,788611 
9 0,1362760 0,8064392 0,816010 0,5862417333 2008,577016 

10 0,2392040 0,6424780 0,793625 0,5584356667 1696,546906 
11 0,0740595 0,7323470 0,500000 0,4354688333 1205,362326 
12 0,0742444 0,7995600 0,824750 0,5661848000 1233,445413 
13 0,2450130 0,7335930 0,763948 0,5808513333 4100,662664 
14 0,1583520 0,7837970 0,780156 0,5741016333 870,643627 
15 0,0740207 0,6402120 0,798640 0,5042909000 1105,949597 
16 0,0740498 0,7904000 0,808626 0,5576919333 2261,608520 
17 0,1154470 0,7155060 0,553548 0,4615003333 2756,909569 
18 0,2280060 0,7243200 0,804320 0,5855486667 4860,861947 
19 0,0979542 0,6428020 0,806483 0,5157464000 2441,529033 
20 0,1616130 0,6282050 0,815780 0,5351993333 1830,742101 

Los resultados obtenidos tras el análisis de calibración han sido 
comparados con los resultados de trabajos previos (resultados de fila 0 
en Tablas 6.3 y 6.4), donde se utilizó la configuración clásica de 
parámetros sobre los mismos casos de estudio. En las Tablas 6.3 y 6.4, 
se pueden observar los resultados de calidad de predicción de cada 
experimento para cada paso de predicción, junto con el tiempo 
consumido por cada configuración de parámetros (en negrita se han 
resaltado los mejores valores de cada paso de predicción y el menor 
tiempo). Con el objetivo de cuantificar de forma global cada 
configuración de parámetros, se ha incluido una métrica adicional un 
valor promedio de calidad de predicción para cada experimento 
(columna promedio en Tablas 6.3 y 6.4). De esta manera se puede 
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determinar, de mejor manera, aquellas configuraciones de parámetros 
que obtienen mejor rendimiento en términos de calidad de predicción.  

Tabla 6.4: Caso B: Resultados promedios de calidad de predicción y tiempo 
de ejecución. 

Exp. Paso1 Paso2 Paso3 Paso4 Paso5 Promedio Tiempo 
(seg) 

0 0,7837408 0,73424225 0,785167 0,7625736 0,7627824 0,76570 3192,0 

1 0,1170257 0,8760320 0,718751 0,5892480 0,6666530 0,59354 1498,1 

2 0,2778965 0,6598605 0,648686 0,8150000 0,7631790 0,63292 2449,9 

3 0,2393410 0,8342910 0,721708 0,6763865 0,7297110 0,64020 1664,0 

4 0,0826920 0,8067395 0,759430 0,7647505 0,7076375 0,62424 1601,1 

5 0,4682175 0,3455755 0,162250 0,4615845 0,7904290 0,44560 2794,5 

6 0,0816627 0,7454375 0,726323 0,7599560 0,7044820 0,60357 2350,8 

7 0,3033375 0,7232620 0,750490 0,7276985 0,6625795 0,63340 1566,0 

8 0,1172037 0,6676135 0,631893 0,8344765 0,6930670 0,58885 1992,5 

9 0,3383910 0,7896695 0,772685 0,8092990 0,7965525 0,70130 2219,0 

10 0,1267454 0,7686335 0,665308 0,4499535 0,6498410 0,53209 1780,4 

11 0,0613998 0,8829155 0,653462 0,8386590 0,7605645 0,63940 1680,9 

12 0,1326515 0,7376670 0,718484 0,6731375 0,7376750 0,59992 1336,6 

13 0,1891811 0,1465973 0,759166 0,7312195 0,6653610 0,49830 6476,5 

14 0,2702287 0,7780405 0,705941 0,6163610 0,7913965 0,63239 543,8 

15 0,1213762 0,7192760 0,611154 0,6411255 0,7299095 0,56456 2054,5 

16 0,0388287 0,6261275 0,776841 0,7649100 0,5994470 0,56123 3149,3 

17 0,1097427 0,8154585 0,744599 0,7355995 0,7801650 0,63711 2620,3 

18 0,2101255 0,8628810 0,685358 0,6809360 0,7729920 0,64240 5334,4 

19 0,0856205 0,6627430 0,685097 0,6971825 0,4949295 0,52510 1797,2 

20 0,2460463 0,8789670 0,642796 0,7950940 0,6981135 0,65220 1778,7 

Para comparar de forma clara los resultados obtenidos, en la Fig. 6.1 se 
han graficado las curvas de calidad de predicción para cada caso de 
estudio. Con el objetivo de simplificar la interpretación de dichos 
resultados, sólo se han graficado 5 de los 20 resultados de interés por 
cada incendio, estos son:  
a) La línea rotulada como Clásica representa los valores de calidad de 
predicción obtenidos utilizando la configuración clásica de parámetros 
(es decir, fila 0 de la Tabla 6.2).  
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Figura 6.1: a) Comparación de calidad de predicción utilizando 

configuración clásica de parámetros, las tres mejores configuraciones y la 
configuración ideal (Exp.21). Caso A y Caso B. 

b) Los tres mejores resultados en función de la métrica promedio:  
• Caso A: experimentos: 3, 4 y 5.  
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• Caso B: experimentos: 9, 18 y 20.  
c) La configuración de parámetros óptima seleccionando manualmente 
los mejores resultados de cada experimento y cada paso de predicción. 
La línea bajo el nombre de Exp.21, representa los mejores resultados de 
calidad de predicción obtenidos tras comparar los 20 experimentos del 
LHD y la configuración clásica. En este caso los valores de calidad de 
predicción no corresponden a una única configuración de parámetros, 
es decir, los valores corresponden a los resaltados en negrita en las 
Tablas 6.3 y 6.4. La incorporación de esta curva nos permite valorar la 
dificultad existente para obtener una única configuración parámetros 
óptima, que brinde el mejor desempeño en todos los pasos de 
predicción. 

Es importante tener en cuenta que, para el Caso A, los resultados de 
calidad de predicción previos a la calibración se encontraban por 
encima del 0,76903, lo que deja un margen de mejora bastante reducido, 
equivalente a 0,23096 (ya que, debido a las características del 
fenómeno, difícilmente se pueda alcanzar un valor de fitness próximo a 
1). Por este motivo, y debido a que se está tratando de predecir un 
fenómeno natural de alta complejidad, se puede decir que los valores 
obtenidos son considerablemente importantes. En el Caso B, se produce 
una situación similar, el margen de mejora es igual a 0,26575. Sin 
embargo, en este caso los incrementos de calidad de predicción son un 
tanto superiores, principalmente en el minuto 8 y 12.  
Si se observa el comportamiento de los resultados en función del tiempo 
de ejecución (ver Fig. 6.2), se puede observar que las configuraciones 
de parámetros con valores elevados consumen mayor cantidad de 
tiempo. Por ejemplo, el experimento 13 (para ambos casos de estudio) 
posee el mayor umbral de fitness de todo el diseño, igual a 0,84, y una 
alta cantidad de iteraciones equivalente a 465. Estos valores obligan a 
la metaheurística a iterar hasta que se alcance dicho valor de umbral o 
a llegar a la cantidad de 465 iteraciones evolutivas. En contraste, la 
configuración que menor tiempo consume es la 14, la cual tienen 
valores intermedios de umbral de fitness y cantidad de iteraciones, pero 
una reducida cantidad de individuos, igual a 15. Finalmente, también es 
interesante observar el tiempo consumido por las dos mejores 
configuraciones. Por ejemplo, para el Caso A, la mejor configuración 
(experimento 0) emplea un total de 2988,66 segundos, con un valor 
promedio igual a 0,81937, y la segunda mejor configuración 
(experimento 4) emplea 1206,65 segundos, con un valor promedio igual 
a 0,81414. En el Caso B, la mejor configuración (experimento 0) utiliza 
3192,04 seg, con un promedio igual a 0,76570, y la siguiente 
(experimento 9) consume 2219,04 seg con un promedio de calidad de 
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predicción equivalente a 0,70131. En el Caso A, la reducción de tiempo 
es superior al 50% con una diferencia mínima en la calidad promedio, 
en cambio en el Caso B, la reducción no es tan significativa, y la 
diferencia en términos de calidad de predicción es bastante más notoria, 
lo cual puede justificar el mayor uso de recursos obteniendo una mejor 
calidad de predicción. Estos resultados evidencian que una 
configuración única de parámetros difícilmente logre obtener el mejor 
resultado en todos los pasos de predicción.  

 
Figura 6.2: Comparación de tiempo de ejecución para cada experimento  

y caso de estudio. 

Tal como ya se ha mencionado, la implementación de ESS-IM de esta 
experimentación utiliza una configuración de parámetros evolutivos de 
forma global u homogénea, es decir que, si bien cada isla inicializa su 
población utilizando una semilla diferente, todas las islas evolucionan 
siguiendo la misma configuración de parámetros (mismo criterio de 
búsqueda). En función de los resultados obtenidos se puede observar 
que la calibración de parámetros permite incrementar la calidad de 
predicción del método en más del 60 % de los pasos de predicción 
(considerando los resultados del experimento 21 de la Fig. 6.1), 
destacando la importancia de todo análisis de calibración. Además, que 
no es posible determinar una única configuración de parámetros óptima, 
debido que los mejores valores encontrados (para cada paso de 
predicción) no son generados por una misma configuración de 
parámetros. Por lo tanto, una determinada configuración puede brindar 
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en 𝑡𝑖, un valor de alta calidad de predicción, y en 𝑡𝑖+1 lo contrario, o 
viceversa. Además, es importante observar que, si bien se logra 
incrementar la calidad en diferentes pasos de predicción en ambos casos 
de estudio, los mejores valores en la medida promedio son obtenidos 
por la configuración clásica. En este sentido, tal como se menciona en 
[176] y en función de los resultados presentados, se observa que la 
robustez del método puede ser incrementada si se utiliza una 
configuración heterogénea de parámetros evolutivos. Es decir, si el 
método utiliza diferentes configuraciones de parámetros en cada isla. 

6.2.3. Calibración heterogénea  

En [176] y [177], se ha demostrado que la combinación de varios 
procesos de búsqueda utilizando configuraciones heterogéneas de 
parámetros, incrementa la robustez del mecanismo de búsqueda, 
permitiendo explorar el espacio de soluciones de manera más eficiente, 
facilitando así la obtención de mejores resultados. Desde el punto de 
vista de configuración de parámetros evolutivos, un AEP basado en 
islas puede implementarse tanto de forma homogénea como 
heterogénea. La primera consiste en que la totalidad de las islas utilicen 
la misma configuración de parámetros evolutivos (a excepción de las 
poblaciones inicializadas de forma independiente), es decir, los mismos 
valores de tamaño de población, probabilidad de cruce, mutación, etc. 
En cambio, el segundo consiste en utilizar diferentes configuraciones 
de pará metros en cada isla, ya sean configuraciones previamente 
conocidas, obtenidas por medio calibración, o incluso utilizando 
valores aleatorios dentro de rangos preestablecidos.  
En una implementación heterogénea existen parámetros que suelen ser 
compartidos entre las islas, como: a) la cantidad de individuos a migrar 
y b) la frecuencia de migración. Con el propósito de evitar 
incompatibilidades entre estos parámetros, en este estudio de 
calibración se plantean cuatro escenarios diferentes, representados 
gráficamente en la Fig. 6.3, los cuales se describen brevemente a 
continuación:  
a) Menor cantidad de parámetros: este esquema plantea que los 
parámetros compartidos (frecuencia de migración y cantidad de 
individuos a migrar) no utilicen valores heterogéneos en cada isla, es 
decir, que sean instanciados con valores fijos. El resto de los parámetros 
utilizarán, en cada isla, los valores correspondientes a las 
configuraciones de parámetros establecidas en cada isla. Por ejemplo, 
en la Fig. 6.3.a la isla 0 utiliza la configuración de parámetros 16, 
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mientras que la isla 1 utiliza la configuración 4. De esta manera, cada 
isla utilizará todos los valores establecidos en la Tabla 6.2 para cada 
configuración, a excepción de los parámetros de migración. Los cuáles 
serán obtenidos a partir de la configuración 0 de la Tabla 6.2.  
b) Agrupamiento de islas: en este esquema intervienen todos los 
parámetros, pero aquellas islas que utilizan la misma configuración de 
parámetros se agrupan, generando una migración entre grupos de islas 
que poseen diferentes parámetros (existiendo de esta manera dos 
jerarquías de migración). En la Fig. 6.3.b se ha graficado este concepto. 
Como se puede observar, las islas 0– 1 y 2– 𝑛 (que poseen la misma 
configuración de parámetros entre sí) son agrupadas, evitando de esta 
manera la incompatibilidad de parámetros de migración.  
c) Promedio de parámetros: en este escenario las islas operan con 
parámetros diferentes, pero al momento de realizar la migración, se 
utiliza un valor promedio para aquellos parámetros en conflicto. Es 
decir, si una isla posee en su parámetro cantidad de individuos a migrar 
un valor 𝑛, y la otra isla un valor 𝑚, se utilizará como valor en las 
migraciones el promedio de ambos. En la Fig. 6.3.c se han representado 
dos islas (con diferentes configuraciones de parámetros), las cuales en 
el proceso de migración utilizan el promedio de los parámetros de 
ambas islas.  

 
Figura 6.3: Escenarios de configuración de parámetros compartidos: a) 
menor cantidad de parámetros, b) agrupamiento de islas, c) promedio de 

parámetros, y d) parámetros adaptativos. 

d) Adaptativo: en este esquema cada isla utiliza una configuración 
diferente de parámetros, en donde las islas se adaptan a la configuración 
de parámetros de migración de la isla emisora con la cual se encuentra 
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comunicando en cada instante de migración. Por ejemplo, en la Fig. 
6.3.d, para el parámetro cantidad de individuos a migrar, donde cada 
isla posee un valor diferente, migración entre dos islas con diferentes 
parámetros una isla puede enviar 𝑛 individuos y recibir 𝑚 individuos.  
La experimentación llevada a cabo consistió en tomar los resultados 
obtenidos en la sección 6.2.2, los cuales permitieron determinar 
configuraciones que ofrecían valores prometedores de calidad de 
predicción, sin poder determinar una única con figuración, ya que los 
resultados varían por cada paso de predicción. En dicha calibración se 
evaluaron las 21 configuraciones de parámetros (Tabla 6.2), 20 de ellas 
generadas a través de un Diseño por Hipercubo Latino, además de un 
experimento adicional obtenido en base a una configuración clásica de 
parámetros (configuración No. 0 en Tabla 6.2).  

6.2.3.1. Ranking  

Con el objetivo de utilizar aquellas configuraciones que ofrecen 
mejores resultados en términos de calidad de predicción, se decidió 
elaborar un ranking que permitiese llevar a cabo esta identificación, y 
además reducir la cantidad de experimentaciones. El ranking se elaboró 
analizando el resultado de las configuraciones de la Tabla 6.2, es decir, 
los resultados obtenidos para cada configuración de pará metros. La 
clasificación de las configuraciones de parámetros se realizó para 
ambos incendios (columnas Caso A y Caso B en Tabla 6.5) como para 
el promedio de ambos (columna Promedio en Tabla 6.5). El ranking 
generado puede observarse en la Tabla 6.5; los valores de las columnas 
Caso A, Caso B y Promedio Total indican el número de configuración 
de parámetros de la Tabla 6.2. Por lo tanto, de las 21 configuraciones 
iniciales, se logró reducir, mediante un ranking de 11 posiciones, a un 
total de 15 configuraciones posibles de parámetros finales, las cuales 
han sido marcadas con “*” en la Tabla 6.2. Es importante remarcar que 

las configuraciones del ranking (Tabla 6.5) son las que ESS-IM y asigna 
a cada una de las islas al momento de instanciar el método. La selección 
de cada configuración, a nivel de isla, se realiza de forma aleatoria en 
el proceso master de cada isla (previamente la totalidad de las 
configuraciones son enviadas desde el proceso monitor).  
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Tabla 6.5: Ranking de configuración de parámetros. Cada valor de las 
columnas: Caso A, Caso B y Promedio corresponden a números (No.) de 

configuraciones de parámetros de la Tabla 6.2. 

Ranking Caso A Caso B Promedio 
1° No. 0 No. 0 No. 0 
2° No. 5 No. 9 No. 9 
3° No. 18 No. 20 No. 18 
4° No. 3 No. 18 No. 3 
5° No. 14 No. 3 No. 14 
6° No. 13 No. 11 No. 7 
7° No. 7 No. 17 No. 4 
8° No. 9 No. 7 No. 20 
9° No. 4 No. 2 No. 12 
10° No. 16 No. 14 No. 2 
11° No. 12 No. 4 No. 5 

6.2.3.2. Resultados  

Para la experimentación se utilizaron los mismos casos de quemas 
controladas del estudio anterior, es decir Caso A y B. Los resultados 
obtenidos, tanto en términos de calidad de predicción como en tiempo 
de procesamiento, han sido comparados con los obtenidos por ESS-IM 
utilizando una configuración homogénea de parámetros. Con el 
objetivo de clarificar las gráficas y tablas de resultados, se ha nombrado 
como: ESS-IM y ESS-IMh, el primero hace referencia a la 
implementación original de ESS-IM basada en una configuración 
homogénea de parámetros evolutivos, y el segundo a la versión de 
configuración heterogénea. Es importante remarcar que la 
configuración de parámetros utilizada por ESS-IM en dichos 
experimentos corresponde a la configuración No. 0 de la Tabla 6.2 
(dado que en los resultados promedios es la configuración que obtiene 
mejor desempeño), mientras que en ESS-IMh cada isla utiliza algunas 
de las 15 configuraciones generadas por el ranking. Ambos métodos 
poseen la misma configuración de parámetros para todas las 
características comunes relacionadas con la configuración operativa del 
AEP (es decir, número de islas, workers por isla, etc.). Es importante 
tener en cuenta que las diferentes configuraciones evaluadas se 
representan en la Tabla 6.6. Tal como se puede observar, se llevaron a 
cabo 12 experimentos, donde se varía el tipo de migración (tipos a, b, c 
o d de la Fig. 6.3) y la existencia de cambios de parámetros por isla en 



MÉTODO DE REDUCCIÓN DE INCERTIDUMBRE BASADO EN ALGORITMOS EVOLUTIVOS Y PARALELISMO 

ORIENTADO A LA PREDICCIÓN Y PREVENCIÓN DE DESASTRES NATURALES  141 

tiempo de ejecución (modificación realizada en cada paso de 
predicción). Los valores posibles son: a) si, b) no, y c) probabilidad, 
donde este último indica la probabilidad con la que se cambiarán los 
parámetros de cada isla en cada paso de predicción. En todas las 
ejecuciones se utilizó un valor de probabilidad igual a 0,2. Y 
finalmente, la última columna indica (sólo para el tipo de migración 𝑏) 
el porcentaje de migración de individuos (entre grupos de islas) y la 
frecuencia. Al igual que el parámetro mencionado previamente, 
tampoco es sintonizado.  
 

Tabla 6.6: Configuración de experimentos realizados.   

Exp. Tipo de 
Migración 

Cambio por paso de 
predicción Migración jerárquico 

1 a si – 
2 b si 10% cada iteración 
3 c si – 
4 d si – 
5 a no – 
6 b no 10% cada iteración 
7 c no – 
8 d no – 
9 a probabilidad – 

10 b probabilidad 10% cada iteración 
11 c probabilidad – 
12 d probabilidad – 

En la Fig. 6.4 se ha graficado la calidad de predicción para los 𝑁 pasos 
de predicción de cada experimento. Dicha calidad de predicción 
obtenida para cada método ha sido generada a partir del promedio de 
20 ejecuciones. Es importante mencionar que se han graficado 
únicamente los cuatro mejores resultados obtenidos, siendo éstos los 
producidos por los experimentos: 5, 6, 9 y 10. Tal como se puede 
observar, el hecho de modificar la configuración de parámetros en cada 
paso de predicción no aporta mejoras en los resultados obtenidos 
(experimentos 1 a 4). Entre los experimentos 5 y 9 prácticamente existe 
poca diferencia, estos experimentos implementan el esquema de 
migración a, el cual utiliza parámetros diferentes sin incluir los 
parámetros de migración, en su lugar se utiliza la configuración de ESS-
IM (exp. 0, de la Tabla 6.2). Los mejores resultados corresponden a los 
experimentos 6 y 10, los cuales utilizan un esquema de migración 
basado en agrupamiento de islas, donde entran en juego todos los 
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parámetros, y donde es necesario incluir una migración de mayor 
jerarquía entre los grupos de islas. Este esquema permite alcanzar 
mejores niveles de calidad de predicción en ambos casos de estudio. 

 
Figura 6.4: Comparación de calidad de predicción utilizando configuración 

clásica de parámetros, las tres mejores configuraciones y la ideal.  
Caso A y B. 
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6.3. Calibración de HESS-IM  
En esta sección se presentan los resultados de un breve estudio de 
calibración del método HESS-IM. Es importante mencionar, que los 
parámetros utilizados en las experimentaciones de HESS-IM fueron 
establecidos a partir del estudio de valores de referencia hallados en la 
literatura, los cuales permitieron establecer una configuración de 
valores que ha permitido satisfacer las perspectivas esperadas dentro de 
rangos aceptables. Por este motivo, no se llevó a cabo un estudio 
paramétrico completo de todos los parámetros intervinientes. Tales 
parámetros de configuración se presentan en la Tabla 6.7. Estos son los 
utilizados en el Capítulo 5 en la sección 5.2.3, donde se presentaron los 
resultados de experimentación de HESS-IM.  

Tabla 6.7: Configuración de parámetros HESS-IM, EA, DE y PSO. 

Parámetro Valor 
Umbral de fitness 0,7 

Iteraciones 200 
Individuos por isla 200 

Islas 5 
Individuos a migrar 20,00% 

Criterio semi-elitista 
Frecuencia 1 iteración 

Workers por isla 7 
(EA) Criadores 0,8 

(EA) Mín. cruzamiento 0,2 
(EA) Máx. cruzamiento 0,6 

(EA) Mutación 0,5 
(DE) f, Factor de mutación 0,9 

(DE) Cr, Cruzamiento 0,3 
(PSO) c1 y c2, Coeficientes de aceleración 0,5 

(PSO) w, Factor inercial 0,6 
(PSO) Tamaño del vecindario incremental 

Este estudio, al igual que los anteriores, se ha llevado a cabo con el 
propósito de identificar las configuraciones del método que puedan 
ofrecen el mejor desempeño posible. En este caso, el estudio se ha 
centrado en evaluar la mejor manera en que las islas deben utilizar a 



 
MIGUEL MÉNDEZ-GARABETTI         144 

cada metaheurística, relacionado con el proceso de migración dentro de 
la topología de comunicación, con el objetivo de lograr maximizar la 
colaboración e interacción entre las diferentes metaheurísticas. Por lo 
tanto, en este estudio no se evalúa el impacto de la variación de los 
parámetros principales de cada metaheurística. Sino en cambio, con una 
visión a nivel de islas, se experimenta con diferentes configuraciones 
de instanciación de metaheurísticas por isla. Estos esquemas se listan a 
continuación:  

▪ Instanciación A: En este esquema, las islas pueden ser 
instanciadas con cualquier metaheurística, por lo que las 
migraciones pueden realizarse entre islas con iguales o 
diferentes metaheurísticas.  

▪ Instanciación B: Aquí se genera aleatoriamente el orden o 
posición de las metaheurísticas, evitando que la misma 
metaheurística esté presente en dos islas lindantes. Es decir, la 
migración siempre ocurre entre diferentes metaheurísticas sin 
importar el orden.  

▪ Instanciación C: Igual al esquema anterior, pero en este caso 
también se con trola la secuencia de repetición de las 
metaheurísticas. Es decir, cada isla (en ambos sentidos del 
anillo) debe estar comunicada con islas que posean diferentes 
metaheurísticas.  

6.3.1. Resultados  

HESS-IM, con sus tres diferentes modalidades de instanciación de islas, 
ha sido aplicado a tres casos de quemas reales controladas, caso 1, 3 y 
5 de la Tabla 5.1. Los resultados del promedio de 20 ejecuciones para 
cada experimento y caso se observan en la Fig. 6.5. Tal como se puede 
observar, la modalidad de instanciación de metaheurísticas que ofrece 
mejores resultados corresponde a la opción 𝐶, la cual superó en calidad 
de predicción al resto de las alternativas en los tres casos bajo análisis. 
Esta modalidad, al garantizar la migración entre diferentes técnicas de 
optimización permite mantener la diversidad en las soluciones y 
alcanzar mejor desempeño. En las gráficas también se puede observar 
que la configuración 𝐵 en ciertos instantes de tiempo presenta 
resultados próximos a la mejor alternativa. Posiblemente este resultado 
se deba a que la configuración de instanciación permite que existan islas 
comunicadas (en ambos sentidos del anillo) a una misma 
metaheurística. 
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Figura 6.5: Comparación de calidad de predicción utilizando configuración 

clásica de parámetros, las tres mejores configuraciones y la ideal.  
Caso A y B. 
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6.4. Síntesis  
Este capítulo ha presentado diferentes estudios de calibración llevados 
a cabo durante el desarrollo de la tesis. En ellos se ve reflejada la 
importancia de llevar a cabo este tipo de análisis, ya que sin realizar 
modificaciones estructurales a los métodos es posible lograr mejoras 
considerables en el desempeño de éstos. Producto de tales estudios se 
ha logrado determinar que un esquema de configuración heterogéneo 
de parámetros permite alcanzar mejores resultados en ESS-IM. 
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CAPÍTULO 7 

Imágenes Satelitales y Redes de Sensores 
Inalámbricos  

En esta sección se presentan otras líneas de investigación en las cuales 
también se avanzó durante el desarrollo de la presente tesis y aún se 
continúa trabajando. Tales temáticas persiguen el objetivo de 
implementar los métodos de reducción de incertidumbre presentados en 
los capítulos previos en un sistema integral de detección, alerta 
temprana y predicción de incendios forestales con aplicación a 
situaciones reales. Puntualmente se trabajó con la utilización de 
imágenes satelitales y redes de sensores inalámbricos, esta última aún 
en desarrollo.  

7.1. Introducción  
Con el propósito de reducir la incidencia de los incendios forestales y 
mitigar sus efectos negativos, se vuelve necesario contar con 
herramientas que permitan: a) detectar en el menor tiempo posible la 
ocurrencia de estos fenómenos, y b) pronosticar con antelación el 
comportamiento de la línea de fuego. 
En el primer caso, estas herramientas también se conocen como 
sistemas de alerta temprana, los cuales cumplen un rol muy importante 
en el proceso de lucha contra incendios debido a que permiten actuar 
antes de que el incendio se extienda demasiado, posibilitando así la 
utilización de menor cantidad de recursos en el proceso de extinción y 
minimizando los daños generados.  
En el segundo caso, cuando los incendios ya se han magnificado, 
predecir su comportamiento puede ser la herramienta que marque la 
diferencia. La predicción del comportamiento de un incendio forestal 
puede permitir gestionar los generalmente “escasos” recursos 

disponibles, de manera eficiente y segura, facilitando la toma de 
decisiones complejas tales como evacuaciones, planificación de 
cortafuegos, extracción de combustible, entre otros.  
En esta sección se presentan aspectos relacionados al diseño de un 
Sistema Integrado de Detección, Alerta Temprana y Predicción de 
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Incendios Forestales. Un esquema general de la propuesta se ha 
representado gráficamente en la Fig. 7.1, la cual incluye a uno de los 
métodos de reducción de incertidumbre desarrollados (HESS-IM), 
presentado en el Capítulo 4 (utilizado como sistema de predicción de 
comportamiento de incendios forestales). Y la integración con dos 
subsistemas: a) módulo de generación automática de mapas para su 
posterior tratamiento, y b) red (WSN/IoT) para la detección temprana 
de incendios forestales. 

 
Figura 7.1: Esquema general del sistema integrado de detección, alerta 

temprana y predicción del comportamiento de incendios forestales. 

7.1.1. Alerta Temprana y Monitoreo  

En la actualidad existen diferentes enfoques para abordar este 
problema. Sin embargo, desde un punto de vista técnico, todavía no se 
ha resuelto completa y efectivamente [178]. Tradicionalmente, la tarea 
de monitoreo se realizaba por un equipo capacitado en una torre de 
observación ubicada en un punto alto [179]. Este método de monitoreo 
sigue siendo aplicable en algunos países, aunque debido a la falta de 
fiabilidad de las observaciones humanas, diferentes técnicas de visión 
han sido propuestas, las cuales sólo son válidas en pequeños bosques 
dado que dependen del alcance de visión de los instrumentos. Otro 
enfoque tiene que ver con el uso de imágenes satelitales. Esta tecnología 
si bien permite asegurar el monitoreo de grandes áreas, como método 
de alerta temprana presenta ciertas dificultades principalmente en 
términos de respuesta en tiempo real, ya que el tiempo de refresco es 
muy alto. También existe otro método ampliamente aplicado al 
monitoreo de incendios forestales que se basa en la obtención de datos 
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sobre la fuente de emisión utilizando sensores de adquisición de datos 
a bordo de aviones, vehículos no tripula dos, drones, etc. Este enfoque 
requiere la disponibilidad de operadores y personal de mantenimiento 
de forma casi permanente, lo cual incrementa el costo de operación. 
Aunque su principal defecto, sin embargo, es que la resolución espacial 
y temporal se limita a una medición puntual en la ubicación actual del 
vehículo.  
Debido a estos inconvenientes, y con el propósito de minimizar el costo 
de moni toreo de los incendios forestales, las Redes de Sensores 
Inalámbricos (WSN, Wireless Sensor Network) surgen como una 
alternativa apropiada dado que estos dispositivos son económicos, 
compactos y pueden ser desplegados en un territorio relativamente 
extenso (idealmente para áreas protegidas) funcionando de forma 
conjunta y autónoma [180]. En este contexto, el uso de WSNs para 
asegurar el monitoreo efectivo de fenómenos tales como incendios 
forestales cobra particular interés y significación en el ámbito científico 
[181]. En la literatura se pueden encontrar gran variedad de trabajos 
donde se utilizan este tipo de tecnologías como herramientas de alerta 
temprana de incendios forestales. Por ejemplo, en [182] se describe una 
WSN jerárquica dirigida a la detección temprana de incendios en áreas 
de riesgo, integrados con los centros de mando contra incendios, 
sistemas de información geográfica y simuladores de incendios. Esta 
propuesta incluye la utilización de un receptor GPS para definir la 
ubicación específica de cada sensor. Tal componente adicional por 
nodo afecta el desempeño energético de la red y aumenta de forma 
desmedida el costo de la misma, dado que la ubicación geográfica 
podría ser registrada al momento de instalar cada sensor evitando 
incurrir en el gasto que conlleva la utilización de receptores GPS. Esto 
cobra más sentido aún si tenemos en consideración que varios nodos se 
perderán en caso de producirse un acontecimiento de incendio forestal. 
En otro trabajo, [183], se propone un framework integral para el uso de 
redes de sensores inalámbricos para la detección y monitoreo de 
incendios forestales. El mismo incluye propuestas para la arquitectura 
de red de sensores inalámbricos, esquema de despliegue de sensores y 
protocolos de agrupación y comunicación. El objetivo principal de 
dicho trabajo consiste en poder detectar lo antes posible cualquier 
amenaza de incendio, aunque dicho trabajo no fue implementado en un 
ambiente real. En [184], llevan a cabo una serie de experimentos 
utilizando incendios controlados. La red está compuesta por diez nodos 
sensores con capacidad GPS. Cada nodo se despliega con rangos de 
hasta un kilómetro transmitiendo valores de temperatura, humedad y 
presión barométrica a una estación base. Sin embargo, debido a las 
grandes distancias entre los nodos sensores, los datos adquiridos no son 
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lo suficientemente valiosos como para detectar un incendio 
rápidamente y pronosticar la dirección de propagación del incendio. 
Además, con el crecimiento del fuego y la quema de algunos de los 
nodos sensores, la red podría fallar en la entrega de los datos de todos 
los nodos de sensor a la estación base. Si bien el uso de WSN puede ser 
una herramienta prometedora para poder detectar la ocurrencia 
temprana de incendios y posibilitar reducir la incertidumbre en los 
parámetros de entrada de los modelos, esta tecnología sólo puede ser 
utilizada en áreas protegidas (zonas delimitadas) donde la instalación 
de una red de sensores sea posible. Debido a esto, no es factible instalar 
una red extensa en grandes áreas siendo importante considerar su 
utilización junto a otras tecnologías (por ejemplo, imágenes 
satelitales).  

7.1.2. Predicción de Incendios Forestales mediante 
Información Satelital  

Tal como se describió en el Capítulo 5 los resultados de calidad de 
predicción obtenidos tras la evaluación de los métodos propuestos en 
casos de quemas controladas e incendios forestales han sido muy 
positivos. Tales resultados motivan a poder aplicar estos métodos a 
situaciones de incendios forestales en situaciones reales, para ello es 
necesario contar con herramientas de generación de los perímetros de 
área quemada inicial para posteriormente realizar tales predicciones. En 
este sentido, las imágenes satelitales conforman el recurso ideal para 
poder, en tiempo cuasi real, alimentar los sistemas de predicción con la 
información requerida.  
Junto con esta información también podría ser posible incluir datos de 
redes de sensores inalámbricos, estaciones meteorológicas, datos 
históricos de incendios forestales, e inclusive podrían ser generados a 
partir de otros modelos (por ejemplo, modelos de viento, etc.). En el 
caso puntual de las imágenes satelitales, existe en la literatura 
numerosos antecedentes de su efectiva utilización en la detección de 
focos de calor, frentes de fuego activos, caracterización de incendios 
[185], utilizando diferentes plataformas satelitales tales como MODIS 
(Moderate-Resolution Imaging Spectroradiometer) [186], GOES 
(Geostationary Operational Environmental Satellite) [187], NOAA-
AVHRR (National Oceanic and Atmospheric Administration - 
Advanced Very High Resolution Radiometer) [188], VIIRS (Visible 
Infrared Imaging Radiometer Suite) [189], [190], [191].  
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En este sentido, el objetivo planteado consiste en dar los primeros pasos 
hacia un sistema de alerta temprana, predicción y monitoreo de 
incendios forestales mediante el uso de información satelital y redes de 
sensores inalámbricos. El enfoque propuesto coincide con los Sistemas 
Dinámicos de Aplicaciones Guiadas por Datos (DDDAS, Dynamic 
Data-Driven Application Systems) [107], los cuales tratan de 
aprovechar al máximo la unión de los métodos de adquisición de datos, 
la computación y simulación en el desarrollo de sistemas. La creación 
de un DDDAS requiere la comprensión sobre el uso de sensores 
remotos, diferentes niveles de computación (por ejemplo, procesadores 
embebidos, supercomputadoras, redes, seguridad de datos, modelado 
matemático/computacional, problemas inversos, teoría de control, 
visualización, entre otros). 

7.2. Detección de área quemada  

Muchas son las metodologías que se han desarrollado para la detección 
de área quemada. Desde la utilización de aparatos físicos como el uso 
de sensores dispuestos en regiones forestales específicas para la 
detección y sensado en tiempo real, hasta la utilización de imágenes 
satelitales para detectar y fotografiar sectores de áreas quemadas tanto 
en el momento de su ocurrencia como los resultados evidenciados una 
vez finalizado el incendio. Debido a la diversidad de metodologías 
elaboradas durante los últimos años, en [192] se propone una 
clasificación que divide a las mismas en tres grupos importantes: a) 
estimaciones a partir de focos activos, b) estimaciones a partir del uso 
de bandas e índices espectrales, y c) estimaciones a partir de 
metodologías híbridas.  
a) Estimaciones a partir de focos activos: En un principio, y a causa de 
la falta de datos de áreas quemadas a escala global, las estimaciones se 
realizaban mediante la detección de los diferentes focos activos [193]. 
Sin embargo, esta metodología presentaba muchas limitaciones, 
especialmente la dificultad de relacionar la cantidad de focos activos 
con el total del área quemada por éstos, ya que las causas de los mismos 
pueden deberse a diversos factores difíciles de reconocer, los que 
influyen directamente en la evolución de un incendio. La estimación 
indicaba que un área quemada era directamente proporcional al número 
de incendios [194], para mejorar esta estimación, diferentes estudios 
hicieron utilización del NDVI (Normalized Difference Vegetation 
Index) y la fracción de cobertura arbolada, logrando de esta manera 
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valores que demos traban mayor fidelidad en determinar la zona del 
incendio. Sin embargo, la precisión de este método por sí solo no era lo 
suficientemente exacto para el reconocimiento del área quemada por un 
incendio forestal.  
b) Estimaciones a partir del uso de bandas e índices espectrales: Gracias 
al avance de la teledetección y del creciente lanzamiento de satélites 
capaces de tomar imágenes terrestres mediante el uso de instrumentos 
de medición de franjas espectrales determinadas en longitudes de onda, 
la estimación de áreas quemadas ha tenido un avance significativo. Las 
bandas del infrarrojo de onda corta (SWIR, Short-Wave Infrared), 
capaces de penetrar el humo e identificar fehacientemente los sitios con 
actividad de fuego; el infrarrojo cercano (NIR, Near InfraRed), con una 
gran capacidad para reflejar las vegetaciones del terreno [195], o el rojo 
visible (RED), son un ejemplo de aquellas bandas que han permitido la 
detección de las vegetaciones y del fuego. El uso y combinación de 
estas bandas ha permitido establecer índices espectrales que favorecen 
a la detección de la vegetación en sus diferentes estados, así como a una 
mejora significativa en la detección de fuego vivo y cenizas en sectores 
dónde se producen incendios [196].  
Entre los diferentes índices obtenidos por la combinación de las 
diversas bandas espectrales de estos satélites, los más importantes son 
el mencionado NDVI, o Índice de Vegetación de Diferencia 
Normalizada, usado para estimar la cantidad, calidad y desarrollo de la 
vegetación; y el índice NBR, o Índice de Quema Normalizado 
(Normalized Burn Ratio), resultado de normalizar la diferencia de 
reflectancias entre una banda del infrarrojo (IR) cercano y una del 
infrarrojo medio. El contraste entre las reflectancias de estas bandas está 
relacionado con la presencia de vegetación viva ya que ésta es muy 
reflectiva en la banda del IR cercano y no tanto en la del IR medio, 
mientras que la que ha sufrido daños tiene cada vez valores de 
reflectividad más bajos en la banda del IR cercano y más altos en la del 
IR medio. De esta forma, la manera simple para evaluar el área quemada 
y la severidad del incendio es calcular el índice NBR y asociar valores 
bajos del índice con alta severidad [197].  
Una de las herramientas más popular actualmente es MODIS [198], la 
cual se encuentra integrada en los satélites Terra y Aqua. La órbita de 
Terra alrededor de la Tierra está sincronizada para recorrer de norte a 
sur, mientras que Aqua recorre de sur a norte, así ambos satélites están 
visualizando toda la superficie de la Tierra cada 1 o 2 días. Además de 
tratarse de un producto internacional mente conocido y utilizado para 
diferentes tipos de biomasa, MODIS utiliza el algoritmo MOD14 para 
la detección de eventos de alta temperatura, facilitan do la teledetección 
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de los incendios forestales. Debido a estas características, la 
herramienta MODIS es utilizada en el presente trabajo.  
c) Estimaciones a partir de metodologías híbridas: Existen estudios que 
hacen uso de los incendios activos como una capa extra de información 
a las áreas quemadas. Principalmente, las detecciones de incendios 
activos son utilizadas como medio para seleccionar píxeles quemados 
en una o varias imágenes de incendios forestales, o bien, para identificar 
como incendios aquellos polígonos clasificados según la técnica 
utilizada [199].  

7.2.1. Tipos de imágenes necesarias para estimar a 
partir del uso de bandas e índices espectrales  

Los sensores utilizados por las plataformas satelitales obtienen 
información dentro de rangos específicos de longitud de onda dentro 
del espectro electromagnético. Esta información es registrada en 
distintos canales o bandas espectrales. Para visualizar las imágenes 
satelitales, se pueden combinar las distintas bandas mediante los tres 
colores primarios visibles por el ojo humano (azul, verde y rojo). De 
este modo, es posible representar y visualizar la energía de longitudes 
de onda, invisibles al ojo humano, como la luz infrarroja, las cuales son 
de gran utilidad para estudiar los distintos fenómenos.  
Las imágenes satelitales están conformadas por pequeñas secciones de 
igual ta maño, llamados píxeles, los cuales integran la información 
sobre estas bandas espectrales representadas en el sistema RGB. El 
conjunto de estos píxeles forma una malla o ráster. Así, cada píxel del 
ráster tendrá un valor para cada color: rojo, azul y verde. Las imágenes 
satelitales se encuentran en formato digital, uno de los formatos más 
populares es el conocido GeoTIFF, utilizado como formato de 
intercambio para imágenes ráster georreferenciadas. El cual además de 
tener información de las bandas espectrales, también contiene otros 
datos como: coordenadas geográficas de la sección del mapa, tamaño 
del mapa, tamaño de cada celda y cantidad de celdas.  
En este trabajo se hace uso del formato ráster, el cual conforma un mapa 
donde se visualiza el área quemada por el fuego. El mapa en cuestión 
se representa mediante una matriz de datos donde el tamaño de cada 
una de sus celdas corresponde a una porción del área total del bosque 
donde el incendio se ha producido, y cuyos valores son definidos por el 
instante de tiempo en el cual dicha celda ha sido alcanzada por el fuego, 
siendo el valor cero si dicha celda no ha sido quemada. En este sentido, 
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el proceso de automatización considera una etapa para la 
transformación de la información satelital al formato requerido.  

7.2.2. Obtención de imágenes  

Actualmente existen múltiples plataformas para la obtención de 
imágenes satelitales de incendios forestales, las cuales permiten tanto 
realizar descargas de las mismas para su procesamiento de forma local, 
como así también llevar a cabo la combinación de bandas espectrales 
desde las mismas plataformas on-line. Gran cantidad de estas 
herramientas suelen ser de pago. Sin embargo, algunas de ellas nos 
permiten trabajar de manera gratuita, aunque con ciertas limitaciones. 
Éste es el caso de Land Viewer, la plataforma web de EOS (Earth 
Observing System) [200] que en su capa gratuita permite crear 
imágenes de índices espectrales y la descarga de diez imágenes por día.  
Dentro de las plataformas de uso gratuito se encuentra Earth Explorer, 
un servicio del USGS (United States Geological Survey) [202] que 
otorga herramientas para la descarga de información satelital, datos 
geográficos en tiempo real, así como el uso de sus APIs no sólo para 
incendios forestales, sino también diversos datos geográficos, 
marítimos y climatológicos. Otra plataforma importante por mencionar 
es el servicio EOSDIS Worldview de la NASA [203], la cual es una 
aplicación de visualización que permite operar con imágenes de los 
satélites MODIS. Esta plataforma a su vez permite el uso de 
combinaciones de bandas pre-diseñadas para distintos objetivos, tales 
como: calidad del aire, superficie del suelo, estado de la vegetación, 
temperatura de los océanos, tormentas de arena, incendios, entre otras.  
En la Tabla 7.1 podemos observar las primeras 10 de las 36 bandas 
presentes para su utilización por los satélites MODIS. Las bandas 
número 1 y número 2, son usualmente aplicadas para detectar áreas 
quemadas y humo, así también, las bandas 1, 2, 6, 7, 20-25, 31 y 32, 
son utilizadas normalmente para la detección de fuego en actividad. 
Entre ellas, la banda número 7 es sensible a las altas temperaturas y no 
sensible a las medias, lo que la hace apta para verificar la intensidad del 
fuego [204]. La combinación utilizada en el presente trabajo 
corresponde a la 7-2-1, mejor conocida como MODIS (Terra/Aqua) 
Corrected Reflectance [195].  
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Tabla 7.1: Primeras 10 bandas MODIS, en nanómetros (nm). [201]. 

Banda Longitud de onda (nm) 
1 620 - 670 
2 841 - 876 
3 459 - 479 
4 545 - 565 
5 1230 - 1250 
6 1628 - 1652 
7 2105 - 2155 
8 405 - 420 
9 438 - 448 

10 483 - 493 

Por las características mencionadas de cada alternativa, en el presente 
trabajo se ha utilizado la plataforma Worldview para utilizar como 
fuente de datos para la búsqueda y descarga de imágenes satelitales. 
Dichas imágenes son utilizadas en el proceso de automatización para 
posteriormente alimentar el sistema de predicción del comportamiento 
de incendios forestales.  

7.2.3. Proceso de Automatización  

En la Fig. 7.2 se pueden observar las etapas que componen el proceso 
de con versión de imágenes satelitales a mapas de entrada para el 
método de predicción. Este proceso abarca desde la descarga del set de 
imágenes MODIS (del área bajo estudio) hasta el ingreso del mapa del 
incendio al sistema de predicción. Es importante mencionar que los 
métodos de predicción descritos no son capaces de procesar de forma 
directa las imágenes satelitales, por lo que éstas deben ser adaptadas al 
formato requerido (formato ráster ASCII).  
Durante estos procesos se ha hecho uso de la biblioteca GDAL 
(Geospatial Data Abstraction Library, gdal.h) [205], [206]. La misma 
es una biblioteca de código abierto utilizada para la traducción y 
manipulación de formatos de datos geoespaciales ráster y vectoriales 
publicada por la Open Source Geospatial Foundation (OSGeo) [207] la 
cual es utilizada aquí para la conversión de mapas de incendios reales y 
algunas otras aplicaciones útiles como el redimensionamiento de los 
mapas.  
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En este sentido, tal como se puede observar (Fig. 7.2), la primera etapa 
consiste en la obtención de las imágenes satelitales del área bajo 
estudio, para ello se hace uso de la API de WorldView [208]. Ésta 
permite realizar la descarga de imágenes satelitales para ser procesadas 
o analizadas fuera de la plataforma on-line, es decir, de forma local en 
una computadora. Para ello es necesario conocer el área de interés y la 
fecha del incendio. Con estos datos se procede a descargar las imágenes 
correspondientes al incendio deseado4. Esta etapa se ejecuta para cada 
uno de los días del incendio (días transcurridos de los que se disponga 
imágenes satelitales), obteniendo un conjunto de mapas en formato 
GeoTIFF cuyos valores (tamaño total del mapa y resolución por pixel) 
deben ser idénticos para cada día.  

 
Figura 7.2: Etapas del proceso de obtención y conversión de mapas. 

La etapa siguiente hace uso de funciones de la librería de GDAL [209] 
para descomponer cada una de las bandas RGB como un mapa 
independiente. La función GDALRasterBandH (GDALDatasetH hDS, 
int nBandId), donde hDS corresponde al dataset a utilizar 
(correspondiente al mapa descargado) y nBandId será el número de 
banda a obtener. Por lo cual, es necesario llamar a esta función tres 
veces, una por cada banda existente, pasando al parámetro nBandId el 

                                                            
4 Es importante tener en cuenta que por el momento la información de entrada que 
requiere el proceso de conversión debe ser brindado por el usuario, se espera a futuro 
generar las solicitudes de forma automática a partir de sistemas de alertas tempranas. 
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valor 1 para la banda R, 2 para G y 3 para B, con el fin de obtener sus 
valores a partir del mapa del incendio. Como se observa en la Fig. 7.3, 
cada una de las bandas RGB corresponden a los valores de las bandas 
7, 2, 1 respectivamente de los satélites MODIS. De esta forma la 
composición de las mismas en un sólo mapa permite ver el área 
incendiada, el incendio y el humo proveniente del mismo.  

 
Figura 7.3: Descomposición de mapa RGB. 

Una vez obtenidas las distintas bandas por separado, el tercer paso 
consiste en transformar cada uno de esos archivos en el formato ASCII 
correspondiente mediante la utilización de una segunda función de 
GDAL (gdal_translate) la cual realiza la conversión de datos ráster 
entre diferentes tipos de formatos y es capaz de ser usada para otras 
utilidades necesarias. Ésta convierte el archivo en una matriz de datos, 
donde el valor de cada celda corresponde a su valor en RGB para cada 
banda (entre 0 y 255), tales valores se utilizan para distinguir entre el 
área quemada y no quemada en cada instante de tiempo.  
Cuando el área de trabajo posea grandes dimensiones puede ser 
necesario redimensionar el mapa encontrando la mejor relación de 
calidad y eficiencia entre el tamaño de celda y el tamaño total del mapa. 
Esta operación opcional, cuarta etapa, se realiza con la misma función 
de GDAL mencionada anteriormente, la cual permite redimensionar el 
tamaño de las celdas y la cantidad total de las mismas, sin modificar el 
área total del mapa. Este proceso permite disminuir el tiempo total de 
predicción ya que reduce el número de operaciones de cómputo que el 
sistema de predicción debe realizar. Es importante aclarar que, como 
todo proceso de redimensionamiento de una imagen de tipo ráster a un 
tamaño menor, implica la pérdida de información y, por ende, de 
calidad de dicha imagen. Por lo tanto, es necesario identificar 
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claramente la necesidad de su utilización teniendo en cuenta el 
equilibrio entre tiempo de trabajo y procesamiento y calidad de la 
imagen según su cantidad y resolución de píxeles.  
A partir de la etapa 5, ya contando con el conjunto de mapas en formato 
ASCII para cada instante de tiempo, se procede a instanciar un 
algoritmo de comparación de mapas (ver Algoritmo 8). Donde mapaR, 
mapaG, mapaB corresponden a la matriz de mapas RGB, 
ccSubestimacion es un valor constante para controlar la subestimación 
del algoritmo, instanteActual corresponde al valor del instante 
(segundos, minutos, horas) desde el inicio del incendio hasta que la 
celda fue alcanza por el fuego, y mapaSalida es el mapa resultado del 
algoritmo, el cual contendrá las celdas quemadas y no quemadas con 
los instantes de quema. El objetivo de esta etapa consiste en determinar 
aquellas celdas que han sido quemadas en la imagen actual (instante de 
tiempo 𝑥). Esto se logra identificando las celdas donde se encuentra 
predominancia del color rojo, ya que esto implica el área donde las 
celdas han sido alcanzadas por el fuego. Las celdas que sean 
identificadas como quemadas en el instante actual, serán marcadas (en 
el mapa de salida) con el valor de tiempo del instante actual (𝑥). Y las 
celdas que no sean identificadas como quemadas, tendrán como valor 
en el nuevo mapa de salida cero, dando a entender que las llamas no 
alcanzaron dicha celda en el instante actual. Esto se logra comparando 
en cada celda el valor de R, si este es mayor que los valores de G y B 
en el instante de tiempo evaluado, la celda será marcada como quemada, 
caso contrario no. Terminado este proceso, se obtiene la totalidad de los 
mapas de salida, es decir, un nuevo conjunto de mapas con la 
delimitación del área quemada en su intervalo de tiempo específico. 

En la etapa 6 se realiza una combinación del conjunto de estos mapas 
obtenidos. Para lograrlo, cada valor de celda de un instante de tiempo 
nuevo actualizará el valor del instante de tiempo anterior, con la 
excepción de aquellas celdas donde el nuevo instante sea igual a cero. 
Una vez finalizado, la salida es un mapa final con los valores del área 
de quema por instante en cada celda, dejando a la vista la dirección de 
propagación del incendio a lo largo del tiempo, desde que inició hasta 
que terminó. Finalmente, el paso número 7 corresponde al ingreso de 
este mapa final como parámetro de entrada (Línea de Fuego Real) en el 
sistema de predicción de incendios forestales.  
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Algoritmo 8: Pseudo-código del Algoritmo de Extracción de Incendio. 

 

7.3. Generación de casos de prueba  
A continuación, se describe la generación de dos casos de prueba que 
han sido utilizados para validar el desempeño del método de conversión 
y generación de mapas a partir de imágenes satelitales, como así 
también, de los métodos de reducción de incertidumbre desarrollados 
aplicados a grandes incendios forestales. Para la selección de estos 
casos se tuvo en cuenta incendios forestales que hayan tenido más de 5 
días de duración (con el propósito de poder contar con al menos de 4 
pasos de predicción), y que éstos cuenten con completa visibilidad 
durante todo el incendio, es decir, evitando la cobertura de nubes en 
alguna de las imágenes. Es importante tener en cuenta que los casos de 
prueba descritos a continuación son los utilizados en las 
experimentaciones de incendios forestales del Capítulo 5 (Tabla 5.2).  
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7.3.1. Caso 1  

El primer caso se trata de un incendio ocurrido en el año 2008 en la 
localidad de Capilla del Monte, Provincia de Córdoba, Argentina. Las 
imágenes registradas del evento corresponden a 6 días desde el 29 de 
agosto al 3 de septiembre de dicho año. El incendio registró un total de 
51.852,063 hectáreas quemadas [210, 211], en la Fig. 7.4 se puede 
observar el área quemada en el último día del incendio.  

 
Figura 7.4: Día final del incendio en Capilla del Monte,  

Provincia de Córdoba, Argentina. 

En la Fig. 7.5 se puede apreciar el conjunto de imágenes que componen 
el set de imágenes satelitales descargadas para este incendio (6 
imágenes, una por cada día, ver Tabla 7.2).  

 
Figura 7.5: Días del incendio en Córdoba. 



MÉTODO DE REDUCCIÓN DE INCERTIDUMBRE BASADO EN ALGORITMOS EVOLUTIVOS Y PARALELISMO 

ORIENTADO A LA PREDICCIÓN Y PREVENCIÓN DE DESASTRES NATURALES  161 

A su vez, deben estandarizarse los valores del tamaño total del mapa 
(tomando siempre los mismos puntos de coordenadas en el mapa), 
resolución por pixel y formato de archivo del mapa para trabajar con un 
conjunto de imágenes que se encuentren en la misma área, evitando de 
esta manera los errores que puedan surgir en aquellos procesos que 
precisen comparaciones entre ellas.  

Tabla 7.2: Información de imágenes descargadas del incendio. 

Cantidad de imágenes 6 
Tamaño de imágenes (cantidad de celdas) 213px X 213px 

Resolución (por pixel) 250 m 
Formato de archivo GeoTIFF 

Para cada uno de estos seis mapas obtenidos se procedió a realizar el 
trabajo de descomposición de sus bandas RGB, teniendo así tres mapas 
por cada uno de ellos, ver Tabla 7.3. Una vez separadas las bandas, se 
llevó a cabo la conversión del formato GeoTIFF al formato ASCII 
precisado para cada uno de los 18 mapas nuevos. De esta manera, cada 
uno de los mapas corresponde a la matriz de 213x213 con un valor de 
0 a 255 (rango de valores de color en formato RGB, siendo 0 el valor 
más claro y 255 valor más oscuro) en cada celda.  

Tabla 7.3: Imágenes generadas en la descomposición de mapas RGB. 

Imagen RGB por día Mapa R Mapa G Mapa B 
Mapa 29-08 29-08R 29-08G 29-08B 
Mapa 30-08 30-08R 30-08G 30-08B 
Mapa 31-08 31-08R 31-08G 31-08B 
Mapa 01-09 01-09R 01-09G 01-09B 
Mapa 02-09 02-09R 02-09G 02-09B 
Mapa 03-09 03-09R 03-09G 03-09B 

En la Fig. 7.6 pueden observarse las primeras tres filas del mapa 03-
09R como una matriz de datos, donde cada celda implica su valor 
respecto de la banda R del sistema RGB. A su vez, en la parte superior 
se guarda la información de la cantidad de celdas, tamaño y 
coordenadas geográficas del mapa.  
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Figura 7.6: Datos del Mapa 03-09R en formato ASCII. 

En el presente caso, debido al tamaño de las celdas en relación con el 
tamaño total del mapa y su repercusión en los tiempos de trabajo del 
sistema de predicción, se realizó una redimensión del mapa para obtener 
un tercio de la cantidad de celdas. Los nuevos valores de los mapas son 
los indicados en la Tabla 7.4, logrando con esto menor tiempo de 
procesamiento en el sistema de predicción.  

Tabla 7.4: Información de mapas redimensionados. 

Cantidad de imágenes 18 
Tamaño de imágenes (cantidad de celdas) 71 px X 71px 

Resolución (por pixel) 750 m 
Formato de archivo ASCII 

Para el algoritmo de generación de área quemada, se realizó una 
comparación entre las imágenes de las bandas R, G, B, por cada día de 
quema (cada uno de los mapas descargados) de manera que aquellos 
valores de la misma celda cuya preponderancia se encuentre en el rojo, 
serán tomados como un nuevo valor para el nuevo mapa de salida y este 
valor corresponde al instante de quema en la celda. Es decir, si en una 
misma celda del mapa el valor de la banda R es mayor al de los dos 
restantes (G y B), se tomará como celda que ha sido alcanzada por el 
fuego y este valor (que estará en el rango de 0 a 255) será cambiado al 
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del instante de quema (minuto de quema desde que empezó el incendio) 
correspondiente, dejando en evidencia en qué instante de tiempo la 
celda fue quemada (esa sección del mapa fue alcanzada por el fuego). 
En el caso de que la preponderancia del valor de la celda no se encuentre 
en el rojo (fenómeno que nos indica que esa celda no ha sido quemada), 
el nuevo valor de esta celda será cero. Aunque este paso se repite para 
cada uno de los días solamente se presenta el mapa del día 3 de 
septiembre (Mapa 03-09) presentado en la Figura 7.7, generado a partir 
de la comparación de los mapas: 03-09R, 03-09G, 03-09B de la Tabla 
7.3. 

Tabla 7.5: Nuevos Mapas de Salida en Formato ASCII. 

Nueva Imagen ASCII Nuevo Instante de Quema 
Mapa 29-08 1440 (minutos) 
Mapa 30-08 2880 (minutos) 
Mapa 31-08 4320 (minutos) 
Mapa 01-09 5760 (minutos) 
Mapa 02-09 7200 (minutos) 
Mapa 03-09 8640 (minutos) 

La Fig. 7.7 corresponde al nuevo mapa de salida en el formato ASCII 
requerido. Como se observa, todos aquellos valores de las celdas que 
no cumplieron con el valor adecuado del rojo, y cuyo nuevo valor 
equivale a cero, se encuentran en negro, en tanto que todos aquellas que 
si fueron alcanzadas por el fuego se encuentran en blanco. El valor de 
las celdas dependerá del instante de quema, en este caso, como este 
mapa corresponde al sexto día, su valor cargado en las celdas quemadas 
es de 8670 minutos (valor en minutos equivalente a seis días). Este 
proceso es realizado por separado para cada uno de los días, obteniendo 
un nuevo mapa de salida por cada combinación RGB, generando de esta 
manera seis nuevos mapas en el formato requerido (ver Tabla 7.5).  

A partir de este momento ya es posible crear el mapa final, el cual se 
genera tomando cada mapa, desde el último hasta el primero y 
contrastando celda por celda. La comparación consiste en dejar el 
menor valor distinto de cero, de modo que pueda registrarse el avance 
del incendio temporalmente. La finalidad de realizarlo de esta manera 
(a la inversa de los sucesos) consiste en superponer las celdas de 
menores valores sobre las mayores, dejando a la vista en el nuevo mapa 
como se ha desarrollado el incendio en cada día. 
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Figura 7.7: Día final del incendio en Córdoba representado en el formato  

de salida ASCII. 

Una vez obtenido el mapa de salida, cuyo resultado puede observarse 
en la Fig. 7.8, es posible introducirlo al simulador del comportamiento 
de incendios para ser procesado. En este mapa, cada celda tendrá el 
valor correspondiente al color indicado, por ejemplo, las celdas 
quemadas en el primer día tendrán el valor 1440, las celdas alcanzadas 
por el fuego el día 2 el valor 2880, etc. Es importante remarcar que este 
tipo de procesamiento (y mapa logrado), sirve para fines de evaluación, 
calibración, estudio y desarrollo de los métodos presentados, ya que 
contar con los sucesivos estados del incendio nos permite evaluar la 
aptitud lograda, y en consecuencia, la efectividad del método. Además, 
que el mapa presentado en la Fig. 7.8 no es utilizado para predecir, ya 
que las LFR no estarían disponibles durante el desarrollo del incendio.  

 
Figura 7.8: Mapa final del desarrollo del incendio en Córdoba en nuevo 

formato ASCII. 
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7.3.2. Caso 2  

El caso número 2 corresponde al incendio denominado River Fire, parte 
del Mendocino Complex of Fires sucedido el año 2018, al este de 
Ukiah, California, Estados Unidos. Este incendio ocurrió durante el 29 
de julio al 5 de agosto quemando más de 180.000 hectáreas [212], 
convirtiéndose en el incendio más extenso de California en toda su 
historia [213]. De ellas, cerca de 19.797 hectáreas corresponden al 
incendio de River Fire [214], presente en la zona oeste de Clear Lake. 
En la Fig. 7.9 puede observarse el total del complejo de incendios, 
incluyendo al River Fire, utilizado en el presente caso. 

 
Figura 7.9: Mendocino Complex of Fires [215]. 

Debido a la progresión del incendio de River Fire en relación con el 
total del incendio, se ha trabajado desde el 28 de julio al 4 de agosto, 
fechas entre las que se produjo la totalidad del incendio en esta sección. 
Así, la cantidad de días excede en dos al del caso 1, con un total de 8 
días de duración. De esta manera, es necesaria la descarga de 8 
imágenes satelitales. En la Fig. 7.10 se pueden observar las imágenes 
resultantes de la progresión del incendio entre las fechas mencionadas. 
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Figura 7.10: Días del incendio de River Fire. 

En este caso, el valor del tamaño de incendio y del área del mapa a 
trabajar es significativamente menor al del caso número 1, como puede 
verse en la Tabla 7.8.  
A partir de este set de mapas se realizó el proceso de descomposición 
por bandas para cada uno de ellos. La cantidad total de mapas 
resultantes para este proceso es 8 (cantidad de mapas) x 3 (cantidad de 
bandas por mapa). Es decir, 24 mapas (8R, 8G, 8B), uno de cada banda 
por cada día del incendio, ver Tabla 7.7.  

Tabla 7.6: Información de Mapas. 
Cantidad de imágenes 8 

Tamaño de imágenes (cantidad de celdas) 104 px X 104 px 
Resolución (por pixel) 250 m 

Formato de archivo GeoTIFF 

Tabla 7.7: Descomposición de mapas RGB. 
Imagen RGB por día Mapa R Mapa G Mapa B 

Mapa 28-07 28-07R 28-07G 28-07B 
Mapa 29-07 29-07R 29-07G 29-07B 
Mapa 30-07 30-07R 30-07G 30-07B 
Mapa 31-07 31-07R 31-07G 31-07B 
Mapa 01-08 01-08R 01-08G 01-08B 
Mapa 02-08 02-08R 02-08G 02-08B 
Mapa 03-08 03-08R 03-08G 03-08B 
Mapa 04-08 04-08R 04-08G 04-08B 
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Con los nuevos mapas obtenidos, es necesario realizar la conversión de 
su formato GeoTIFF al ASCII. Este proceso genera 24 mapas con el 
mismo tamaños y celdas en el nuevo formato ASCII (Tabla 7.8).  
Con los mapas convertidos, el proceso continúa con la generación del 
mapa final para cada día mediante el algoritmo de comparación de 
bandas. Este proceso es realizado para cada uno de los días del incendio, 
por lo cual, la salida será igual a 8 mapas donde cada uno de ellos 
mostrará la superficie del mapa que fue incendiada hasta ese día 
mediante el instante de quema en minutos. En la Tabla 7.9 se puede 
observar el valor de celda en minutos para cada día.  
Finalmente, la última etapa genera el mapa final del incendio con las 
celdas marcadas con el valor del instante de tiempo en las que éstas 
fueron quemadas. Visualmente el mapa generado en este caso se puede 
observar en la Fig. 7.11.  

Tabla 7.8: Información de Mapas. 
Cantidad de imágenes 8 

Tamaño de imágenes (cantidad de celdas) 104 px X 104 px 
Resolución (por pixel) 250 m 

Formato de archivo ASCII 

Tabla 7.9: Nuevos Mapas de Salida en Formato ASCII. 

Nueva Imagen ASCII Nuevo Instante de Quema 
Mapa 28-07 1440 (minutos) 
Mapa 29-07 2880 (minutos) 
Mapa 30-07 4320 (minutos) 
Mapa 31-07 5760 (minutos) 
Mapa 01-08 7200 (minutos) 
Mapa 02-08 8640 (minutos) 
Mapa 03-08 10080 (minutos) 
Mapa 04-08 11520 (minutos) 

Es importante destacar que este procedimiento adquiere crucial 
importancia al momento de intentar utilizar los métodos desarrollados 
en situaciones reales, donde es necesario contar con información 
precisa en el menor tiempo posible, en este contexto nos referimos: el 
frente de fuego de un incendio forestal.  
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Figura 7.11: Mapa final del desarrollo del incendio River Fire en el nuevo 

formato ASCII. 

7.4. Propuesta: detección de incendios  
con red de sensores inalámbricos  
Las redes de sensores inalámbricos (WSN) se basan en dispositivos 
económicos y de bajo consumo llamados nodos. Estos, al estar dotados 
de sensores, son capa ces de obtener información de su entorno, 
procesarla localmente, y comunicarla a través de enlaces inalámbricos 
hasta un nodo central de coordinación. Los nodos actúan como 
elementos de la infraestructura de comunicaciones al reenviar los 
mensajes transmitidos por nodos más lejanos. Las redes de sensores 
inalámbricos están formadas por numerosos dispositivos distribuidos 
espacialmente, los cuales utilizan sensores para controlar diversas 
condiciones en distintos puntos, como temperatura, humedad, presión 
entre otras. Los dispositivos son unidades autónomas que constan de un 
microcontrolador, una fuente de energía, un radio y 𝑛 elemento/s 
sensor/es [216]. Existen diversas áreas de aplicación para las WSN, 
entre las que se destacan: monitoreo de energía, condiciones 
estructurales, transporte, monitoreo industrial y monitoreo ambiental. 
Enmarcado en esta última, el presente trabajo desarrolla un proyecto de 
utilización de una WSN con componentes de bajo costo para la 
detección de incendios forestales y su conexión con modelos de 
predicción para su prevención o seguimiento. En la actualidad existen 
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diferentes enfoques para abordar este problema. Este trabajo plantea la 
implementación de una WSN/IoT con nodos distribuidos en cuadrícula 
uniforme permitiendo regular el consumo energético [183]. Esto, 
además de facilitar la comunicación, permitirá la localización de los 
elementos evitando el uso de receptores GPS en cada nodo [217].  
Algunos de los estándares para la comunicación entre nodos de una red 
de sen sores son: Zigbee [218], IEEE 802.15.4 [218], IEEE 802.11 
[219] y LoRa [221]. A su vez, existen diversas alternativas de hardware 
para utilizar como nodos. En es te trabajo se ha optado por utilizar el 
chip ESP8266 D1. Cada nodo contará con dos sensores: a) DHT11 
[222], para obtener valores en tiempo real de temperatura y humedad, 
y b) MQ-7 [223] utilizado para detectar la presencia de monóxido de 
carbono, permitiendo conocer la existencia de fuego. Asimismo, 
teniendo en cuenta la definición de esquema y despliegue descrita, 
mediante el nivel de monóxido de carbono detectado en un extremo de 
la red y considerando el tiempo en el que el mismo nivel sea detectado 
por un sensor próximo, se podrá estimar la velocidad y dirección del 
viento posiblemente pudiendo prescindir de otros elementos más 
costosos que cumplen esta función. Es importante tener en cuenta que 
la información obtenida por la WSN podrá ser utilizada para tres 
propósitos diferentes:  
a) Alertar anticipadamente ante la ocurrencia de un incendio forestal, 
permitiendo conocer además las zonas afectadas,  
b) Inyectar la lectura de variables en el método de predicción con el 
propósito de minimizar la incertidumbre, esto puede ser un 
complemento importante para reducir significativamente el tiempo de 
procesamiento necesario de los sistemas de predicción actuales. A fin 
de reducir la brecha de incertidumbre del modelo, podría alimentar al 
simulador con información real de un determinado parámetro, el cual, 
anteriormente era desconocido y calculado en base a estimaciones 
indirectas.  
c) Proporcionar en campo, al cuerpo de bomberos, información en 
tiempo real sobre el evento (por ejemplo, zonas afectadas, valores de 
temperatura, humedad, monóxido de carbono en el lugar y zonas 
aledañas, pronóstico de predicción, herramienta de comunicación, etc.) 

7.4.0.1. Diseño de la red  
Para el diseño de la red se considera utilizar dos tecnologías; por un 
lado, LoRa para los enlaces de larga distancia y por el otro, 802.11 para 
la comunicación entre nodos. Además, se evalúan dos alternativas para 
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la implementación de la topología de red: plana o jerárquica. En la 
topología plana, los nodos del sensor se ejecutan de manera totalmente 
distribuida con las mismas responsabilidades. En una topología 
jerárquica agrupada, algunos nodos se designan como cabezales de 
clúster con más responsabilidad, controlando a otros nodos miembros. 
Luego de llevar a cabo diferentes ensayos con ambas topologías se ha 
podido observar que la topología jerárquica proporciona ventajas 
importantes para la detección de incendios. 

 
Figura 7.12: Incorporación de datos recolectados a diferentes sistemas  

y servicios. 

Es importante destacar que los nodos se identifican de forma única por 
su chipID de 32 bits, el cual es recuperado del ESP8266. Los mensajes 
pueden transmitirse a todos los nodos de la red, o enviarse 
específicamente a un nodo individual que se identifica con su chipID. 
Una de las ventajas de no utilizar TCP/IP consiste en la reducción del 
procesamiento, impactando positivamente en el rendimiento 
energético. Si bien la red formada entre los nodos (ESP8266) no hace 
uso de la pila de protocolos TCP/IP, es posible conectarse a cualquier 
nodo de la WSN mediante el puerto serial y obtener el estado de los 
nodos, o bien, desde cualquier dispositivo con soporte 802.11, capturar 
los datos en tiempo real. Esta infraestructura permitiría brindar al 
personal que se encuentre en terreno información visual de la zona 
monitoreada, con el fin de poder optimizar las tareas de 
extinción/evacuación, etc.  
Uno de los requerimientos de diseño de la red es que sea constituida por 
componentes económicos, ya que parte de la red o su totalidad podría 
verse afectada por las llamas. En la Fig. 7.12 se presentan gráficamente 



MÉTODO DE REDUCCIÓN DE INCERTIDUMBRE BASADO EN ALGORITMOS EVOLUTIVOS Y PARALELISMO 

ORIENTADO A LA PREDICCIÓN Y PREVENCIÓN DE DESASTRES NATURALES  171 

los componentes del sistema, los nodos de la red WSN se encuentran 
representados por puntos de color rojo en el bosque. Dado que los nodos 
se alimentan por baterías y un panel solar, es importan te minimizar la 
cantidad de comunicaciones entre nodos. Debido a la distribución de 
cuadrícula, cada nodo se conecta con 8 vecinos, por lo que es crucial 
garantizar la capacidad de regeneración de la red mediante los 
mecanismos de comunicación de datos necesarios para que a medida 
que los nodos se desconectan, la comunicación siga siendo efectiva 
entre todos los dispositivos que forman la red. Se llevaron a cabo 
pruebas mediante herramientas de simulación, con el fin de determinar 
el comportamiento de la red ante la caída de nodos en la WSN y de esta 
manera evaluar el grado de regeneración de la red. La regeneración de 
la red es un aspecto de gran importancia ya que, ante la presencia de 
fuego y la eventual caída de nodos, la red debe poder regenerarse en 
forma automática. También se han realizado experimentaciones 
preliminares de laboratorio, montando una red experimental compuesta 
por 4 nodos, donde se pudo corroborar la correcta regeneración de la 
red ante la eventual caída de algún nodo. Trabajos posteriores llevarán 
a cabo la experimentación de campo, para validar la correcta detección 
y la necesaria parametrización de la sensibilidad de los sensores para no 
subestimar las mediciones de los nodos. Finalmente es importante 
mencionar que la propuesta aquí descrita consiste en una línea abierta 
en la cual aún no se han obtenido resultados.  

7.5. Síntesis  
Repetidamente se observa, cuando los incendios forestales intervienen 
en las zonas de interfaz urbano-forestal5, la ocurrencia de eventos 
catastróficos con acontecimientos lamentables, donde además de las 
pérdidas materiales se producen pérdidas humanas. En la actualidad, 
grandes ciudades se encuentran amenazadas ante este tipo de eventos, 
dotar a estas áreas con redes de prevención (como WSN) para la 
detección temprana de incendios puede ser una solución factible, desde 
el punto de vista técnico como así también económico. Además, la 
vinculación de estas redes con una plataforma integral de alerta, 
monitoreo y predicción de incendios puede ser realmente beneficiosa. 
Este capítulo presentó avances relacionados a esta problemática, 

                                                            
5 Zonas donde se encuentran la unión de viviendas y otras estructuras con vegetación 
forestal y otros combustibles vegetales, lo que requiere un modelo de protección 
distinto del que se aplica en el terreno forestal. 
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utilizando además información satelital para dotar a un sistema de 
predicción con la capacidad de ser aplicado a incendios en tiempo real.   
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CAPÍTULO 8 

Conclusiones y Líneas de Trabajo Futuro  

En este capítulo se exponen las conclusiones obtenidas tras el desarrollo 
de la presente tesis, como así también las posibles líneas de trabajo a 
futuro.  

8.1. Introducción  
En esta tesis se ha trabajado en el tratamiento de la reducción de 
incertidumbre en relación a los métodos de predicción y prevención de 
desastres naturales. Puntualmente se ha abordado como caso de estudio 
la problemática de los incendios forestales, uno de los más grandes 
problemas que afecta extensas regiones a lo largo del mundo. El 
problema en cuestión ha sido tratado desde diferentes perspectivas. Por 
un lado, el enfoque principal de este trabajo consiste en el desarrollo de 
métodos de reducción de incertidumbre que puedan ser utilizados para 
predecir el comportamiento de este fenómeno. Y por otro lado, se ha 
avanzado en otras aristas, como el diseño de un sistema integral de 
detección, alerta temprana y predicción de incendios forestales, el cual 
podría brindar asistencia en la lucha y mitigación de incendios, como 
así también en la prevención de los mismos. Este sistema integra los 
métodos propuestos, con el uso de redes inalámbricas de sensores y un 
sistema de generación automática de mapas alimentado por imágenes 
satelitales. Esta línea de trabajo podría hacer posible que este tipo de 
metodologías llegasen a ser implementadas y adoptadas por entes 
gubernamentales, permitiendo de esta manera minimizar los daños 
causados por este fenómeno.  
En este trabajo se han propuesto y desarrollado dos métodos de 
reducción de incertidumbre capaces de asistir y participar en el proceso 
de resolución de problemas de alta magnitud y complejidad 
computacional, tal como la predicción y prevención de desastres 
naturales. En este sentido, los métodos desarrollados son: a) Sistema 
Estadístico Evolutivo con Modelo de Islas (ESS-IM), y b) Sistema 
Estadístico Hí brido Evolutivo con Modelo de Islas (HESS-IM), los 
cuales han logrado mejoras considerables en relación a la calidad de las 
predicciones generadas y así también en términos de tiempo de 
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respuesta, inclusive tras su aplicación con incendios forestales de gran 
escala.  
Estos métodos han sido diseñados para poder aplicarse a otros 
fenómenos naturales con características de propagación (como 
avalanchas, deslizamientos de tierra, deslaves, inundaciones, entre 
otros). Debido a que estos fenómenos suelen causar gran impacto en las 
comunidades, la flora y la fauna, el ecosistema, entre otros, los sistemas 
de predicción deben proporcionar respuesta en el menor tiempo posible 
(sistemas altamente críticos). Por estos motivos, los métodos 
propuestos han sido desarrollados utilizando capacidades de alto 
rendimiento.  
El primer método (ESS-IM), comenzó con el objetivo de lograr una 
mejora a una metodología previamente desarrollada denominada ESS 
(Sistema Estadístico Evolutivo). Este trabajo de tesis consistió en 
incrementar el paralelismo de la metaheurística interna de ESS, 
incorporando una arquitectura basada en modelo de islas con el 
propósito de obtener mejores resultados. Este desarrollo logró 
incrementar la capacidad de búsqueda de la metaheurística interna, 
impactando de forma directa en un incremento en la calidad de 
predicción del método. En la validación, ESS-IM fue aplicado en una 
serie de casos de quemas controladas e incendios forestales:  

▪ MÉNDEZ GARABETTI, MIGUEL; BIANCHINI, 
GERMÁN; TARDIVO, MARÍA LAURA; CAYMES 
SCUTARI, PAOLA. Predicción del Comportamiento de 
Incendios Forestales mediante aplicación de Modelo de Islas a 
ESS. Argentina. Ciudad Autónoma de Buenos Aires. 2013. 
Libro. Artículo Completo. Congreso. Noveno Encuentro del 
International Center for Earth Sciences (E ICES9). pp. 232–

246. Comisión Nacional de Energía Atómica - CNEA. ISBN 
978-987-1323-36-4.  

▪ MÉNDEZ GARABETTI, MIGUEL; BIANCHINI, 
GERMÁN; TARDIVO, MARÍA LAURA; CAYMES 
SCUTARI, PAOLA. Evolutionary-Statistical System with 
Island Model for Forest Fire Spread Prediction. Argentina. 
Mendoza. 2013. Libro. Artículo Breve. Simposio. Latin 
American Symposium on High Performance Computing 
HPCLatAm 2013.  

▪ MÉNDEZ GARABETTI, MIGUEL; BIANCHINI, 
GERMÁN; CAYMES SCUTARI, PAOLA; GIL COSTA, 
VERÓNICA. Método de reducción de incertidumbre basado en 
Algoritmos Evolutivos Paralelos orientado a procesos de 
predicción. Argentina. Ciudad Autónoma de Buenos Aires. 
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2014. Libro. Resumen. Jornada. Terceras jornadas de 
intercambio y difusión de los resultados de investigaciones de 
los doctorandos en ingeniería. Universidad Tecnológica 
Nacional.  

▪ MÉNDEZ GARABETTI, MIGUEL; BIANCHINI, 
GERMÁN; TARDIVO, MARÍA LAURA; CAYMES 
SCUTARI, PAOLA. Comparative analysis of performance and 
quality of prediction between ESS and ESS-IM. Uruguay. 
Montevideo, Uruguay. 2014. Libro. Artículo Completo. 
Congreso. XL Conferencia Latinoamericana en Informática 
(CLEI 2014). Universidad de la República (UdelaR). pp. 23–

31. Universidad Católica del Uruguay, Universidad ORT 
Uruguay, Universidad de Montevideo y Universidad de la 
Empresa.  

▪ MÉNDEZ-GARABETTI, MIGUEL; BIANCHINI, 
GERMÁN; TARDIVO, MARÍA LAURA; CAYMES-
SCUTARI, PAOLA. Comparative analysis of performance and 
quality of prediction between ESS and ESS-IM. Electronic 
Notes in Theoretical Computer Science. Amsterdam: Elsevier. 
2015 vol.314. pp. 45–60. ISSN: 1571-0661.  

▪ MÉNDEZ GARABETTI, MIGUEL; BIANCHINI, 
GERMÁN; CAYMES SCUTARI, PAOLA; GIL COSTA, 
VERÓNICA. Método de Reducción de Incertidumbre Basado 
en Algoritmos Evolutivos Paralelos Orientados a Procesos de 
Predicción. Argentina. Mendoza. 2015. Libro. Resumen. 
Encuentro. VIII Encuentro de Investigadores y Docentes de 
Ingeniería (ENIDI). UTN-FRM, UTN- FRSR, UMAZA, UM y 
UNCuyo.  

▪ MÉNDEZ GARABETTI, MIGUEL; BIANCHINI, 
GERMÁN; CAYMES SCUTARI, PAOLA; TARDIVO, 
MARÍA LAURA. Increase in the quality of the prediction of a 
computational wildfire behavior method through the 
improvement of the internal metaheuristic. FIRE SAFETY 
JOURNAL. Amsterdam. ELSEVIER SCI LTD. 2016 vol.82, 
pp. 49–62. ISSN: 0379-7112.  

En trabajos posteriores, se llevaron a cabo diferentes investigaciones 
complementarias, tales como trabajos de sintonización de parámetros, 
análisis de redimensión de mapas, incorporación de diferentes modos 
de operación en la etapa de calibración del proceso monitor, entre otros. 
Estos desarrollos permitieron continuar mejorando el método:  

▪ MÉNDEZ GARABETTI, MIGUEL; BIANCHINI, 
GERMÁN; TARDIVO, MARÍA LAURA; CAYMES 



 
MIGUEL MÉNDEZ-GARABETTI         176 

SCUTARI, PAOLA. Predicción de Incendios Foresta les 
mediante ESS-IM: Análisis de Variación Dinámica de la 
Representación del Terreno. Argentina. Ciudad Autónoma de 
Buenos Aires. 2014. Revista. Resumen. Congreso. Décimo 
Encuentro del International Center for Earth Sciences (E-
ICES10). pp. 409–420. Comisión Nacional de Energía Atómica 
- CNEA. ISBN: 978-987-1323-39-5.  

▪ BIANCHINI, GERMÁN; CAYMES SCUTARI, PAOLA; 
MÉNDEZ GARA BETTI, MIGUEL; TARDIVO, MARÍA 
LAURA. Método de Reducción de Incertidumbre basado en 
Algoritmos Evolutivos Paralelos orientado a Procesos de 
Predicción. Argentina. Salta. 2015. Libro. Artículo Completo. 
Workshop. XVI Workshop de Investigadores en Ciencias de la 
Computación. Departamento de Informática de la Universidad 
Nacional de Salta.  

▪ MÉNDEZ GARABETTI, MIGUEL; BIANCHINI, 
GERMÁN; CAYMES SCUTARI, PAOLA; TARDIVO, 
MARÍA LAURA. Sistema Estadístico Evolutivo con Modelo 
de Islas: Calibración de parámetros evolutivos. Perú. Lima. 
2015. Libro. Artículo Completo. Congreso. 6th International 
Symposium on Innovation and Technology (ISIT2015). pp. 
77–81. International Institute of Innovation and Technology 
(IIITEC) y Universidad FASTA. ISBN: 978-612-45917- 9-2.  

▪ MÉNDEZ GARABETTI, MIGUEL; BIANCHINI, 
GERMÁN; TARDIVO, MARÍA LAURA; CAYMES 
SCUTARI, PAOLA. Sintonización Estática de Parámetros 
Evolutivos en Sistema para la Predicción de Incendios 
Forestales. Argentina. Mendoza. 2015. Libro. Resumen. 
Encuentro. VIII Encuentro de Investigadores y Docentes de 
Ingeniería (ENIDI). UTN-FRM, UTN- FRSR, UMAZA, UM y 
UNCuyo. 2015.  

▪ MÉNDEZ GARABETTI, MIGUEL; BIANCHINI, 
GERMÁN; CAYMES SCUTARI, PAOLA; TARDIVO, 
MARÍA LAURA. Método de Reducción de Incertidumbre 
Aplicado a la Predicción de Incendios: Análisis de 
Sintonización Estática. Matemática Aplicada, Computacional e 
Industrial. Vol. 5. pp. 241– 244. Santa Fé: ASAMACI 
(Asociación Argentina de Matemática Aplicada, 
Computacional e Industrial). 2015.  

▪ MÉNDEZ GARABETTI, MIGUEL; BIANCHINI, 
GERMÁN; CAYMES SCUTARI, PAOLA; TARDIVO, 
MARÍA LAURA. ESS-IM: Incremento de la calidad de 
predicción mediante la sintonización de parámetros evolutivos. 
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Argentina. Mendoza. 2016. Libro. Artículo Completo. 
Congreso. 11vo. Encuentro del International Center for Earth 
Sciences (E-ICES11). pp. 154–164. Comisión Nacional de 
Energía Atómica - CNEA. ISBN: 978-987-1323-50-0.  

▪ MÉNDEZ GARABETTI, MIGUEL; BIANCHINI, 
GERMÁN; CAYMES SCUTARI, PAOLA; TARDIVO, 
MARÍA LAURA. ESS- IM applied to forest fire spread 
prediction: Parameters tuning for a heterogeneous 
configuration. IEEE, Estados Unidos de América. New York. 
2016. Revista. Artículo Completo. Conferencia. 35th 
International Conference of the Chilean Computer Science 
Society (SCCC). Pontificia Universidad Católica de 
Valparaíso, Chile y Universidad Técnica Federico Santa María, 
Valparaíso, Chile. ISBN: 978-1- 5090-3340-9. DOI: 
10.1109/SCCC.2016.7836007.  

Finalmente, en la última etapa del desarrollo de esta tesis, se 
implementó una versión híbrida basada en metaheurísticas evolutivas 
bajo una estrategia colaborativa basada en islas. El método HESSIM, 
además se implementó de forma heterogénea (a nivel de hardware), 
logrando de esta manera hacer más eficiente el método, los resultados 
obtenidos incrementan la calidad de predicción y eficiencia del 
método:  

▪ MÉNDEZ GARABETTI, MIGUEL; BIANCHINI, 
GERMÁN; CAYMES SCUTARI, PAOLA; TARDIVO, 
MARÍA LAURA. Método híbrido paralelo de reducción de 
incertidumbre aplicado a la predicción del comportamiento de 
incendios forestales. MECÁNICA COMPUTACIONAL. 
Córdoba: Asociación Argentina de Mecánica Computacional 
(AMCA). 2016 vol. XXXI, pp. 2857– 2869. ISSN: 1666-6070.  

▪ MÉNDEZ GARABETTI, MIGUEL; BIANCHINI, 
GERMÁN; CAYMES SCUTARI, PAOLA; TARDIVO, 
MARÍA LAURA. Método híbrido de reducción de 
incertidumbre aplicado a la predicción del comportamiento de 
incendios forestales. Argentina. San Luis. 2016. Libro. Artículo 
Completo. Congreso. XXII Congreso Argentino de Ciencias de 
la Computación. pp. 149–158. Red de Universidades con 
Carreras de Informática (RedUNCI) y UNSL, Facultad de 
Ciencias Físico Matemáticas y Naturales, Departamento de 
Informática.  

▪ MÉNDEZ GARABETTI, MIGUEL; BIANCHINI, 
GERMÁN; TARDIVO, MARÍA LAURA; CAYMES 
SCUTARI, PAOLA; GIL COSTA, VERÓNICA. Hybrid-
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Parallel Uncertainty Reduction Method Applied to Forest Fire 
Spread Prediction. Journal of Computer Science & 
Technology. La Plata: Red de Universidades Nacionales con 
Carreras de Informática (RedUNCI). 2017 vol.17 Nro. 1. pp, 
12–19. ISSN 1666-6038.  

▪ MÉNDEZ GARABETTI, MIGUEL; BIANCHINI, 
GERMÁN; CAYMES SCUTARI, PAOLA; TARDIVO, 
MARÍA LAURA. HESSIM: evaluación de calidad de 
predicción aplicada al incendio forestal ocurrido en Queiriga 
Portugal. Argentina. Mendoza. 2017. Libro. Artículo 
Completo. Encuentro. 12 Encuentro del International Center 
for Earth Sciences (E-ICES12). pp. 339–348. Comisión 
Nacional de Energía Atómica - CNEA. ISBN 978-987-1323-
61-6.  

Tal como se comentó al inicio de esta sección, también se avanzó en el 
desarrollo de un sistema integral centrado en el uso de WSN e 
información satelital, para poder aplicarse a eventos en tiempo real:  

▪ MÉNDEZ GARABETTI, M., BIANCHINI G., CAYMES-
SCUTARI P., EL GUETA R., CAYLÁ I.B., CÓRDOBA D., 
PEÑASCO A., MORELLI J., CARRIZO M., GIORLANDO 
A., LUJAN A., CARBALLO N. Predicción y alerta temprana 
de incendios forestales mediante integración de información 
satelital y de campo en un método paralelo de reducción de 
incertidumbre. XX Workshop de Investigadores en Ciencias de 
la Computación (WICC 2018, Universidad Nacional del 
Nordeste). pp. 195–206. 2018. ISBN 978-987-1323-63-0. 

8.2. Cumplimiento de los objetivos 
planteados  
Esta tesis planteó como objetivo general: el desarrollo de métodos de 
reducción de incertidumbre capaces de asistir y participar en el 
proceso de resolución de problemas de alta magnitud y complejidad 
computacional, tal como la predicción y prevención de desastres 
naturales. A continuación, se detallan los específicos y se describe 
cómo se cumplieron los mismos:  

▪ Diseño, implementación y evaluación de métodos de 
reducción de incertidumbre aplicados a la predicción y 
prevención de desastres naturales. Este objetivo implica un 
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estudio profundo de la literatura existente en este campo y 
la definición de los casos de estudio de análisis:  
Este amplio objetivo es abordado entre los Capítulos 1, 2, 3 y 
4. En ellos se describe los conceptos esenciales de las técnicas 
de reducción de incertidumbre, los beneficios de su aplicación 
en fenómenos naturales, como así también se describe su 
utilización en la predicción del comportamiento de incendios 
forestales.  

▪ Inclusión de capacidad de operar con múltiples 
metaheurísticas. La hibridación de metaheurísticas supone 
un incremento en la capacidad de búsqueda de toda técnica 
de optimización. Debido a esto se propone dotar al método 
con la capacidad de operar de forma des centralizada con 
múltiples metaheurísticas de forma colaborativa:  
En el Capítulo 2 se analizan diferentes metaheurísticas 
poblacionales y de trayectoria, incluidos también los diferentes 
esquemas de paralelización. Los detalles de la metaheurística 
híbrida implementada basada en un esquema de comunicación 
basado en islas son abordados en el Capítulo 4.  

▪ Identificación de los fenómenos naturales a trabajar, para 
así obtener datos de casos reales de acuerdo al modelo 
seleccionado. Adaptación de datos reales para su aplicación 
en los métodos desarrollados:  
Las posibles aplicaciones de los métodos de reducción de 
incertidumbre, junto con el fenómeno natural a trabajar se 
tratan en el Capítulo 1. Para la obtención de datos de casos 
reales se trabajó con el procesamiento de imágenes satelitales, 
tratado en el Capítulo 7.  

▪ Validación de los resultados obtenidos realizando una 
experimentación detallada aplicada a casos reales y 
contrastada con otras metodologías:  
En el Capítulo 5, se presenta una validación de los métodos 
descriptos aplicándolos a casos de quemas controladas como 
así también a incendios forestales de gran magnitud. El 
contraste con otras metodologías se lleva a cabo mediante su 
comparación con otros desarrollos previos, del mismo equipo 
de investigación.  

En función de lo expuesto en este trabajo, y a lo arriba descrito se 
considera haber cumplido con el objetivo general y los objetivos 
específicos planteados al inicio de esta tesis. También, de acuerdo a los 
resultados obtenidos y a las contribuciones realizadas, se espera que 
este trabajo pueda continuar su desarrollo acercándolo cada vez más a 
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ser un producto implementado para la toma de decisiones que permita 
mejorar la gestión de desastres y la minimización de daños.  

8.3. Líneas de trabajo futuro  
En este apartado final, se describen algunas líneas de trabajo futuro que 
se desprenden de la presente tesis:  

▪ Llevar a cabo estudios de sintonización que permitan sacar el 
máximo provecho a los métodos diseñados. En este sentido, es 
de interés llevar a cabo estudios complementarios de 
sintonización, analizando cómo afectan (tanto en calidad de 
predicción como en tiempo de procesamiento) la variación de 
la totalidad de los parámetros de forma simultánea (parámetros 
de cada metaheurística). También, evaluar el uso de técnicas de 
metaoptimización, sintonización dinámica, donde se evalúen 
los efectos de las variaciones de cada parámetro y las 
interdependencias entre ellos de forma automática [224].  

▪ Explorar otras alternativas de hibridación entre 
metaheurísticas. En la literatura existen numerosos 
antecedentes donde se utilizan metaheurísticas híbridas basadas 
en métodos poblacionales y de trayectoria que han sido 
aplicados de forma exitosa en gran variedad de problemas.  

▪ Optimizar el funcionamiento de los métodos para la operación 
de casos de incendios reales. Se considera importante enfocar 
los esfuerzos de trabajo en la optimización de los métodos para 
su funcionamiento en casos de incendios reales. Ya sea 
añadiendo nuevas funcionalidades, modelos, datos, o mediante 
estudios de sintonización. De esta manera se espera poder 
aproximar, en mejor medida, las predicciones a la realidad.  

▪ Desarrollar plataforma de visualización: Pensando en 
herramientas para la toma de decisiones, es fundamental contar 
con un módulo que permita visualizar y/o monitorear el frente 
de fuego a medida que las predicciones se realizan.  

▪ Culminar la integración entre los métodos de predicción y el 
sistema de alerta temprana y el módulo de generación 
automática de mapas. Esta línea se encuentra con un alto grado 
de avance y se considera oportuno culminar este desarrollo. La 
funcionalidad final permitirá que a partir de una alerta (ya sea 
proviniendo de la WSN o a partir de la detección de un foco de 
calor MODIS) se inicie el proceso de seguimiento del evento. 
Generando mapas adaptados a la entrada del método de 
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predicción. De esta manera el método llevará a cabo la 
predicción de forma automática entregando la información de 
predicción a los tomadores de decisión. 
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