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Resumen La detección de Diabetes Tipo 2 (DT2) y prediabetes (PDM) representa 

un verdadero desafío para la medicina debido a la ausencia de síntomas 

patogenómicos y a la falta de conocimiento de los factores de riesgo asociados. 

Si bien existen algunas propuestas de modelos de aprendizaje automático que 
permiten identificar a personas en riesgo, las características de esta enfermedad 

hacen que uno que resulte adecuado para una población, no necesariamente lo sea 

para otra. Este artículo propone desarrollar y evaluar modelos predictivos que 

permitan identificar personas con riesgo de DT2 y PDM específicos para la 
población argentina. Partiendo de un cuidadoso preprocesamiento de la base de 

datos, se generaron dos datasets particulares considerando el compromiso entre 

cantidad de registros y de variables disponibles. Luego de aplicar 5 diferentes 

modelos de clasificación, los resultados obtenidos muestran que algunos de ellos 
obtuvieron muy buenos rendimientos para ambos datasets. En particular, RF, DT 

y ANN demostraron gran poder de clasificación, con altos valores en las métricas 

consideradas. Considerando la vacancia de herramientas de este tipo para la 

población argentina, este trabajo representa el primer paso hacia modelos más 

sofisticados. 

Keywords: salud pública · enfermedad crónica · machine learning 

1. Introducción 

La Diabetes Tipo 2 (DT2) es una enfermedad crónica caracterizada por niveles 

elevados de glucemia que se manifiesta cuando el páncreas endocrino es incapaz de 

producir la cantidad de insulina suficiente que requieren sus tejidos [11]. Debido a su 

creciente prevalencia en combinación con su elevado costo de atención [4,29], 

constituye un serio problema de salud pública, por lo que se han realizado grandes 

esfuerzos por desarrollar estrategias efectivas para su prevención y tratamiento 

oportuno, así como para evitar el desarrollo de sus complicaciones crónicas. 

Resulta importante reconocer que las consecuencias negativas de esta enfermedad 

comienzan en una etapa previa conocida como prediabetes (PDM), la cual está definida 

como una elevación en la concentración de glucosa en sangre más allá de los niveles 

normales pero sin alcanzar los valores diagnósticos de diabetes. La PDM se manifiesta 

a través de la Glucemia en Ayunas Alterada (GAA), la Tolerancia a la Glucemia 
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Alterada (TGA) y la combinación de ambas [1]. La PDM implica un riesgo elevado de 

desarrollar DT2 del orden del 30% [7] y de 70% [9] en los siguientes 4 y 30 años, 

respectivamente. 

El desarrollo de la DT2 es un proceso lento y progresivo condicionado por factores 

genéticos, ambientales y de comportamiento. Actualmente no existe una cura definitiva 

para esta enfermedad. Sin embargo, varios estudios han demostrado que se puede 

prevenir o demorar su aparición en personas con PDM a través de la adopción de un 

estilo de vida saludable (plan de alimentación y práctica regular de actividad física) y/o 

asociado con la ingesta de diversos fármacos [7,26]. En Argentina, una iniciativa de 

este tipo es el Programa Piloto para la Prevención Primaria de Diabetes en la provincia 

de Buenos Aires (PPDBA) desarrollado por el CENEXA (UNLPCONICET) y 

financiado por el Ministerio de Ciencia y Tecnología de la Nación, la empresa SANOFI 

y el CONICET [12]. 

La detección de DT2 y PDM representa un verdadero desafío para la medicina 

debido a la ausencia de síntomas patogenómicos y a la falta de conocimiento de los 

factores de riesgo asociados. Es por eso que frecuentemente una persona pueda pasar 

meses (o incluso años) sin saber que se encuentra en riesgo. En ese sentido, estadísticas 

publicadas en el año 2018 por la Federación Internacional de Diabetes muestran que 

aproximadamente un 50% de la población mundial desconoce su enfermedad [10]. Esto 

explica la necesidad de contar con un método de detección simple y preciso. En 

consecuencia, este artículo propone desarrollar y evaluar modelos predictivos basados 

en aprendizaje automático (AA) que permitan identificar personas con riesgo de 

diabetes y PDM en la población argentina considerando como base de datos la 

correspondiente al PPDBA. 

El resto del artículo se organiza de la siguiente forma. La Sección 2 introduce el 

marco referencial para este trabajo. Luego, la Sección 3 describe el procesamiento 

realizado a la base de datos mientras que la Sección 4 describe y analiza los resultados 

obtenidos. Finalmente, la Sección 5 presenta las conclusiones junto al trabajo futuro. 

2. Marco Referencial 

2.1 Factores de Riesgo y Diagnóstico de Diabetes y Prediabetes 

El desarrollo de DT2 es un proceso lento y progresivo que se encuentra 

condicionado por factores genéticos, ambientales y de comportamiento. Entre los 

factores de riesgo se encuentran, entre otros, el género, el índice de masa corporal 

(IMC), la circunferencia de cintura, los hábitos de alimentación, la práctica de actividad 

física, la edad, los antecedentes familiares de diabetes (incluida gestacional), la etnia y 

los trastornos del sueño. Por su parte, la PDM representa un estado previo a la DT2 y 

su progresión puede prevenirse e incluso revertirse mediante la adopción de estilos de 

vida saludables [27]. Si además consideramos que la PDM no es una pre-enfermedad, 

pues ya presenta disfunciones metabólicas, resulta sumamente importante identificar 

personas con PDM tanto como lo es poder hacerlo con las que ya tienen DT2 no 

diagnosticada. 
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El diagnóstico se realiza por medio de análisis de sangre y cualquier persona con 

presencia de los síntomas o factores de riesgo asociados debe ser examinada. En 

Argentina, habitualmente se emplea la Prueba de Tolerancia Oral a la Glucosa (PTOG) 

para determinar si una persona posee DT2, PDM o ninguna de ellas 1. 

2.2 Trabajos relacionados 

En la última década, numerosos modelos han sido propuestos para identificar 

diabetes no diagnosticada y/o PDM utilizando técnicas de AA. Estas propuestas utilizan 

diversas variables clínicas y de laboratorio asociadas a los factores de riesgo de la 

enfermedad para establecer la predicción. La mayoría de ellas [15] [2] [13] [16] [19] 

[21] [16] [33] [6] [28] [22] [24] [18] [34] [30] [25] emplean una base de datos de 

diabetes conocida como PIMA Indian Diabetes (PID) del repositorio de la Universidad 

de California Irvine 2, EEUU. Este dataset contiene registros de mujeres del pueblo 

indígena Pima de EEUU y se compone de 8 atributos relacionados con los factores de 

riesgo de desarrollar la enfermedad. Dispone de un total de 786 registros; sin embargo, 

el número se reduce a la mitad al eliminar aquellos que poseen valores nulos. Se puede 

decir que estos trabajos son una prueba de concepto más que una implementación real 

y que, en general, se han orientado a mejorar el rendimiento (accuracy) de los 

algoritmos de clasificación de diabetes. 

Son pocos los trabajos que no emplean la base de datos PID. Entre ellos se 

encuentran [14] [32] [8] quienes propusieron modelos para identificar diabetes y 

prediabetes usando datos de la Encuesta NHANES de EEUU. Recientemente, [31] 

también estudió la aplicación de distintas técnicas de AA para la detección de diabetes 

no diagnosticada en la población estadounidense aunque empleando la base de datos 

BRFSS. En forma similar, [20] presentó diferentes modelos predictivos de estas 

enfermedades para la población china usando una base de datos ad-hoc. A diferencia 

de los anteriores, [5] hizo hincapié en el desarrollo y validación de modelos predictivos 

únicamente para prediabetes. 

Como se explicó en la Sección 2.1, el desarrollo de DT2 se encuentra condicionado 

por factores que pueden variar de una población a otra. Es por lo que un modelo 

predictivo que resulte adecuado para una población, no necesariamente lo será para 

otra. Este estudio representa el primer paso hacia modelos predictivos específicos para 

la población argentina. 

3. Implementación 

3.1 Conjunto de datos 

 
1 Esta prueba comienza con una extracción de sangre de la persona en ayunas. Luego, se le 

pedirá que tome un líquido que contiene una cierta cantidad de glucosa. A continuación, se le 

tomarán muestras de sangre nuevamente cada 30 a 60 minutos después de ingerir la solución. El 

examen es costoso económicamente y puede demorar hasta 3 horas. 
2 https://archive.ics.uci.edu/ml/index.php 
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Descripción Los modelos predictivos serán desarrollados a partir de la base de 

datos del programa PPDBA [12], la cual cuenta con 1316 registros de personas. Cada 

registro corresponde a una persona que mediante PTOG fue identificada como 

diabética, prediabética o sin ninguna de ellas. Además de datos de laboratorio 

(hemoglobina glicosilada; colesterol total, HDL y LDL; triglicéridos y creatinina), se 

cuenta con variables clínicas asociadas a los factores de riesgo de estas enfermedades 

tales como el sexo; la edad; el Indice de Masa Corporal (IMC); la presión arterial; los 

antecedentes familiares de diabetes; los hábitos alimenticios y de actividad física; entre 

otros. 

Caracterización De los 1316 registros actuales, 80 debieron ser descartados ya que 

omitían valores requeridos de glucemia para poder calcular el resultado de la PTOG 

(no es posible determinar la clase). La Tabla 1 presenta una breve descripción 

estadística de los 1236 registros disponibles. Se puede notar que hay varias variables 

que presentan nulos, los cuales se analizan con mayor profundidad en la sección 

siguiente. También se puede observar que: hay más personas del sexo femenino que del 

masculino; la mayoría de las personas tienen entre 45-64 años; la mayoría de las 

personas tienen un IMC mayor a 30 kg/m2; la mayoría de las personas tienen una 

circunferencia de cintura de más de 102cm y de 88cm para el sexo masculino y 

femenino, respectivamente; la mayoría de las personas realizan actividad física; 

consumen vegetales, frutas y hortalizas; no toman medicación para controlar 

hipertensión; sí le encontraron hiperglucemia en algún control; y alguno de sus 

familiares (de primer o segundo grado) tiene diabetes; las variables asociadas a 

glucemia basal, colesterol HDL, triglicéridos y creatinina basal parecieran tener una 

amplia dispersión; el resto no; en cuanto a la clase, la mitad de las personas no están en 

riesgo de tener prediabetes o diabetes. 

 

Limpieza 

Valores con ruido Para analizar la presencia de ruido de las variables, se utilizó el 

método de Tukey para identificar los intervalos de valores atípicos leves y extremos. 

En base a lo anterior, se detectaron valores atípicos leves en las variables edad (4), imc 

(10), circ___de_cintura (1), glucemia_basal (27), glucemia_pprandial (46), 

colesterol_ldl (7), colesterol_total (9), colesterol_hdl (11), triglicéridos (21) y 

creatinina_basal (8). Además, se encontraron valores atípicos extremos en 

glucemia_basal (51), glucemia_pprandial (6), trigliceridos (12) y creat_basal (6). 

Valores nulos En la Tabla 1 se puede observar que no hay valores nulos en las 

variables cualitativas, a excepción de le_diag___familiar, que presenta 3 registros con 

valores nulos. No ocurre lo mismo con las variables cuantitativas, donde el faltante de 

valores es mucho mayor. Afortunadamente, para algunas de esas variables cuantitativas, 

sí se cuenta con una variable cualitativa asociada que permite conocer el rango en que 

se encuentra ese valor faltante. Esto ocurre concretamente en los casos de edad, imc y 

circ__de_cintura. El resto de las variables que presentan nulos son: 

glucemia_pprandial, colesterol_total, colesterol_ldl, colesterol_hdl, trigliceridos, 

creat_basal y hem___glicosilada. 

 

Transformaciones 
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Tabla 1. Breve descripción estadística del dataset 

Variable # nulos Medida # casos 

sexo 0 
Masculino (%) 

Femenino (%) 

395 (32%) 

841 (68%) 

edad 564 Media+DE 57.23±8.8428 

rango_edad 0 

Menos de 45 años (%) 

45-54 años (%) 

54-64 años (%) 

205 (17%) 

435 (35%) 

429 (34%) 

  Mayor de 64 años (%) 167 (14%) 

imc 619 Media+DE 31.65±6.314 

rango_imc 0 
Menor de 25kg/m2  

25-30 kg/m2 

93 (8%) 

319 (26%) 

  Mayor de 30 kg/m2 824 (66%9 

circ___cintura 1181 Media+DE 101.3091±13.55 

rango___cintura 0 
Menos de 94/80 cm (M/F) (%)  

M: 94-102cm / F: 80-88cm (%) 

56 (4%) 

205 (17%) 

  M: Más de 102/88cm (M/F) (%) 975 (79%) 

actividad_fisica 0 
Sí (%)  

No (%) 

915 (74%) 

321 (26%) 

cons___hortalizas 0 
Sí (%)  

No (%) 

821 (66%) 

415 (34%) 

toma___hta 0 
Sí (%)  

No (%) 

497 (40%) 

739 (60%) 

le___hiperglucemia 0 
Sí (%)  

No (%) 

999 (81%) 

237 (19%) 

le_diag___familiar 3 
No (%) 

Primer grado (%) 

395 (32%)  

412 (33%) 

  Segundo grado (%) 426 (34%) 

glucemia_basal 0 Media+DE 104.36±27.28 

glucemia_pprandial 55 Media+DE 119,59±42,51 

colesterol_total 705 Media+DE 198,28±41,1 

colesterol_ldl 715 Media+DE 119,79±36,82 

colesterol_hdl 706 Media+DE 49,82±14,40 

trigliceridos 705 Media+DE 151,4±95,59 

creatinina_basal 619 Media+DE 1,117±5,8 

hem___glucosilada 635 Media+DE 5.61±0,43 

resultado_ptog 0 

Sin riesgo (%)  

Prediabetes (%) 

Diabetes (%) 

620 (50%) 

480 (38%) 

136 (12%) 

 

Tratamiento de valores atípicos Se consultó con expertos del dominio médico sobre 

las ocurrencias de valores atípicos en las determinaciones de laboratorio. Se concluyó 

que, si bien son valores que estadísticamente pueden ser considerados atípicos, sí se 
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encuentran dentro de los posibles valores extremos para estas determinaciones. La 

excepción son 2 valores en creatinina_basal (’85’, ’118’) que efectivamente 

corresponden a (posibles) errores de carga. Por lo tanto, esos dos valores particulares 

se reemplazaron con nulos. 

Tratamiento de valores nulos Se debe optar entre: (1) eliminar las variables que 

tienen nulos; o (2) eliminar los registros que tienen variables con valores nulos. La 

opción 1 permite mantener el tamaño muestral a costa de reducir la cantidad de 

variables de entrada para los modelos. En sentido opuesto, la opción 2 permite mantener 

la cantidad de características a costo de reducir el tamaño muestral. En este caso, se 

decidió seleccionar la opción 2 únicamente para la variable le_diag___familiar, que 

cuenta con sólo 3 valores nulos. Por otro lado, la opción 1 se aplicó a las variables edad, 

imc y circ_de_cintura, considerando que hay una variable cualitativa asociada que 

permite conocer el rango de cada valor. Para el resto de las variables, se discutirá en la 

Sección 3.2. 

Agrupamiento de variable de clase De la Tabla 1 se puede notar que la distribución 

de clases no está balanceada (variable resultado_ptog). Para minimizar el impacto de 

esta cuestión, se procede a crear una nueva variable de clase que divida entre personas 

sin riesgo de tener PDM o DM (registros con valor “Normal”) y las que sí lo tienen 

(registros con valor “PDM” o “DM”). Como resultado, la variable queda balanceada en 

cuanto a ocurrencias de cada valor y, a la vez, se simplifica el análisis posterior al pasar 

a ser ahora un problema de clasificación binaria. Sin embargo, se deberá ser cuidadoso 

al momento de analizar los resultados, especialmente con lo que se pueda decir sobre 

predicción de DM, por ser la de menor ocurrencia. 

Eliminación de variables resultado_ptog fue descartada por el agrupamiento 

realizado en la sección anterior, mientras que glucemia_pprandial fue excluida, ya que 

contar con ese valor implicaría que la persona tuviera que hacerse una PTOG, 

careciendo de sentido el uso de los modelos propuestos. 

Análisis de correlaciones La Fig. 1 muestra la matriz de correlación obtenida sobre 

el dataset inicial disponible. Desde el punto de vista clínico, tiene sentido que exista 

una correlación lineal débil entre el rango de la circunferencia de cintura y el rango 

IMC. También resulta razonable que existan correlaciones débiles entre los rangos de 

edad, IMC y circunferencia de cintura y sus valores asociados en las variables de edad, 

imc y circ___de_cintura. Por otra parte, el colesterol_total se calcula a partir del 

colesterol_ldl [3], lo que explica su correlación fuerte. Adicionalmente, la relación entre 

glucemia_basal, glucemia_pprandial, resultado_ptog y clase tiene sentido, ya que las 

dos primeras determinan el valor de la tercera, la cual a su vez se agrupa para generar 

la cuarta de ellas. 

3.2 Segmentaciones propuestas 

Ante el porcentaje alto de nulidad de las variables de laboratorio, se planteó la 

posibilidad de generar varios datasets a partir del original, considerando distintos 

criterios para el tratamiento de registros nulos: 

▪ Dataset Clínica+Laboratorio (DCL-bin). Conjunto de datos al cual se realizó una 

eliminación de registros completos, derivando en 16 variables con 503 ejemplos 

(229 ⇒ Sin riesgo, 274 ⇒ Con riesgo). Este dataset mantiene todos las variables 
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disponible (datos clínicos y de laboratorio) a costa de perder cantidad de 

registros. 

 
Figura1. Matriz de correlación sobre dataset inicial 

 

▪ Dataset Clínica+Glucemia basal (DCG-bin). Conjunto de datos que mantiene la 

información clínica disponible y la única variable de laboratorio que no posee 

valores nulos (glucemia_basal); el resto de las ellas fueron eliminadas. De esta 

forma, este dataset cuenta con 10 variables y 1233 ejemplos. En contraposición 

con DCL aquí se preserva la cantidad de registros frente al valor aportado por el 

resto de los variables de laboratorio. 

4. Resultados Experimentales 

4.1 Diseño experimental 
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Se llevó a cabo un proceso de exploración, preprocesamiento, entrenamiento y 

evaluación de diversos algoritmos utilizando scikit-learn. En particular, se consideraron 

Logistic Regression (LR), Decision Tree (DT) con max_depth = 5 y class_weight = 

balanced, k-Nearest Neighbor (kNN) con n_neighbors = 7 y Random Forest (RF) con 

max_depth = 2. Asimismo, se utilizó TensorFlow para la construcción de modelos de 

Artificial Neural Networks (ANN) con epochs = 60 y batch_size = 16. En particular, se 

construyó una ANN de una capa oculta con 100 neuronas y función de activación 

ReLU, con una regularización L2 de 0,1 para controlar el sobreajuste. Se utilizó un 

optimizador Adamax con una tasa de aprendizaje de 0,001. 

Siguiendo lineamientos habituales del área, el conjunto de datos fue particionado 

en dos: entrenamiento (70%) y evaluación (30%). Para reducir posibles sesgos, se 

aplicó la técnica de validación cruzada con muestreo estratificado aleatorio 

(StratifiedShuffleSplit, n_splits=50 [23]). Debido a que las variables de entrada poseen 

magnitudes diferentes, se aplicó una normalización min-max para todos los modelos 

excepto para la ANN donde se utilizó una normalización estándar. 

Todas las experimentaciones se realizaron sobre una computadora local utilizando 

Jupyter Notebook [17]. El hardware disponible fue una CPU Intel Core i7 2.6 GHz 

Quad-Core, 16 GB de memoria RAM y sistema operativo macOS. 

4.2 Modelos y resultados para DCL-bin 

Tabla 2. Resultados (evaluación) para los modelos aplicados a DCL-bin (clase positiva = 

“Con riesgo”) 

Modelo Accuracy Precision Recall F-score AUC 

RF 94.58 ± 1.51 98.87 ± 1.3 91.1 ± 2.93 94.79 ± 1.53 0.95 

DT 93.42 ± 1.59 96.02 ± 2.02 91.73 ± 2.65 93.79 ± 1.53 0.94 
ANN 91.13 ± 1.98 92.29 ± 2.68 91.39 ± 2.77 91.79 ± 1.84 0.91 
LR 85.56 ± 3.21 90.5 ± 3.11 82.1 ± 4.81 86.01 ± 3.3 0.93 
kNN 71.62 ± 3.82 75.53 ± 3.87 70.83 ± 5.75 72.97 ± 4 0.72 

 

La Tabla 2 muestra las métricas de rendimiento para los diferentes modelos 

aplicados al dataset DCL-bin considerando como clase positiva a “Con riesgo”. De los 

5 modelos, se puede observar que hay 3 opciones que obtienen valores de accuracy 

superiores al 90%, lo que significa que aproximadamente 9 de cada 10 de los registros 

evaluados del total, fueron clasificados correctamente (los desvíos son menores al 2%). 

De estas 3 opciones, RF es el que obtiene la mejor accuracy, seguido de DT y 

finalmente ANN. Mientras que el rendimiento de LR se encuentra cercano a los 

anteriores con 86% de accuracy, el correspondiente a kNN es pobre al alcanzar sólo 

72%. 

En cuanto a precision, los valores se condicen con los de accuracy. RF, DT y ANN 

presentan valores superiores al 90% para la clase de interés (“Con riesgo”) lo que 

significa que, con cualquiera de las opciones, a más de 9 personas a las que se les dice 

que tiene riesgo, realmente lo tiene. En el mismo sentido, los 3 modelos mencionados 

valores de recall cercanos al 91%, lo que significa que sólo 1 de cada 10 personas que 

tiene riesgo, no es identificada por ellos. 
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Por último, al momento de seleccionar un modelo determinado, puede ser 

interesante examinar los valores de AUC además de la accuracy. En este caso, se puede 

notar que RL desplaza a ANN como uno de los 3 que obtiene los valores más altos de 

AUC, en comparación a los de mejor accuracy. 

4.3 Modelos y resultados para DCG-Bin 

Tabla 3. Resultados (evaluación) para los modelos aplicados a DCG-bin (clase positiva = 

“Con riesgo”) 

Modelo Accuracy Precision Recall F-score AUC 

RF 93.23 ± 1.12 100 ± 0 86.38 ± 2.25 92.68 ± 1.3 0.93 

DT 91.88 ± 1.67 96.68 ± 2.74 86.72 ± 2.2 91.39 ± 1.73 0.92 
ANN 91.04 ± 1.63 94.45 ± 2.47 87.17 ± 2.31 90.64 ± 1.71 0.91 
LR 75.66 ± 4.37 80.96 ± 4.44 66.7 ± 6.55 73.05 ± 5.3 0.83 
kNN 69.97 ± 2.01 70.63 ± 2.32 67.92 ± 3.29 69.2 ± 2.23 0.7 

 

La Tabla 3 muestra las métricas de rendimiento para los diferentes modelos 

aplicados al dataset DCG-bin considerando como clase positiva a “Con riesgo”. Al 

igual que con DCL-bin, RF, DT y ANN obtienen muy buenos valores de accuracy, 

siendo superiores al 90% (los desvíos son menores al 2%). kNN vuelve a presentar un 

rendimiento pobre con 70% de accuracy, mientras que LR se encuentra entre los 3 

anteriores y kNN, aunque con un rendimiento más bajo que con el dataset anterior. En 

cuanto a precision, RF sobreajusta al obtener 100% para la clase “Con riesgo”. Por su 

parte, DT y ANN presentan valores superiores al 90% para la misma clase, estando LR 

y kNN bastante debajo de ese valor. Al analizar los valores de recall, tanto RF como 

DT y ANN son los que consiguen los mejores valores, estando cercanos al 90% para la 

clase de interés. 

Por último, y a diferencia de DCL-bin, los 3 que obtienen los valores más altos de 

AUC coinciden con los de mejor accuracy. 

4.4 Discusión 

Algunos de los modelos desarrollados obtuvieron muy buenos rendimientos para 

ambos datasets. En particular, RF, DT y ANN demostraron gran poder de clasificación, 

con altos valores en las métricas consideradas. En ese sentido, resulta importante aclarar 

que los modelos propuestos no pretenden reemplazar a las PTOGs como mecanismo de 

diagnóstico de DT2 y PDM. Al ser enfermedades de difícil detección precoz, estos 

modelos buscan identificar aquellas personas de la población argentina que tengan alta 

probabilidad de tenerlas y desconozcan su condición. Para confirmar el diagnóstico, las 

personas identificadas deberán realizar eventualmente una PTOG. Los modelos 

ayudarían a identificar a quienes deben realizarlo y suplirían la ausencia de 

herramientas de este tipo. 

Se puede notar que no hay diferencias significativas entre los mejores valores de 

accuracy y F-score conseguidos para ambos datasets. Aunque no es (del todo) correcto 

comparar resultados de modelos entrenados con datasets diferentes, esta cuestión 
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podría tener incidencia en el costo de llevar a la práctica los modelos, considerando que 

conseguir las variables de laboratorio no es gratuito ni sencillo. Para poder dilucidarla, 

sería necesario contar con un mayor número de registros sin nulos. 

Por último, una cuestión importante que debe tenerse en cuenta es el agrupamiento 

de PDM y DM como clase única, lo cual favoreció al balanceo y simplificó el problema 

al volverlo de clasificación binaria. El costo es justamente no poder diferenciar entre 

los casos de PDM y DM. Sin embargo, desde un punto de vista médico, esto no sería 

tan grave, ya que a fin de cuentas lo que interesa es identificar quienes están en riesgo 

(no importa de cuál). 

5. Conclusiones y Trabajo Futuro 

Considerando que DM y PDM son enfermedades de difícil detección, en este trabajo 

se desarrollaron y evaluaron modelos predictivos específicos para la población 

argentina a partir de la base de datos del PPDBA. En primer lugar, fue necesario realizar 

un cuidadoso preprocesamiento de la base de datos, lo que derivó en la generación de 

dos datasets particulares (DCL-bin y DCG-bin) considerando el compromiso entre 

cantidad de variables y de registros disponibles. Luego, se aplicaron 5 modelos de 

clasificación diferentes a cada uno de ellos. Los resultados obtenidos muestran que 

algunos de los modelos propuestos obtuvieron muy buenos rendimientos para ambos 

datasets. En particular, RF, DT y ANN demostraron gran poder de clasificación, con 

altos valores en las métricas consideradas. Debido a limitaciones propias de la base de 

datos, no es posible afirmar que los resultados sean concluyentes, aunque sí resultan 

promisorios. Considerando la vacancia de herramientas de este tipo para la población 

argentina, este trabajo representa el primer paso hacia modelos más sofisticados. 

Entre las líneas de trabajo futuro se encuentran: 

▪ Conseguir más registros de la base de datos para mejorar su calidad y al 

mismo tiempo aumentar su representatividad, para luego replicar el estudio 

realizado.  

▪ Evaluar el rendimiento de modelos generados a partir de una nueva 

segmentación que sólo considere datos clínicos. Un modelo de estas 

características sería más sencillo, sin costo y factible de realizar en 

cualquier momento, aunque probablemente de menor rendimiento. 

▪ Considerar el desarrollo de modelos de clasificación multiclase para 

separar los casos de DM y PDM. 

 

Financiamiento. Este estudio fue parcialmente respaldado por PICT-2020-SERIE-

A00901. 
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