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Resumen La prediccién computacional del plegamiento de secuencias
es un proceso fundamental para la determinacién de los dcidos ribonu-
cleicos (ARN), porque a partir de estas estructuras es posible estudiar
las funciones que cumplen dichas secuencias. La inteligencia artificial, en
particular el aprendizaje profundo, ha comenzado a ser utilizada para
la prediccién de estas estructuras a partir de la secuencia. Sin embargo,
este problema se dificulta conforme se aumenta la longitud de la cadena,
generando estructuras muy diferentes entre si. Este trabajo busca mejo-
rar el modelado y aprendizaje de estas estructuras con la incorporacion
de técnicas de agrupamiento de secuencias. Hemos encontrado una re-
lacién entre la estructura formada y la secuencia original mediante una
medida basada en informacién mutua. Nuestros resultados son prome-
tedores, alcanzando un valor de informacién mutua normalizado de 0.79
entre los agrupamientos generados entre las secuencias de entrada y los
generados por la estructura a predecir. A partir de estos agrupamientos,
se entrenaron modelos de prediccién basados en redes convolucionales,
independientes para cada grupo de secuencias, y se ensamblaron para
obtener la prediccién final, obteniendo en promedio un 5.20 % de mejora
en Fy, comparando contra el modelo de referencia.

Palabras clave: Redes neuronales - Aprendizaje no supervisado - Bio-
informatica - Prediccién de estructuras.

1. Introduccion

La prediccién de estructuras secundarias de dcidos ribonucleicos (ARN) es
de gran importancia en la investigacién biologia molecular, debido a la amplia
gama de roles que desempenan estas moléculas en la célula. Las estructuras
secundarias del ARN son fundamentales para determinar su funcién biolégica,
como su capacidad para catalizar reacciones quimicas y para regular la expresion
de los genes. Por lo tanto, la capacidad de predecir estructuras secundarias de
ARN con alta precisién es una herramienta importante en la investigacién y
desarrollo tecnolégico.
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En los ultimos anos hubo un incremento en el uso de metodologias basadas
en aprendizaje automético (ML, del inglés machine learning) que poseen rendi-
mientos comparables a los métodos clasicos, basados en programacién dindmica
y restricciones termodindmicas para la prediccién de estructuras a partir de se-
cuencias de nucledtidos. En [1] se presenta una extensa validacién experimental y
un andlisis detallado del desempeno de métodos clasicos y otros basados en ML,
concluyendo que a pesar de las mejoras obtenidas, los nuevos modelos siguen
sin obtener un desempeno significativamente superior. Queda claro que predecir
computacionalmente la estructura de los ARN sigue siendo un gran desaffo en
bioinformatica, y ha demostrado ser més dificil que la prediccién de la estructura
de las proteinas, debido entre otras razones a la riqueza estructural y la limitada
cantidad secuencias con estructuras validadas que se disponen para el entrena-
miento [2,3]. Es por esto que en este trabajo de investigacién se plantea como
objetivo mejorar la prediccién de dichas estructuras mediante la combinacién de
aprendizaje no supervisado y profundo.

2. Meétodos

La metodologia que sugerimos comienza con una etapa de preprocesamiento
de las secuencias de nucledtidos. Estas secuencias estan formadas por 4 posibles
elementos, que se identifican con los simbolos “A”, “C”, “G” y “U”. Para codi-
ficarlas cada elemento de la secuencia se convierte a un vector de dimensién 4,
colocando un 1 en cada posicién de acuerdo al stmbolo (codificacién més directa
que se conoce en inglés como one-hot). Por otro lado, la estructura secundaria
a predecir se codifica como matriz de conexiones binarias, cuyas filas y colum-
nas representan la posicién de cada nucleétido dentro de la secuencia. De esta
manera se busca predecir una matriz cuyos valores iguales a uno representan las
conexiones que forman la estructura del ARN.

Estas secuencias ya codificadas entran a una red neuronal convolucional (Fi-
gura 1), que dio buenos resultados en [4]. La primer etapa de esta red es una
secuencia de capas convolucionales en una dimensién (1D). El uso de estas capas
para cada dimensién de la codificacién, convolucionando a lo largo de la secuen-
cia, permite modelar adecuadamente relaciones de corto alcance. El nimero de
capas y filtros utilizados fueron seleccionados previamente en base a la longi-
tud de la secuencia y la cantidad de dimensiones de entrada, y su ajuste fino
se hizo de manera empirica sobre otro conjunto de datos independiente [4]. A
partir de la secuencia de largo L codificada en one-hot, las capas convolucionales
1D logran una primera extraccién automatica de caracteristicas de bajo nivel,
identificando patrones a de vecindad de cada posicién de la secuencia.

La segunda etapa del modelo codificara relaciones entre elementos de la se-
cuencia, incluyendo las conexiones distantes. Para esto se pasa de una codifica-
cién de M x L, donde M es la dimensién del vector de caracteristicas obtenido
en la etapa anterior para cada nucledtido, a dos codificaciones de C' x L, que
finalmente se llevard a la codificacién L x L que es igual a la matriz de conexio-
nes utilizada como referencia (etiqueta). Es importante destacar que dado que L
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Figura 1. Esquema una red neuronal entrenable de extremo a extremo para predecir
uniones entre elementos de la secuencia de entrada.
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puede ser muy grande, la codificacién que involucra L? se realiza solo al final de
todo el proceso. Con una simple operacién matricial entre las representaciones
C x L se obtiene la primera matriz ¢, que luego es sumada con su transpuesta
para forzar la simetria (un requisito en las matrices de conexiones). Finalmente,
una funcién sigmoidea transforma las posibles activaciones a un intervalo [0, 1].

Las secuencias de ARN han sido tradicionalmente agrupadas en familias de
acuerdo a sus estructuras y funciones bioldgicas [5]. Esta podria ser una infor-
macién muy importante para el modelo de prediccién, tanto para incorporarla a
la entrada como para entrenar modelos de prediccién independientes para cada
familia de ARN. Sin embargo, esta informacién no estd disponible cuando el
modelo tiene que predecir la estructura de una secuencia desconocida, ya que la
relacidn entre las secuencias y la familia correspondiente no es directa. Es decir,
una vez que el modelo ha sido entrenado y se requiere predecir la estructura para
una nueva secuencia, se supone que esa secuencia es desconocida y por lo tanto
no tiene una familia asociada. Pero si las secuencias pudieran ser agrupadas de
forma no supervisada, y esa agrupacién tuviera un alto grado de corresponden-
cia con la agrupacién por familias o por similaridad de estructura, entonces se
podrian entrenar modelos independientes para cada grupo y luego ensamblar las
predicciones. Un esquema general de este método se describe en la Figura 2, en la
que se puede observar que se generan grupos (representados mediante una elipse
amarilla) utilizando las similaridades en secuencia. A continuacién, se entrena
un modelo individual por grupo. Una vez entrenado, a los datos de prueba se
les asigna un grupo (caja de color rojo) segin un criterio de similaridad con los
grupos aprendidos desde los datos de entrenamiento, y luego cada secuencia sera
predicha por su modelo correspondiente.
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Figura 2. Diagrama del modelo de prediccién basado en entrenamiento no supervisado
y ensamble de modelos por grupo.
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Para realizar el agrupamiento se puede utilizar la distancia entre secuencias,
haciendo primero una alineacién de a pares de nucleétidos! y luego contando las
coincidiencias y normalizando por la longitud. De esta forma se puede generar
una matriz de distancias entre de todas las secuencias, a partir de la cual se utiliza
el método de agrupamiento espectral (SC, del inglés spectral clustering)[6]. Se
optd por este algoritmo debido a su capacidad para trabajar directamente con
matrices de distancias y que no requiere la definicién y adaptacién iterativa de
centroides basados en vectores de caracteristicas (que es este caso no se poseen).
El mismo SC se puede aplicar de forma similar para realizar un agrupamiento
en funcién de la distancia entre estructuras?.

Sobre los datos de entrenamiento, se generaron agrupamientos para diferente
numero de grupos, k € [10, 30], particionando tanto por distancia entre secuen-
cias como por distancia de estructuras. Luego se utilizd la informacién mutua
normalizada (NMI, por sus siglas en inglés) para medir el nivel de correspon-
dencia entre todos los agrupamientos para cada k,

2 I{Y;C) 1
() + H(O)] @

donde Y son los grupos correspondientes a las estructuras, C los grupos segin la
distancia de secuencias, H(-) la entropia e I(+) la informacién mutua entre ambas
particiones. De esta manera, el k dptimo queda determinado por el maximo NMI
entre todas las particiones comparadas.

Una vez obtenido el agrupamiento éptimo a partir de los datos de entrena-
miento, se dividen los datos por grupo para entrenar cada modelo (k predictores).
Cada modelo utiliza la misma arquitectura que el modelo base (Figura 1). En el
momento de la evaluacién o la prediccién de una nueva secuencia, es necesario
identificar a qué grupo pertenece. Para esto se evaluaron dos metodologias:

NMI(Y,C) =

= Seleccién por medoides: se encuentra el medoide de cada grupo, eligiendo la
secuencia que tiene la menor distancia promedio a todas las de su grupo.
Luego, dada una secuencia desconocida se mide la distancia a cada medoide
v se asigna el grupo del medoide més cercano.

= Seleccién por la menor distancia: se calcula la distancia a cada una de las
secuencias en el conjunto de datos de entrenamiento (todos los grupos) y
se asigna a la secuencia de prueba el mismo grupo que la secuencia de en-
trenamiento més cercana. Si bien esta variante puede ser algo més costosa
computacionalmente, al evitar el uso del medoide se asigna segin una mejor
representacién de la distribucién de los datos.

3. Resultados

En el presente estudio se empled el conjunto de datas “Archive I17[7], el cual
consta de 3974 secuencias de diversas familias y longitudes. Se realizo validacién

! https://biopython.org/docs/1.75 /api/Bio.pairwise2. html
2 https://www.tbi.univie.ac.at/RNA/RNAdistance.1.html
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cruzada, en donde el conjunto de datos fue dividido en grupos de entrenamiento,
validacién y prueba con un porcentaje del 80 %, 10%, 10 % respectivamente.
Para la fase de agrupamiento se precalcularon las dos matrices que contienen
la distancia entre cada secuencia y entre cada estructura del conjunto de datos
completo. Sobre estas matrices se utilizé el algoritmo de agrupamiento propuesto,
siempre respetando las particiones de entrenamiento y prueba de forma de que
ninguna informacién del conjunto de prueba sea utilizada tanto para la etapa
no supervisada de agrupamiento como para el entrenamiento supervisado de los
modelos profundos. Para llevar a cabo cada una de estas etapas, se emplearon
las bibliotecas scikit-learn v PyTorch, respectivamente.

3.1. Agrupamientos segiin distancias de estructuras y de secuencias

Para comprobar la existencia de una coodependencia entre las estructuras
y secuencias de nucledtidos, se realizé una serie de agrupamientos variando k
usando ambas distancias, por secuencia y por estructura. Entre todas las par-
ticiones obtenidas se calculé la NMI, obteniendo 0.79 como valor méximo para
un agrupamiento por distancia de estructura con k£ = 22 y un agrupamiento por
distancia de secuencias con k = 15. En la Figura 3 se representa un mapa de
calor que ilustra los valores de NMI de todas las combinaciones de k analizados.
Los valores més altos de NMI se corresponden con colores més oscuros en la
figura.

Una vez obtenido el k éptimo para cada agrupacién se realizé la matriz de
contingencia para tener una referencia més gréafica de dicha relacién. En la Fi-
gura 4 las columnas corresponden a los grupos segun la distancia de estructura
y las filas con aquellos que se relacionan con las distancias de secuencia. Se pue-
de observar como la distribucién de los grupos se acomoda de manera que se
corresponden uno o dos grupos con informacién estructural con uno que con-
tiene informacién sobre la secuencia. Esto nos indica que para un grupo de los
obtenidos por distancia de secuencias existen solo una o dos estructuras que lo
definen bien. Cabe resaltar que muchos de estos clusters contienen solo datos
que pertenecen a la misma familia de secuencias.

3.2. Prueba del modelo de prediccién de estructuras

Se procedid a entrenar el modelo base utilizando los datos de entrenamien-
to, v se utilizd el criterio de finalizacién temprana con los datos de validacion,
con el fin de asegurar que el proceso de entrenamiento estd avanzando correcta-
mente v no haya sobre-ajuste. Se utilizé una velocidad de aprendizaje de 1E-3,
un numero maximo de 150 épocas y una paciencia de 20 épocas para la fina-
lizacién temprana, ya que estos pardmetros demostraron buen rendimiento en
un conjunto de datos independiente [4]. El entrenamiento del modelo base llevo
aproximadamente 87 min, mientras que el entrenamiento del modelo propuesto
tomo ~13 min para cada grupo, sumando un total de ~78 min para todo el
modelo®. En el proceso de agrupamiento se generaron 15 grupos utilizando los

3 Experimentos realizados con una GPU Nvidia RX5000 con 24 GB de memoria
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Figura 3. Valores de NMI para diferentes k, comparando los grupos formados con
distancia entre secuencias (filas) y los formados por distancia de estructuras (columnas).
Se puede observar que el maximo NMI se encuentra en torno a k = 15 seguin la distancia
de secuencias.
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Figura4. Matriz de contingencia para los grupos formados por distancia de secuencia
(en las filas, k = 15) y por distancia de estructura (en las columnas, k = 22).

datos de entrenamiento y validacién. Posteriormente, se entrenaron modelos por
grupos correspondientes a los 6 clusters con més secuencias y que se dispersan en
menos grupos de estructura. Luego se realizaron las pruebas en la correspondien-
te particién de test. En cada caso se midié el Fy de las predicciones en relacién
a la referencia, es decir, la media armdnica entre la sensibilidad y la precisién de
las conexiones predichas para cada par de elementos de la secuencia.

Se comparé el rendimiento usando ambos métodos de seleccién de agrupa-
miento, por medoides y por el de menor distancia. En el caso de la seleccién del
grupo por medoides los resultados medios obtenidos por el modelo propuesto y el
modelo base fueron de Fy = 0,590 v F; = 0,769, respectivamente. Esto muestra
que el método por medoides no presenta un rendimiento aceptable, posiblemen-
te porque los grupos tengan alta diversidad y no estén bien representados por
el medoide. Para el caso de la seleccién por la minima distancia los resultados
fueron mucho mas prometedores. En la Tabla 1 se pueden ver los valores de Fj
de prueba del modelo base y el modelo entrenado para cada grupo utilizando los
mismos datos de prueba para cada comparacién. Podemos observar que se obtie-
nen mejores resultados en los modelos entrenados por cada grupo que utilizando
el modelo base entrenado con el conjunto de de entrenamiento completo. En
promedio se observa que el modelo propuesto logra un F; que supera al modelo
base en un 5.20 % haciendo uso de técnicas no supervisadas en combinacién con
clasificadores profundos supervisados.

4. Conclusiones

En este trabajo se presenta un nuevo modelo de aprendizaje automaético para
la prediccién de estructuras secundarias de ARN. Se propone realizar un pre-
proceso con un agrupamiento basado en las caracteristicas de las secuencias y
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Tabla 1. Resultados en términos de F; para el modelo base contra el propuesto usando
la seleccién por menor distancia.

Modelo base Propuesto

Cluster 1 0.580 0.587
Cluster 2 0.890 0.956
Cluster 3 0.779 0.854
Cluster 4 0.921 0.951
Cluster 5 0.877 0.958
Cluster 6 0.567 0.623
Promedio 0.769 0.821

sus estructuras conocidas, para dividir los datos en grupos y entrenar modelos
independientes. Cada uno de estos modelos estd basado en una red neuronal
convolucional profunda que lleva a cabo la prediccién. Los resultados obtenidos
muestran que existe una relacidn entre las estructuras y secuencias, la cual se
puede aprovechar mediante las técnicas de agrupamiento para separar el espacio
de datos y predicciones en diferentes clasificadores y obtener mejores predic-
ciones. Las secuencias de test se asignan a los grupos utilizando la distancia
entre secuencias. Los experimentos muestran que esta estrategia de separacién
no supervisada y el posterior ensamble de modelos mejora significativamente los
resultados de prediccién. Como trabajos futuros se propone seguir investigan-
do en cémo utilizar los grupos que poseen un numero reducido de secuencias.
En este sentido, una de las propuestas que tenemos es realizar transferencia de
aprendizaje desde los modelos entrenados con més secuencias.
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