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+  Introduccion

Cuando comenzamos el estudio sobre aprendizaje computacional contabamos con
investigaciones de diferentes autores, desconociendo si entre ellos existia algun tipo de
relacion.

Luego de leer y analizar cada uno de los papers, descubrimos que existian aspectos que
podian ser comparados. Esto nos permitid6 ver la posibilidad de organizar esta informacién
teniendo en cuenta dichos aspectos.

La clasificacion elegida para organizar los papers es la clasificacion es clasificacion basada
sobre la estrategia de aprendizaje subyacente, porque esta considera mas aspectos de la
informacién provista por una fuente, que es con lo Unico que cuenta inicialmente quien quiere
aplicar aprendizaje.

Para cada estrategia de aprendizaje se describen métodos que |la implementan, tratando de
desarrollar la mayor cantidad posibles de ellos a fines de permitirnos realizar una buena
comparacion, perdiendo en cada descripcion exaustividad.

A partir del analisis mencionado, no solo creimos util organizar la informacién dispersa, sino
también desarrollar una serie de comparaciones que describan diferencias y similitudes entre
las distintas formas de desarrollar aprendizaje computacional, considerando esto un aporte
necesario.

El resultado del analisis descripto anteriormente dio origen al survey de aprendizaje
computacional, cuya utilidad es asistir a quien necesita aplicar este tipo de aprendizaje en un
dominio particular.

Frente a un problema real, el survey intente ayudar a descubrir cual es el método mas
apropiado para solucionarlo: a través de la comparacion entre estrategias que profundizan
determinadas caracteristicas de los problemas que solucionan cada una, se intenta encontrar
la mas adecuada para resolver dicho problema.

Una vez seleccionada una estrategia, se procedera de la misma manera a través de la
comparacién de métodos que implementan dicha estrategia para seleccionar uno en particular.
Este procedimiento no siempre dara como resultado una unica alternativa.

Para testear la utilidad de survey para solucionar un problema de aprendizaje computacional
consideramos necesario aplicarlo sobre un dominio real, concluyendo con un prototipo que

demostrara la factibilidad practica.
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1
Aprendizaje

computacional

1.1) Introduccién

El aprendizaje es un fenédmeno multifacético, que incluye la adquisicion de nuevo
conocimiento, el desarrollo de habilidades cognitivas y motoras a través de instruccién o
practica, la organizacion de nuevo conocimiento en uno mas general, la construccion de
representaciones efectivas y el descubrimiento de nuevos hechos y teorias a través de
observaciones y experimentaciones. Tales capacidades pueden ser divididas en 2 formas

basicas de aprendizaje:

1.- Adquisiciéon de conocimiento: es un proceso definido como el aprendizaje de nuevas
estructuras simbdlicas de conocimiento y modelos mentales junto a la habilidad de
aplicar esa informacion de una manera efectiva.

2.- Refinamiento de habilidades: es un proceso subconsciente por virtud de la repeticion
practica, coordinacién mental y motora y la correcciéon de desviaciones. En esta forma
de aprendizaje, existe una fase inicial para adquirir conocimiento sobre como realizar

la actividad.

Aprendizaje es un término muy amplio; esto lleva a que existan varias definiciones segun

diferentes puntos de vista. Segun Simon [5]:

"Aprendizaje denota cambios en sistemas que son "adaptables"”, en el sentido
que ellos permiten que el sistema haga la misma tarea o tareas, en el mismo

contexto, mas eficientemente las préximas veces"



Minsky [12] reemplazé este criterio por uno mas general:

"Aprendizaje es hacer cambios utiles en nuestra mente"

Otra forma de capturar los aspectos fundamentales de aprendizaje esta dada por el hecho
que él esta involucrado con adquisicion de conocimiento. Es obvio que para adquirir
conocimiento es necesario representarlo. Esto lleva a la siguiente caracterizacién del

aprendizaje [12]:

"Aprendizaje es construir o modificar la representacién de lo que se esta

tomando experiencias"

Desde la aparicion de las computadoras se traté de implantar capacidades de aprendizaje
en un sistema computacional. Con la excepcibn de los programas experimentales
desarrollados en investigaciones de aprendizaje computacional, los sistemas carecen de la
habilidad para adquirir o generar conocimiento a partir del que ya tienen. Esto contrasta con la
inteligencia humana, la cual tiene la habilidad de adquirir nuevo conocimiento y nuevas
habilidades y mejorar con la practica.

Como la habilidad de aprender y el comportamiento inteligente estan vinculados, un objetivo
de investigacion en inteligencia artificial es entender la naturaleza del aprendizaje e
implementar capacidades de aprendizaje en computadoras.

Surge luego la pregunta: ;tal objetivo es deseable y alcanzable?.

La alcanzabilidad esta dada por la respuesta a la siguiente pregunta: ; Se pueden identificar
criterios generales tal que si son satisfechos por una computadora, podriamos decir que ella
"aprende"?. En algunos programas se pueden identificar ciertas habilidades que podrian
insinuar que ellos aprenden, lo que no se sabe es hasta donde se va a poder progresar usando
el hardware de computadoras convencional y los métodos de programacién existentes.

Es deseable desarrollar sistemas de aprendizaje computacional porque son necesarios para
asegurar el progreso en inteligencia artificial. Esto se ha visto en varias areas: sistemas
expertos o sistemas de gran escala, sistemas basados en conocimiento, entendimiento de

lenguaje, sistemas tutoriales inteligentes e interfaces amigables hombre-maquina.

Simon [5] compara permanentemente aprendizaje computacional con aprendizaje humano y
todo lo que el involucra (la innata capacidad de adquirir hechos, habilidades y conceptos mas
abstractos); pero segun otros investigadores [17] no hay razén para creer que esa es la unica
forma de adquirir hechos y habilidades, sino que es s6lo un punto en el espacio de posibles

métodos de aprendizaje.



1.2) Clasificaciéon de aprendizaje computacional

Segun [17] y [12], se puede clasificar a los sistemas de aprendizaje computacional en 5

dimensiones:

A.- Clasificacion basada sobre la estrategia de aprendizaje subyacente.

En cualquier situacion de aprendizaje, el sistema transforma la informacion
provista por una fuente en alguna forma nueva, la cual es almacenada para su
futuro uso. La naturaleza de esta transformacién determina el tipo de estrategia
usada. La siguiente clasificacion esta ordenada por la complejidad de dicha

transformacion:

A1.- Aprendizaje de rutina e incorporacién directa de nuevo conocimiento: no se
realiza ningun tipo de inferencia; existen 2 tipos: por programacién y por
memorizacion de hechos y datos.

A2.- Aprendizaje a partir de instruccién: el sistema selecciona y reformula el
conocimiento dado por una fuente en una representacién de conocimiento
interna.

A3.- Aprendizaje por analogia: es adquirir nuevos hechos o habilidades
transformando y aumentando conocimiento existente que tenga similitud con el
nuevo concepto o habilidad que se desea resolver mas eficientemente.

A4.- Aprendizaje a partir de ejemplos: dado un conjunto de ejemplos, el sistema
determina una descripcion de concepto general que cubre todos los ejemplos
positivos y ninguno de los negativos (véase 2.1).

AS5.- Aprendizaje a partir de observaciéon y descubrimiento: busca sin ayuda de un
instructor, regularidades y reglas generales explicando todas o algunas de las

observaciones.

B.- Clasificacion de acuerdo al tipo de conocimiento adquirido:
Un sistema de aprendizaje puede adquirir distintos tipos de conocimiento,

dependiendo principalmente de la representacion utilizada.

B1.- Parametros en expresiones algebraicas: consiste en ajustar parametros para
obtener la performance deseada.

B2.- Arboles de decision: sirve para discriminar entre clases de objetos.



B3.- Gramaticas formales: se utilizan para reconocer un lenguaje particular
(usualmente artificial).

B4.- Reglas de produccién: son pares Condiciéon => Accidn simples y faciles de
interpretar.

B5.- Expresiones basadas en logica formal y formalismos relacionados: son
expresiones usadas para describir los objetos individuales de entrada y las
descripciones de conceptos resultantes.

B6.- Grafos y redes: proveen una representacion mas eficiente y conveniente que
las expresiones logicas.

B7.- Frames y esquemas: proveen una unidad de representacion mas extensa que
las reglas de produccioén y las expresiones légicas. Por ejemplo, un sistema
que como unidad de representacion utilice planes generalizados.

B8.- Programas de computadoras y otras codificaciones procedurales: son
sistemas cuyo objetivo es adquirir una habilidad para llevar a cabo un proceso
eficientemente en vez de detenerse en sus pasos internos.

B9.- Taxonomias: las taxonomias o jerarquias de los objetos del dominio son el
resultado del aprendizaje a partir de observaciones.

B10.- Multiples representaciones: algunos sistemas de adquisicién de
conocimiento usan varios esquemas de representacion para el nuevo

conocimiento.

C.- Clasificacion por el dominio de aplicacion: agricultura, quimica, musica, etc.

D.- Clasificacion de acuerdo al paradigma de investigacion:
Estas aproximaciones difieren principalmente en la cantidad de conocimiento a
priori incorporado al sistema de aprendizaje y la manera en que el conocimiento es

representado y modificado:

D1.- Técnicas de modelizacion neuronal y decisiones tedricas: se esfuerza por
desarrollar sistemas de aprendizaje de propésito general, partiendo de poco
conocimiento inicial y usando parametros continuamente cambiables. En esta
aproximaciéon los algoritmos y métodos de aprendizaje son de caracter
numeérico.

D2.- Adquisicion de conceptos simbdlicos (SCA): el sistema aprende construyendo

una representacion simbolica de un conjunto de conceptos, dados a través de



ejemplos y contraejemplos de ellos. Los atributos y predicados relevantes al
concepto son provistos al sistema por el instructor.

D3.- Aprendizaje en un dominio especifico con conocimiento intensivo (KDL): el
sistema contiene numerosos conceptos predefinidos, estructuras de
conocimiento, restricciones de dominio, reglas heuristicas y transformaciones
incorporadas relevante al dominio especifico para el cual es sistema es
construido. No todos los atributos o conceptos relevantes son provistos
inicialmente, es esperado que el sistema derive nuevos atributos y conceptos
en el proceso de aprendizaje.

D4.- Mlltiples paradigmas: algunos sistemas desarrollados presentan una mezcla
de las aproximaciones anteriores; una interesante combinacién de SCA y KDL
es un sistema basado en la idea de "médulos de conocimiento

intercambiables".

E.- Clasificacion de acuerdo a la orientacion del aprendizaje:

E1.- Analisis tedrico y desarrollo de algoritmos de aprendizaje generales: es la
exploracion teérica del espacio de los posibles algoritmos y métodos de
aprendizaje, independientemente del dominio.

E2.- El desarrollo de modelos computacionales de procesos de aprendizaje
humano: el enfoque es el aprendizaje humano y el objetivo es el desarrollo de
teorias computacionales y modelos experimentales de aprendizaje humano.

E3.- Estudios orientados a tareas: se refiere a la construcciéon de sistemas de
aprendizaje para aplicaciones especificas. Se desarrolla y analiza sistemas de
aprendizaje para mejorar la performance de un conjunto predeterminado de

tareas.

1.3) Paradigma inductivo

El survey desarrollado tiene en cuenta la clasificacion basada en la estrategia de

aprendizaje subyacente'! . En general, estas estrategias se basan en el paradigma inductivo.

1 Los métodos que apliquen mas de una estrategia seran desarrollados en la clasificacién correspondiente de

acuerdo a la estrategia mas significativa.



Segun [10], la habilidad de las personas para realizar generalizaciones o descubrir patrones
a partir de observaciones aparentemente cadticas, es logrado a través del aprendizaje
inductivo: inferencia inductiva desde hechos provistos por un instructor o por un experto.

El objetivo de la inferencia inductiva es formular afirmaciones admisibles (descripciones
correctas y completas) que expliquen los hechos dados y sean capaces de predecir nuevos
hechos. Pero existe una debilidad, y es que el conocimiento adquirido no puede ser validado.
Esto sucede porque las inferencias inductivas son inferencias que no "preservan verdad",
como consecuencia de esto el conocimiento adquirido es conjetural, o sea que aunque el
sistema inductivo se le den entradas correctas, eso no garantiza que las salidas lo sean. En

sistemas deductivos las inferencias "preservan verdad".

Los métodos inductivos de acuerdo a la estrategia de control se dividen en bottom-up y top-
down [6]:
» Bottom-up (manejando datos): a partir de los datos de entrada se intenta gradualmente
evolucionar hacia la solucién del problema.
» Top-down (manejando modelos): busca el conjunto de posibles soluciones (a partir de
un modelo) en un intento de encontrar las "mejores" hipétesis que satisfacen ciertos

requerimientos.

Los métodos bottom-up tienden a ser mas rapidos, pero se ven menos afectados por el
ruido (ejemplos con errores) y son menos flexibles. En cambio los métodos top-down tienen
buena inmunidad al ruido y pueden ser facilmente modificados para descubrir otras formas de
generalizaciones. Una desventaja de estos ultimos es que ellos son computacionalmente

costosos y deben testear cada hipétesis para verificar si cubren los ejemplos de entrada.

El tipo mas comun de aprendizaje inductivo es el aprendizaje inductivo conceptual, que
intenta aprender descripciones simbolicas, expresadas en términos orientados a humanos,
aplicadas a objetos o fenémenos del mundo real.

Los dos tipos mas comunes de aprendizaje inductivo conceptual son: aprendizaje
conceptual a partir de ejemplos (también llamado adquisicién de conceptos) y aprendizaje

conceptual a partir de observaciones (también llamado generalizacion descriptiva).

El lenguaje de representacion debe ser elegido de tal manera que las caracteristicas
fundamentales puedan ser facilmente codificadas y que la informacién irrelevante pueda ser
facilmente ignorada.

Dado un conjunto de hechos observados se puede construir un numero potencialmente

infinito de afirmaciones inductivas, por lo cual es necesario incluir informacién adicional para



restringir el espacio de posibles afirmaciones inductivas y localizar las mas deseables. Por lo
tanto, un aspecto importante a tener en cuenta en el paradigma inductivo es el sesgo (en [9]):
cualquier factor que influya sobre la seleccién de una afirmacion inductiva (o hipétesis),
excepto los hechos observados. Estos factores incluyen:

1.- El lenguaje en el cual las hipétesis son descriptas.

2.- El espacio de hipétesis que el programa puede considerar.

3.- Los procedimientos que definen en que orden las hipétesis seran consideradas.

4.- El criterio de aceptabilidad que define si un procedimiento de busqueda puede parar

cuando se confirma una hipétesis dada o debe continuar buscando una mejor.

Se dice que un sesgo es fuerte si dirige al sistema de aprendizaje de conceptos a un
namero pequeio de hipétesis; opuestamente opera un sesgo débil.

Se dice que un sesgo es correcto cuando permite al sistema de aprendizaje de conceptos
seleccionar el concepto objetivo; caso contrario el sesgo de denomina incorrecto.

Cuando se tiene una sesgo fuerte y correcto la tarea del sistema es simple, porque
rapidamente seleccionara el concepto objetivo, en cambio cuando se tiene un sesgo débil no

se puede hacer mucho mas que una seleccién al azar.

Por ultimo el paradigma general para la inferencia inductiva es:

Dado:
a) hechos observados.
b) una afirmacién inductiva tentativa (puede ser nula).

c) conocimiento del ambiente (incluyendo el sesgo).

Se encuentra:
Una afirmacion inductiva, que implique los hechos observados y satisfaga el

conocimiento del ambiente.



2
Aprendizaje a partir de

ejemplos

2.1) Introduccion

Aprendizaje a partir de ejemplos es un caso especial de aprendizaje inductivo. Este tipo de
aprendizaje induce una descripcion de un concepto general a partir de instancias especificas
de él, llamadas ejemplos positivos, y de instancias de otros conceptos, llamadas ejemplos
negativos o contraejemplos. Esta estrategia es usada también para aprendizaje de multiples
conceptos.

Este tipo de aprendizaje puede ser de un paso, donde todos los ejemplos son presentados a
la vez, o incremental, donde el sistema forma una hipétesis del concepto consistente con los
datos disponibles y subsiguientemente refina la hipotesis considerando ejemplos adicionales.

Algunos de los usos de aprendizaje a partir de ejemplos son [10]:

1) Aprendizaje de descripciones caracteristica de una clase de objetos : especifica todas
las propiedades comunes de los objetos conocidos en una clase. De esta manera
define la clase en el contexto de un nimero ilimitado de otras clases.

2) Aprendizaje de descripciones discriminantes de una clase de objetos: especifica las
propiedades de los objetos de la clase, que los distingue de los objetos en un numero
limitado de otras clases.

3) Inferir reglas de extrapolacién de secuencias: predice el proximo elemento en una

secuencia.



2.2) Métodos implementados

A continuacion se describen siete métodos correspondiente a este tipo de aprendizaje,

intentando mostrar su utilidad en diferentes situaciones.

2.2.1) SPROUTER

El método SPROUTER (Hayes-Roth [6]), obtiene generalizaciones conjuntivas
maximamente especificas?, a partir de ejemplos positivos. Los eventos de entrada y sus
generalizaciones estan representados en representacioén estructural parametrizada (PSR). Tal
representaciéon es una conjuncién de "CASE FRAME", estos estan compuestos por "CASE

LABELS" y parametros; por ejemplo:

Evento 1: {{circulo: a},{cuadrado: b} {pequeiio: a} {pequeiio: b}, {arriba: a, b}}

O

Evento 2: {{circulo: c},{cuadrado: d} {circulo: e} {pequefio: c},{grande: d},{pequerio: e},

{arriba: c,d},{adentro: e,d}}

O

Este modelo es bottom-up. La primera generalizacion es el primer ejemplo (Evento 1). Dado
un conjunto de generalizaciones y un ejemplo, realizando confrontaciones parciales, se obtiene
un préximo conjunto de generalizaciones. Este nuevo conjunto de generalizaciones es obtenido
en 2 pasos: el primer paso consiste en encontrar un conjunto M, de todas las posibles formas

de confrontacion entre un "CASE FRAME" del ejemplo y uno del conjunto de generalizaciones.

2 yna generalizacion conjuntiva es una descripcion de una clase de objetos formada por la conjuncién de un grupo
de sentencias primitivas. Una generalizacion conjuntiva maximamente especifica es la descripcion mas detallada
(mas especifica) que describe todos los objetos conocidos de la clase.

9



Dos CASE FRAME confrontan si todos sus CASE LABELS son iguales. Cada elemento del
conjunto M es un CASE FRAME y una lista de correspondencia de parametros. En el ejemplo,

del primer conjunto de generalizaciones (Evento 1) y el Evento 2 surge el siguiente conjunto M:

M = {{circulo (a/c),(a/e)},{cuadrado (b/d)} {pequefio (a/c),(b/c),(a/e),(b/e)}{arriba (a/c
b/d)}}

El segundo paso selecciona subconjuntos de correspondencia de parametros de M, tal que
todos los parametros puedan ser unidos consistentemente. Esto puede ser visualizado como
el proceso de construccidn de un grafo: se toma un elemento de M que constituye el primer
nodo del grafo, sucesivamente se toma otro elemento de M, se lo incorpora al grafo como
nodo, y se lo compara con todos los nodos anteriomente creados. Cuando este nuevo nodo es
consistente con un nodo anterior (cada parametro se corresponde de una unica manera) se

genera un nuevo nodo:

{Circulo}
alc

ale

{Cuadrado}
b/d

{Pequefio}
alc
b/c
ale
b/e

{Arriba}
a/c, b/d

Con los nodos terminales del grafo se obtienen las generalizaciones conjuntivas

maximamente especificas. Por ejemplo del nodo 17 se forma:

{{circulo: v1},{pequenio: v1},{cuadrado: v2} {arriba: v1,v2}}



2.2.2) Thoth

Este método (Vere [6]), obtiene generalizaciones conjuntivas maximamente especificas a
partir de ejemplos positivos. Los ejemplos y las generalizaciones estan representadas por
literales (lista de constantes llamadas términos entre paréntesis); por ejemplo, considerando

los mismos eventos del método anterior:
Evento 1: (circulo a)(cuadrado b)(pequefio a)(pequeno b)(arriba a b)

Evento 2: (circulo c)(cuadrado d)(circulo e)(pequeiio c)(grande d)(pequefio e)

(arriba ¢ d)(adentro e d)

Esta representacion no tiene estructura Iégica, trata a todos los términos uniformemente.

Este método es bottom-up; procesa los ejemplos uno a la vez para obtener el conjunto de
generalizaciones conjuntivas.

El primer conjunto de generalizaciones es el primer ejemplo de entrada (Evento 1). Dado un
conjunto de generalizaciones y un nuevo ejemplo, el algoritmo de generalizacién realiza los
siguientes 4 pasos.

El primer paso es formar un conjunto MP, con todas las formas posibles de confrontar un
literal del ejemplo con un literal del conjunto de generalizaciones. Dos literales confrontan si
tienen el mismo numero de términos y al menos un término comun en una posicién comun. El

MP resultante es:
MP = { ((circulo a),(circulo c)), ((circulo a),(circulo e)), ((cuadrado b),(cuadrado d)),
((pequenio a),(pequerio c)), ((pequeno a),(pequeiio e)),

((pequerio b),(pequerio c)), (pequefio b),(pequefio e)), ((arriba a b),(arriba c d)) }

El segundo paso selecciona todos los posibles subconjuntos de MP tal que ningun literal

confronte en mas de una forma. Por ejemplo dos de ellos son:

MP1 = { ((circulo a),(circulo c)), ((cuadrado b),(cuadrado d)), ((pequefio a),(pequefio c)),
((arriba a b),(arriba c d)) }

MP2 = { ((circulo a),(circulo e)), ((cuadrado b),(cuadrado d)), ((pequefio a),(pequefio c)),
((arriba a b),(arriba c d)) }

11



En el tercer paso, a cada uno de los subconjuntos seleccionados en el paso 2, se les agrega
pares de literales adicionales que no confrontaron previamente. Un par es agregado a un
subconjunto si él esta relacionado con otro par de ese subconjunto. Por ejemplo a MP1 se le

puede agregar el siguiente par de literales:

((arriba a b),(adentro e d))

por estar relacionado con ((cuadrado b),(cuadrado d)).

En el ultimo paso, de cada subconjunto de MP modificado (paso 3) se obtiene una
generalizacion. Cada una es generada convirtiendo los pares de literales en una conjuncién de
literales, donde cada par forma un elemento de la conjuncién. Por ejemplo la generalizacién

obtenida a partir de MP1 es:

Gen 1: (circulo v1)(cuadrado v2)(pequeno v1)(arriba v1 v2) (v3 v4 v2)

2.2.3) Induce

Segun Michalski y Buchanan [6], este método busca generalizaciones conjuntivas
maximamente especificas. Los eventos de entrada y las generalizaciones estan en lenguaje

VL2143, donde cada evento es una conjuncion de selectores. Un selector es una sentencia

relacional que contiene un descriptor, con objetos o variables como argumento, y, si él
representa una funcion, la lista de valores que puede tomar; por ejemplo, considerando los

mismos eventos del método anterior:

Evento 1 = 3 v1,v2 [tamafio(v1) = pequefio] [tamafo(v2) = pequeio] [forma(v1) = circulo][

forma(v2) = cuadrado] [arriba(v1,v2)]
Evento 2 = 3 v1,v2,v3 [tamaiio(v1) = pequeno] [tamafio(v2) = grande]
[tamarfio(v3) = pequefio] [forma(v1) = circulo] [forma(v2) = cuadrado]

[forma(v3) = circulo] [arriba(v1,v2)] [adentro(v1,v2)]

El método utiliza una estrategia top-down.

3 VL,, es una extensién de la légica de primer orden que incorpora el concepto de selector, cuantificadores
numeéricos,etc.
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Se intenta acelerar la busqueda de generalizaciones admisibles, dividiendo la busqueda en
2 pasos. El primer paso busca generalizaciones admisibles en el espacio de solo estructura
(espacio definido por los descriptores que especifican estructura, que son los descriptores no
unarios). Los descriptores unarios son removidos de los eventos de entrada para abstraerse al

espacio de solo estructura. Los eventos resultantes son:

Evento 1' = 3 v1,v2 [arriba(v1,v2)]

Evento 2' = 3 v1,v2,v3 [arriba(v1,v2)] [adentro(v1,v2)]

Como resultado de este paso se obtiene un conjunto de generalizaciones candidatas: se
forma un primer conjunto de generalizaciones con una muestra de eventos elegidos al azar. La
generalizaciones de este conjunto que cubran todos los eventos de entrada, son pasadas a un
conjunto de generalizaciones candidatas. Se forma un nuevo conjunto cuyos elementos son el
resultado de generalizar los elementos restantes, eliminando un selector de todas las formas
posibles. Asi hasta que la cantidad de generalizaciones candidatas alcance un maximo
preespecificado. En el caso que el conjunto de generalizaciones candidatas sea vacio, se elige
otra muestra de eventos y se repite el proceso. El conjunto de generalizaciones candidatas en

el ejemplo es:

{ 3 v1,v2 [arriba(v1,v2)] }

En el segundo paso, todos los eventos de entrada son trasladados al espacio de solo
atributos (espacio definido por los descriptores que especifican atributos, es decir los
descriptores unarios), usando las generalizaciones candidatas del paso anterior: un evento
trasladado es representado por una tupla de valores que resultan de confrontar el evento
original con una generalizacion candidata. En el ejemplo los eventos trasladados son (de

acuerdo al orden tamario v1, tamarno v2, forma v1, forma v2):

Evento 1" = < pequefio, pequeno, circulo, cuadrado >

Evento 2" = < pequefio, grande, circulo, cuadrado >

Se buscaran las generalizaciones candidatas en el espacio de solo atributo usando los
eventos trasladados como eventos de entrada. La busqueda de generalizaciones candidatas
en este espacio es similar a la busqueda en el espacio anterior, sélo que, en vez de generalizar

los elementos de un conjunto de generalizaciones, para formar el siguiente, eliminando
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selectores, se generaliza extendiendo las disyunciones internas. Por lo tanto, las
generalizaciones en este espacio estan representadas por tuplas de disyunciones de valores.

En el ejemplo, la generalizaciéon candidata en este espacio es:
< pequeno, pequefio v grande, circulo, cuadrado >

Combinando los descriptores que especifican atributos obtenidos en el segundo paso, con
los descriptores que especifican estructura obtenidos en el primer paso, se construyen las

generalizaciones conjuntivas de salida. En el ejemplo:

Gen = 3 v1,v2 [tamafio(v1) = pequefio] [tamaiio(v2) = pequerio v grande]

[forma(v1) = circulo] [forma(v2) = cuadrado] [arriba(v1,v2)]

La ventaja de este método es que la busqueda en el espacio total es computacionalmente
mas cara que realizar la busqueda en el espacio de solo estructura y luego la busqueda en el
espacio de solo atributo.

Una desventaja es que si nuestro problema usa soélo descriptores unarios o soélo
descriptores no unarios, no existe ninguna ventaja computacional.

El usuario puede emplear varios criterios para evaluar cuan prometedora es una
generalizaciéon intermedia. Estos criterios son combinados en una "evaluacién funcional

lexicografica™ .

2.2.4) MACBETH

MACBETH [13] es un sistema que combina dos estrategias de aprendizaje: soluciona
problemas por analogia y adquiere reglas a partir de ejemplos.

Este sistema esta basado en una teoria que trabaja a partir de precedentes y ejercicios; los
ejercicios son los problemas a solucionar y los precedentes son la base analégica para

resolverlos. Por ejemplo, un instructor podria dar el siguiente precedente y ejercicio:

4 Una evaluacion funcional lexicografica es una secuencia de pares criterios-tolerancia. Las generalizaciones son
evaluadas por el primer criterio de la secuencia. Las que superan la tolerancia son evaluadas por el segundo
criterio y asi con todos los siguientes.
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Precedente:
MA es una historia acerca de Macbeth, su esposa, Duncan, y Macduff. Macbeth
es un noble malo, su esposa es una mujer avara y ambiciosa, Duncan es un rey, y
Macduff es un noble. La esposa de Macbeth persuade a Macbeth a querer ser rey
porque ella es avara. Ella es capaz de influenciarlo porque estan casados y porque
él es débil. Macbeth mata a Duncan con un cuchillo. Macbeth mata a Duncan
porque él quiere ser rey y porque es malo. La esposa de Macbeth se suicida.
Macduff esta enojado. Macduff mata a Macbeth porque este maté a Duncan y
porque Macduff es leal a Duncan.
Ejercicio:
Sea E un ejercicio acerca de un noble débil y una sefora avara. La sefiora esta

casada con el noble. En E mostrar que el noble puede querer ser rey.

El precedente y el ejercicio estan representados por una "estructura causal': una red
semantica, formada por partes y relaciones. El ejercicio carece de la unién entre las partes y

relaciones conocidas y la relacion a ser demostrada.

Rey
quiere J
Macbeth 1 —‘ Una clase de
causa Macbeth Avara
-t causa f es
Esposa de
«-—C
persuade ausa Macbeth
Esposa de . .
Ma c’ib eth influencia
7y para T Yy
es Macbeth
causa
Esposade | I es
Capaz Macbeth con
causa Casado
Macbeth
es
débil

Estructura causal del precedente



Rey

quiere J
hombre —‘ Una clase de
hombre Avara
fes
mujer
hombre
es
mujer

hombre con

Casado
esl

débil

Estructura causal del ejercicio

Dado un precedente y un ejercicio, los pasos para solucionarlo son:

.Las partes del precedente son contrastadas con las partes del ejercicio (por
ejemplo: hombre con Macbeth).

. La estructura causal del precedente es mapeada sobre el ejercicio (Figura 4.1 y Figura
4.2). Si tal mapeo une las relaciones conocidas del ejercicio (por ejemplo: el noble es
débil) con la relacién a ser demostrada (por ejemplo: el noble quiere ser rey), el ejercicio
es solucionado.

. Si el ejercicio fue solucionado, se construye una regla, donde el antecedente es una
generalizacion de las relaciones conocidas en el ejercicio y la consecuencia es una

generalizacion de la relacion a ser demostrada.



Rey

quiere
Macbeth Una clase de
LYY
causa | Macbeth Avara
R~ L causa--------------- Tes
Esposa de
persuade («--- - - - causa - - Macbeth
Esposa de 1 . .
Macbeth | influencia
i para 5 ™y
es ! | Macbeth
! causa
v ! Esposade _ ! es
Capaz ! Macbeth con | /
causa Casado
Macbeth ;
€S| -------me - "
débil
Figura 4.1
Rey
quiere J
hombre ) 7| Una clase de
causa : hombre Avara
- e i causa- - - - ----------- ?es
mujer
“« - causa- - - -,
A A
: | hombre
! causa
| ) | es
! mujer - ‘
! con \J
causa Casado
hombre ,
es| -,
débil
Figura 4.2
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Como resultado la regla obtenida es:

REGLA-1 Sl Hay una sefora avara y
hay un noble débil y
el noble esta casado con la sefiora

ENTONCES el noble puede querer ser rey.

Para evitar tener reglas demasiado generales, el sistema MACBETH extiende la teoria

existente, basandose en 2 ideas:

1.- Principio de bloqueo: una regla no se aplicara a un dado problema, si alguna relacién
de la estructura causal del precedente, del cual se derivd la regla, es
"manifiestamente inadmisible" en la nueva situacién.

2.- Conjetura "prima-facie”: una relacion es manifiestamente inadmisible si su negacion
puede ser demostrada por un paso de inferencia directa, desde las relaciones

existentes.

Por ejemplo dado un nuevo ejercicio:
Sea E un ejercicio acerca de un noble débil y una sefiora avara. La sefiora esta

casada con el noble. El no quiere a la sefiora. En E mostrar que el noble puede

querer serrey.

la REGLA-1 es aplicable a este ejercicio, pero es demasiado general ya que se supone que

una persona no puede influenciar a alguien si este no quiere a esa persona.

Para lograr el bloqueo de una regla, se extiende cada una con una parte "SALVO QUE".
Cuando una regla es creada, las entradas a esta parte corresponden a las negaciones de
todas las relaciones en la estructura causal del precedente, excepto aquellas con las que se

formo el consecuente y la consecuencia. La REGLA-1 extendida es:

REGLA-1 SI Hay una sefiora avara
y hay un noble débil
y el noble esta casado con la sefiora
ENTONCES el noble puede querer ser rey.
SALVO QUE la mujer no persuade al noble a querer ser rey

o la mujer no es capaz de influenciar al noble.
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Una regla que es utilizada para bloquear a otra, es llamada "CENSOR". También un censor

puede bloquear otro censor. Por ejemplo un censor que bloquea la REGLA-1 es:

CENSOR-1 SI una persona X no quiere a una persona Y.
ENTONCES Y no es capaz de influenciar a X.

El sistema toma la siguiente especializacion de la conjetura "prima-facie". cuando una
entrada en la parte "salvo que" corresponde a una relacién que se puede demostrar que es
verdadera, aplicando directamente otra regla a las relaciones existentes, sin mas inferencias, la
regla es bloqueada. Con esto, se quiere evitar hacer un profundo razonamiento (sucesivas

inferencias) sobre las condiciones SALVO QUE.

Otras reglas que son usadas en una forma especial, ademas de los censores, son las
"reglas de definicion". Una regla de definicion puede ser expresada por una regla extendida,

esto permite que la parte "SALVO QUE" capture la idea de excepcion a la definicion.

Como vimos antes, las reglas extendidas, incluyendo los censores y las reglas de definicion,
pueden ser aprendidas usando precedentes y ejercicios. También se puede aprender a partir
de instancias "near-misses">. La idea de near-miss es Util en la situacion en la que se ha
adquirido una regla de definicién incompleta. Cuando el instructor le indica al sistema que una
instancia de una definicion es incorrecta (instancia near-miss), el sistema calcula la diferencia
entre la instancia y la definicién, y la agrega como entrada en la parte salvo que de la regla de

definicion.

2.2.5) ID3

ID3 [8] es un mecanismo que a partir de ejemplos genera un arbol de decision para
clasificar objetos. Pertenece a la familia de sistemas de aprendizaje TDIDT (Top-Down
Induction of Decision Trees) [7], donde los miembros de esta familia representan el
conocimiento adquirido a través de arboles de decisién y utilizan una estrategia de aprendizaje

no incremental.

5 Una instacia near-miss es una instacia que difiere del concepto objetivo en solo algunas caracteristicas
significativas.
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ID3 trabaja con ejemplos representados por atributos. La mayor atenciéon estara centrada
sobre |a eleccién de esos atributos, para que ellos sean representativos y midan caracteristicas
importantes de los objetos.

Los objetos en el universo pertenecen a una clase de un conjunto de clases mutuamente
exclusivas.

La regla de clasificacién es construida a partir de un "training set" (subconjunto de objetos
del universo de clase conocida). Se toma un subconjunto del training set (llamado window),
elegido al azar, y con ello se forma un arbol de decisién; iterativamente se agrega a ese
subconjunto "excepciones" (objetos que fueron mal clasificados por el arbol de decisién); y
nuevamente se construye el arbol. Asi hasta llegar a un arbol sin excepciones. Cuando se
trabaja con muchos ejemplos, con esta estrategia se construyen arboles de decision
computacionalmente mas rapidos que si se construye a partir de todo el training set.

El algoritmo para formar cada arbol de decision es el siguiente: si todos los ejemplos no
pertenecen a la misma clase, ID3 elige un atributo como raiz del arbol y crea tantos hijos como
valores posibles toma ese atributo. En cada hijo se agruparan aquellos ejemplos cuyo valor del
atributo corresponde al de esa rama. Se continia de esta manera hasta llegar a nodos donde
todos los ejemplos pertenecen a la misma clase. Alli, el conjunto de ejemplos es reemplazado
por su clase.

El arbol de decisiéon debe capturar una relacién significativa entre la clase de los objetos y
los valores de los atributos, para poder clasificar correctamente no sélo los objetos del “training
set", sino también otros objetos desconocidos en el momento de la formacién del arbol.

Una vez que se tiene el arbol de decision, se clasifica un objeto de la siguiente manera:
comenzando por la raiz del arbol, se testea el valor del atributo en el objeto, tomando la rama
apropiada, asi hasta llegar a una hoja.

La forma que tiene ID3 de elegir un atributo en cada paso de la formacion del arbol, asegura
que la cantidad de nodos del arbol final es minima; con lo que en la clasificacién de un objeto,

la cantidad de test necesarios es minima.

2.2.6) Aprendizaje de conceptos de bloques

Este método desarrollado por Winston [6], aprende conceptos que caracterizan bloques
simples, en forma de generalizaciones conjuntivas maximamente especificas, a partir de

ejemplos positivos y negativos.
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Los ejemplos, el conocimiento del ambiente y las descripciones de conceptos generadas
son representados por redes semanticas. Por ejemplo considerando los mismos eventos del

método Sprouter:

. 7/ AN
Tiene como partes

Sobre
Propiedad
Debajo

! Propiedad
Una clase de Una clase de Una clase de

CUADRADO

Una clase de

OBJETO

Evento 1

Una clase de Propiedad
Propiedad Propiedad
CUADRADO
Una clase de Una clase de
OBJETO
Evento 2
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La estrategia seguida es bottom-up. La primera descripcion de concepto es el primer
ejemplo. Dada una descripcién de concepto y un nuevo ejemplo, se obtendra como primer
paso una "descripcion diferencia". Esta es obtenida realizando confrontaciones de grafos entre
la descripcion de concepto y el ejemplo dado, comentando estas confrontaciones con "C-
NOTAS". Estas C-NOTAS son subredes que describen tipos de confrontaciones. Hay varios
tipos de C-NOTAS de acuerdo a si la descripcion del concepto y el ejemplo confrontan
parcialmente o no confrontan. Lo obtenido es un "esqueleto generalizado" de lo que confronta
exactamente, con las C-NOTAS acopladas. En el ejemplo, la descripcidn diferencia resultante

es:

-———— — — -

cwom—@cme de
Ve A ‘

|
Tiene como parte Destino Puntero ‘

Una clase de Una clase de -

CUADRADO
Una clase de C-NOTA
Propiedad
OBJETO
]
Una clase de }
Destino derecho

Puntero ’
Una clase de Propiedad ‘

|
|
|
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El segundo paso es obtener la generalizacion, a partir de la "descripciéon diferencia”,
manteniendo el esqueleto generalizado y manejando las C-NOTAS de acuerdo a su tipo y al

tipo del ejemplo (positivo o negativo). La generalizacion resultante en el ejemplo es:

Tlene como arte

Sobre
Propiedad
Debajo

1
W

Una clase de Una clase de Una clase de
Propiedad
CUADRADO
Una clase de
OBJETO

En algunos casos, como algunos tipos de C-NOTAS pueden ser manejadas de distintas
formas, mas de una generalizacion puede ser realizada. En tal situacion se trabaja sobre una 'y
se guardan las otras en una lista de "backtrack"s .

Winston utiliza condiciones "enfaticas" para dejar de lado los ejemplos negativos. Estas son
condiciones del tipo "debe" o "no debe".

El usar "backtracking" y el construir las descripciones diferencias, en una situacién del

mundo real, puede llevar a problemas combinatorialmente infactibles.

2.2.7) Marvin

Marvin [16] es un programa que aprende conceptos complejos, usando los conceptos mas

simples aprendidos previamente (los cuales estan almacenados en memoria), y haciendo

6 "Volver atras", para intentar con otra alternativa que fue dejada de lado anteriormente.
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preguntas al usuario, es decir, combina aprendizaje a partir de instruccion con aprendizaje a
partir de ejemplos.

Un concepto en Marvin es una descripcién de un conjunto de objetos en un universo. El
lenguaje de descripcion de conceptos utilizado es un subconjunto de légica primer orden. Un
concepto es representado por un conjunto de clausulas de Horn.

Marvin utiliza la forma de aprendizaje de “maestro a estudiante”, primero debe aprender los
conceptos mas simple y luego los mas complejos (ya que estos muchas veces hacen
referencia a los primeros).

La busqueda del concepto objetivo comienza cuando el usuario da un ejemplo positivo de

él. Por ejemplo, para aprender el concepto de arco el usuario da el siguiente ejemplo:

A es_parte_de X
B es_parte_de X
C es_parte_de X
A esta_sobre B
A esta_sobre C
B esta_sobre D
C esta_sobre E
es_base(D)
es_base(E)

B esta_a_la_izquierda_de C
B no_toca C
horizontal(A)
triangulo(A)
vertical(B)
rectangulo(B)
vertical(C)
rectangulo(C)

esto define la primera hipétesis (HO) del concepto a aprender. Luego Marvin encuentra que
objetos en el ejemplo son instancias de los conceptos ya aprendidos, por ejemplo si se tiene
rectangulo(B) en el ejemplo y la clausula forma(X) <— rectangulo(X) en la memoria, Marvin
puede generalizar el concepto reemplazando rectangulo(B) por forma(B). De esta manera a
partir de los conceptos ya aprendidos forma una lista de reemplazos. Por ejemplo a partir de

los conceptos forma, orientacién, columna, etc., Marvin forma la siguiente lista de reemplazos:

forma(B) < rectangulo(B)
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forma(A) « triangulo(A) o

forma(C) <« rectangulo(C)

orientacion(B) <« vertical(B)
orientacién(C) « vertical(C)

orientacion(A) « horizontal(A)

columna(B) « rectangulo(B) & vertical(B) & B esta_sobre D & base(D)
columna(C) « rectangulo(C) & vertical(C) & C esta_sobre E & base(E)

igual_altura (D,E) « base(D) & base(E)
igual_altura (B,C) « rectangulo(B) & vertical(B) & rectangulo(C) & vertical(C) &
B esta_sobre D & C esta_sobre E & igual_altura (D,E)

B adyacente_a C « B esta_a_la_izquierda_de C
B puede_tocar C «-~ B no_toca C

A puede_estar_sobre B « A esta_sobre B
A puede_estar_sobre C « A esta_sobre C
B puede_estar_sobre D « B esta_sobre D

C puede_estar_sobre E « C esta_sobre E

Marvin forma una hipétesis de concepto (H1) generalizando el ejemplo, con uno de los
reemplazos de la lista encontrada. Por ejemplo, tomando el reemplazo
forma(B) <— rectangulo(B):

A es_parte_de X
B es_parte_de X
C es_parte_de X
A esta_sobre B
A esta_sobre C
B esta_sobre D
C esta_sobre E
es_base(D)
es_base(E)

B esta_a_la_izquierda_de C
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B no_toca C
horizontal(A)
triangulo(A)
vertical(B)
vertical(C)
rectangulo(C)

forma (B)

Una vez hecha la hipétesis, construye un ejemplo, instancia de ella, y le pregunta al usuario
si tal ejemplo pertenece al concepto objetivo. Esto lo hace para determinar si la hipétesis del
concepto es consistente (o0 sea, cada objeto que pertenece a la hipétesis también pertenece al
concepto objetivo) o no. Si es inconsistente significa que en la generalizacion se ha perdido
informaciéon especifica importante, por lo tanto Marvin especializa la hipétesis y vuelve a
testear por consistencia. Para especializar debe ser agregada informaciéon adicional que
califique la generalizacion; esto es hecho buscando otro reemplazo de la lista tal que la
interseccion entre su parte derecha y la parte derecha del reemplazo anterior no se vacia. Se
aplica este reemplazo a la ultima hipétesis de concepto consistente (HO) y se une su resultado
con la hipoétesis inconsistente (H1).

En el ejemplo, si el usuario responde que la instancia de la hipé6tesis presentada no
pertenece al concepto objetivo, Marvin especializa la hipétesis anterior utilizando el siguiente

reemplazo:

columna(B) « rectangulo(B) & vertical(B) & B esta_sobre D & base(D)

obteniendo:

A es_parte_de X

B es_parte_de X

C es_parte_de X

A esta_sobre B

A esta_sobre C

C esta_sobre E

es_base(E)

B esta_a_la_izquierda_de C
B no_toca C

horizontal(A)

triangulo(A)
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vertical(C)
rectangulo(C)
forma (B)

columna(B)

Notar que las clausulas de Horn B esta_sobre D, es_base(D) y vertical(B) no aparecen en la
hipotesis anterior porque son subsumidas por columna(B).

Esto continua hasta que la hipétesis de concepto no pueda ser mas generalizada. Entonces
la descripcion del concepto resultante es almacenada en memoria. La generalizacién

encontrada para el ejemplo es:

A es_parte_de X
B es_parte_de X
C es_parte_de X
A esta_sobre B
A esta_sobre C
B no_tocaC
columna(B)
igual_altura(B,C)
columna(C)
forma(A)
horizontal(A)

B adyacente_a C

Se pueden detectar errores en las descripciones de concepto, en ese caso se puede hacer
una depuracién siguiendo los pasos que Marvin realizé para aprenderla y pidiendo al usuario la

confirmacion de tales pasos.

2.3) Comparacioén y conclusién

A partir del analisis de los métodos descriptos anteriormente, creimos util mostrar como
cada uno de los métodos trata las caracteristicas relevantes de aprendizaje a partir de
ejemplos. La idea del cuadro es guiar al usuario de este survey a elegir el método que mejor se

adecle a sus necesidades.
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* El trabajar sélo con ejemplos positivos puede llevar al problema de sobregeneralizar los
ejemplos, por lo tanto, para evitarlo, es necesario introducir conocimiento del ambiente
o heuristicas para acotar la generalizacién. Algunos ejemplos de esto son: el programa
Thoth de Vere y el programa SPROUTER de Hayes_Roth.

En cambio cuando se trabaja también con ejemplos negativos, ellos permiten dar un
limite al nivel de generalizacion, por ejemplo el programa de Winston de aprendizaje de

conceptos de bloques.

* Algunos de los sistemas que aplican estrategia de control bottom-up son el programa
Thoth de Vere y el programa de Winston de aprendizaje de conceptos de bloques. En
cambio el programa Induce de Michalsky aplica una estrategia de control top-down.

Existen programas que utilizan un esquema mixto, top-down y bottom-up.

*Un método de aprendizaje que usa un lenguaje con poca estructura (tiene pocos
operadores y pocos tipos de operandos) tiende a ser relativamente eficiente y facil de
implementar pero puede no ser capaz de aprender descripciones utiles en aplicaciones
del mundo real. Por otro lado, un método que usa un lenguaje demasiado rico tendra
problemas de implementacion.

Como ejemplo de un lenguaje de poca estructura podemos nombrar la "estructura de
lista no interpretada” utilizada por el programa Thoth, el cual no tiene ninguna estructura

légica. Como un ejemplo de lenguaje rico podemos mencionar a VL4, una extension

de la légica de primer orden utilizada por Induce. El tiene una gran variedad de formas
representacionales, las que le permite describir cualquier problema especifico. En un
punto intermedio, podria estar ubicada la "representacion estructural parametrizada"
utilizada por el programa SPROUTER, que puede representar facilmente predicados y
relaciones.

La necesidad de que un lenguaje de representacion sea rico o no, depende de si el
método es de propdsito general u orientado a un problema. Por ejemplo, aunque las
redes semanticas no estan entre los lenguajes de representacion mas ricos, Winston,
en su programa de aprendizaje de conceptos de bloques (método orientado a un
problema) lo usa para poder representar cualquier problema en su dominio.

La mayoria de los métodos nombrados hasta ahora, como casi todos los sistemas de

IA, emplean un unico modelo para representar las posibles descripciones finales.

* Cuando la fuente es el "instructor", él conoce el concepto a aprender, por lo tanto

genera ejemplos significativos de él, como por ejemplo SPROUTER. La desventaja es
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que posiblemente no conozca el estado del conocimiento del sistema; si lo conociera
podria dar ejemplos de forma tal de poder llegar rapidamente al concepto deseado.

Si la fuente fuera el "sistema mismo", él conoce su estado de conocimiento, pero no
sabe cual es el concepto a aprender. Dado un conjunto de posibles descripciones de
conceptos, él generara sus ejemplos de manera tal que ellos permitan elegir algunas
descripciones y descartar otras. Existe una entidad externa que clasifica dichos
ejemplos. Por ejemplo, en el aprendizaje a partir de ejemplos del sistema Marvin, a
partir de un primer ejemplo dado por un instructor, él genera sus propios ejemplos para
aprender un concepto.

Si la fuente fuera el "ambiente externo", los ejemplos son dados al azar, y puede no
tenerse en cuenta casos extremos e infrecuentes, por lo tanto estos no estaran

incluidos en la descripcién del concepto.

* Aprendizaje de muiltiples conceptos vs aprendizaje de un unico concepto: la mayoria de
las investigaciones que han sido realizadas sobre aprendizaje de conceptos en IA, han
consistido en darle al programa ejemplos (y posiblemente contraejemplos) de un
concepto especifico para que él determine su definicién. Pero en situaciones del mundo
real, una gran cantidad de ejemplos pueden definir varios conceptos, lo que implica

aprendizaje de multiples conceptos, por ejemplo ID3.

Tipos de Estrategia |Lenguaje de|Fuente de |Especificos |Multiples o
ejemplos de control |represen- |los ejemplos|o generales |unico

tacién concepto

SPROUTER|Positivos Bottom-up |Representa-|El instructor | General Unico

cion estruc- concepto
tural para-
metrizada

THOTH Positivos Bottom-up |Estructura |El instructor |General Unico
de lista no concepto
interpretada

INDUCE Positivos Top-down |VLp1 (una |Elinstructor |General Unico
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