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Resumen

El presente trabajo aborda el problema de la opacidad de los modelos

de aprendizaje profundo —conocido como el problema de la caja negra— y

propone un enfoque de explicabilidad estructural post-hoc decomposicional

para redes neuronales ReLU que operan sobre datos tabulados. La hipótesis

central de este trabajo sostiene que la representación exacta de redes neu-

ronales ReLU mediante zonotopos h́ıbridos proporciona un marco formal in-

tegral —en el sentido de que encapsula en una única estructura algebraica

tanto la totalidad de los patrones de activación binarios como la geometŕıa

fina de cada región lineal— que permite, en primer lugar, un tratamiento

algoŕıtmicamente eficiente y linealmente escalable de la red, y en segundo lu-

gar, posibilita verificar de manera constructiva y unificada las observaciones

emṕıricas reportadas en la literatura sobre la simplicidad estructural de estas

redes.

Las redes ReLU son funciones lineales a trozos que particionan el espa-

cio de entrada en regiones poliedrales convexas unidas que forman estruc-

turas no convexas. Sobre esta base, se utiliza la representación de zonotopos

h́ıbridos (Zh) para describir anaĺıticamente la estructura interna de la red.

La metodoloǵıa se implementa mediante un pipeline reproducible orquestado

con Kedro, que integra el entrenamiento por lotes de distintas arquitecturas

ReLU en TensorFlow/Keras, su conversión al formato ONNX, el modelado

geométrico con ZonoOpt.

Palabras clave Redes ReLU, zontopos h́ıbridos, explicabilidad estructural,

análisis geométrico, regiones lineales, politopos convexos, interpretabilidad

post-hoc, Deep Learning, inteligencia artificial
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1.1 Objetivos e hipótesis . . . . . . . . . . . . . . . . . . . . . . . 8

1.2 Organización de la tesis . . . . . . . . . . . . . . . . . . . . . 9

2 Marco teórico 11
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5.1 Respuesta a la hipótesis . . . . . . . . . . . . . . . . . . . . . 77

5.2 Contribuciones logradas . . . . . . . . . . . . . . . . . . . . . 78
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1 Introducción

La inteligencia artificial (IA) es un campo multidisciplinario de las ciencias

de la computación que estudia y desarrolla sistemas capaces de resolver tareas

asociadas con capacidades cognitivas, tales como reconocimiento de patrones,

aprendizaje y toma de decisiones [19].

De forma general, suele distinguirse entre dos enfoques históricos. Por un

lado, la IA simbólica, basada en representaciones expĺıcitas del conocimiento

y reglas de inferencia. Por otro, la IA no simbólica, basada en el aprendizaje

a partir de datos. En la práctica actual, gran parte de los avances en visión,

lenguaje y predicción se apoyan en este segundo enfoque, particularmente en

métodos de machine learning —algoritmos que aprenden patrones a partir de

ejemplos— y, de manera más espećıfica, en el deep learning, que emplea redes

neuronales con múltiples capas para modelar relaciones complejas de forma

jerárquica [19]. Dentro de esta amplia familia de técnicas, el paradigma más

común y del que se derivan muchas arquitecturas modernas es el aprendizaje

supervisado.

En el aprendizaje supervisado, un modelo aprende una relación entre en-

tradas y salidas a partir de ejemplos etiquetados. Dado un conjunto de pares

entrada-salida, se ajustan parámetros para minimizar una función de pérdida

y luego se evalúa la capacidad de generalización sobre datos no observados

durante el entrenamiento [16].

Dentro de este marco, las redes neuronales artificiales de tipo perceptrón

multicapa (MLP) representan una familia de funciones compuestas por trans-

formaciones lineales y funciones de activación no lineales. Al usar funciones

de activación de unidad lineal rectificada (ReLU), estos modelos presentan

un comportamiento lineal a trozos, propiedad que los vuelve especialmente

relevantes para un análisis geométrico de su estructura de decisión.

Esta tesis se ubica en el área de la IA no simbólica y, más espećıficamente,

en modelos de redes neuronales con perceptrones multicapa con función de

activación ReLU que se entrenan sobre datos tabulados. Los datos tabula-
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dos son aquellos representados en una tabla, donde cada fila representa una

instancia y cada columna una caracteŕıstica.

La explicabilidad de inteligencia artificial (XAI) busca producir evidencia

interpretable sobre cómo y por qué un modelo toma decisiones. Para clasificar

métodos de explicación conviene distinguir dos ejes complementarios: i) eje

temporal (post-hoc, cuando el análisis se realiza después del entrenamiento)

y ii) eje de acceso al modelo (pedagógico, si usa solo relación entrada-salida,

o decomposicional, si analiza parámetros y arquitectura internas) [7].

En este marco, el enfoque de esta tesis es post-hoc decomposicional : la red

ya entrenada se analiza a partir de su estructura (pesos, sesgos y patrones

de activación), no como caja negra puramente entrada-salida. A partir de

ese acceso interno, se formaliza la geometŕıa inducida por redes ReLU y se

comparan modelos. Por tanto, el objetivo no es solo transparencia funcional

(qué hace el modelo), sino transparencia estructural (cómo lo hace).

Una visión panorámica de esta ĺınea de investigación se encuentra en el

survey de Huchette et al. [10], que sistematiza los avances en la intersección

entre el aprendizaje profundo y la teoŕıa poliédrica. Alĺı se muestra cómo

las herramientas clásicas de la geometŕıa de politopos proporcionan el vocab-

ulario y los métodos para describir de manera unificada tanto la capacidad

expresiva de las redes ReLU como las propiedades emṕıricas de las funciones

que aprenden. Este marco subraya la oportunidad de emplear representa-

ciones geométricas más provechosas para representar, analizar y cuantificar

la complejidad estructural de distintas arquitecturas, una idea que motiva

directamente la aproximación desarrollada en este trabajo.

Se aborda la explicabildiad estructural de las redes ReLU mediante una

perspectiva algebraico-geométrica que permite visualizar y medir cómo la red

fragmenta el espacio de entrada para tomar decisiones, qué caracteŕısticas

tiene esa fragmentación y qué importancia tiene el método de representación

de la red para obtener estas métricas e información interna de la red.

Para entender esta fragmentación conviene imaginar que cada neurona

ReLU actúa como un interruptor: se enciende (deja pasar la señal) cuando
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su entrada es positiva, y se apaga (bloquea la señal) en caso contrario. La

combinación de interruptores encendidos y apagados en toda la red define un

patrón de activación. Cada patrón factible —es decir, cada configuración que

realmente puede ocurrir para algún vector de entrada— divide el espacio en

una región lineal. Estas regiones son politopos (poliedros acotados). Dentro

de cada una de ellas la red se comporta exactamente como una función lineal;

la no linealidad queda confinada a las fronteras que las separan.

Tres perspectivas de investigación, ı́ntimamente relacionadas, han arro-

jado luz sobre la estructura de estos politopos convexos. En primer lugar, los

trabajos fundacionales de Montúfar et al. [13] y de Eldan y Shamir [3] es-

tablecieron teóricamente que la profundidad confiere a las redes ReLU un alto

poder expresivo: el número máximo de regiones lineales puede crecer exponen-

cialmente con el número de capas, y existen funciones que una red profunda

puede representar eficientemente pero que exigiŕıan un tamaño exponencial

en una arquitectura superficial. En contraste con esta capacidad teórica, una

segunda ĺınea de indagación, que se puede apreciar en los trabajos de Hanin y

Rolnick [8, 9], evidenció que, en la práctica, las redes entrenadas mediante de-

scenso de gradiente desarrollan una cantidad sorprendentemente pequeña de

regiones lineales factibles, muy alejada de las cotas teóricas máximas. Final-

mente, una tercera vertiente, ejemplificada por el trabajo de Fan et al. [5], ha

revelado que las regiones lineales que componen la red son geométricamente

simples: están delimitadas por un número de facetas significativamente infe-

rior al máximo posible.

Hasta ahora, sin embargo, estas tres perspectivas —la expresividad expo-

nencial asociada a la profundidad, la escasez emṕırica de regiones factibles

y la simplicidad geométrica de los politopos convexos— han sido exploradas

de manera relativamente independiente o mediante herramientas que no per-

miten una caracterización simultánea y de alta exactitud. En particular, la

enumeración directa de regiones lineales por medio de programación lineal

entera mixta (MILP) ha resultado computacionalmente prohibitiva para re-

des de tamaño moderado [21], lo que dificulta un análisis integrado de la
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estructura global de la función aprendida.

1.1 Objetivos e hipótesis

El presente trabajo propone unificar las 3 perspectivas antes mencionadas

conceptual y prácticamente mediante el empleo de zonotopos h́ıbridos (Zh).

Un zonotopo h́ıbrido es un objeto matemático que representa, de forma com-

pacta, la unión de todos los politopos convexos correspondientes a las regiones

lineales de la red —cada uno de los cuales constituye una ”hoja” de la es-

tructura— y que, por tanto, captura la totalidad de la función ReLU como

un único conjunto (generalmente no convexo). Esta representación ofrece dos

ventajas metodológicas cruciales. Primero, tanto la conversión de la red a

esta forma como el tamaño de la representación resultante escalan de manera

lineal con el número total de neuronas, evitando la explosión combinatoria

que afecta a otras formulaciones exactas. Segundo, los zonotopos h́ıbridos

constituyen una familia cerrada bajo operaciones fundamentales como trans-

formación af́ın, suma de Minkowski, intersección y producto cartesiano, lo

que permite propagar conjuntos a través de las capas sin sacrificar exactitud.

Gracias a estas propiedades, el formalismo de los zonotopos h́ıbridos no solo

proporciona una caracterización unificada y global de la red ReLU, sino que

además habilita un análisis geométrico integral que integra de manera natu-

ral el estudio del número de regiones, su complejidad facial y el efecto de la

arquitectura, superando las limitaciones de los enfoques basados en MILP.

Sobre esta representación unificada se desarrolla un análisis sistemático

que descompone el zonotopo h́ıbrido en sus zonotopos restringidos consti-

tutivos (a veces llamados ”hojas” y en términos de redes neuronales son las

regiones factibles) y extrae de cada una de ellas métricas geométricas que per-

miten analizar los modelos desde las diferentes ópticas de las ĺıneas de investi-

gación mencionadas: cantidad de regiones o patrones de activación, cantidad

de facetas por región, razón de facetas y regiones respecto al máximo teórico,

relación entre número de facetas y regiones, relación entre la distribución de
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neuronas y capas ocultas respecto de las regiones y facetas. La agregación

de estas métricas a lo largo de todas las regiones proporciona un conjunto de

mediciones objetivas de la complejidad estructural de la red, lo que permite

comparar distintas arquitecturas, verificar emṕıricamente las predicciones de

simplicidad y, en última instancia, contribuir a una comprensión más pro-

funda, transparente e integral del funcionamiento interno de las redes neu-

ronales.

Cabe señalar que el marco de análisis basado en zonotopos como la metodoloǵıa

sistemática implementada no se limita a redes con activaciones ReLU. Tra-

bajos muy recientes han extendido esta metodoloǵıa a arquitecturas con fun-

ciones de activación no lineales mediante la introducción de zonotopos poli-

nomiales h́ıbridos (HPZ, por sus siglas en inglés). Esta nueva representación

combina la estructura de generadores dependientes del modo, propia de los

zonotopos h́ıbridos, con la expresividad algebraica de los zonotopos polinomi-

ales, lo que permite capturar de forma compacta las relaciones de alto orden

entre entradas y estados sin recurrir a enumeraciones de vértices y mante-

niendo la precisión en mapas no afines [23]. Estos desarrollos auguran una

prometedora ampliación del enfoque integral aqúı presentado hacia familias

más amplias de redes neuronales.

1.2 Organización de la tesis

El trabajo se organiza en cinco caṕıtulos. El Caṕıtulo 2 presenta el marco

teórico: partición del espacio en regiones poliedrales, geometŕıa de politopos y

zonotopos h́ıbridos, y fundamentos de programación lineal y entera mixta. El

Caṕıtulo 3 describe la metodoloǵıa, desde el entrenamiento de redes ReLU y su

exportación a ONNX, pasando por la conversión a zonotopos h́ıbridos, hasta

el análisis geométrico de sus politopos convexos y el almacenamiento estruc-

turado de resultados en HDF5. El Caṕıtulo 4 expone las pruebas realizadas so-

bre los conjuntos Circles e Iris, con métricas por modelo, agregadas por arqui-

tectura y tendencias globales frente a cotas teóricas. Finalmente el Caṕıtulo 5
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recoge las conclusiones, la respuesta a la hipótesis y las ĺıneas de trabajo fu-

turo.
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2 Marco teórico

2.1 Partición del espacio en regiones poliedrales

La posibilidad de analizar geométricamente una red ReLU, se apoya sobre

una propiedad estructural que refleja el funcionamiento de estos modelos:

el dominio de entrada R
n0 queda fragmentado en una colección de regiones

dentro de las cuales la red se comporta de manera completamente lineal.

Dicho de otro modo, aunque la función completa que implementa la red es

globalmente no lineal, al restringir la atención a una región concreta el modelo

se reduce a una transformación af́ın:

f(x) = Arx+ br si x ∈ Rr,

donde Rr es una de esas regiones y Ar, br son matrices y vectores que de-

penden exclusivamente de los pesos, los sesgos y del patrón de activación que

caracteriza a Rr.

Este cambio de perspectiva es el que gúıa toda la tesis: en lugar de

interrogar a la red como una caja negra que produce salidas a partir de

entradas, nos preguntamos cómo está organizado su espacio de entrada y

qué transformación aplica en cada una de las celdas que lo componen. La

metáfora del interruptor introducida previamente encuentra aqúı su formal-

ización matemática.

Recordemos que cada neurona ReLU puede encontrarse en uno de dos

estados: activa (cuando su entrada ponderada es positiva) o inactiva (en caso

contrario). Para una red con N neuronas ReLU en total, el estado conjunto

de todas ellas queda descrito por un patrón binario

P ∈ {0, 1}N ,

donde la i-ésima coordenada indica si la neurona i está activa (1) o inactiva

(0). Dado un vector de entrada x, la propagación a través de las capas
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determina uńıvocamente un patrón P (x). El conjunto de todos los puntos de

entrada que producen exactamente el mismo patrón P constituye una región

lineal, que denotaremos formalmente como

R(P ; θ) = {x ∈ R
n0 : P (x) = P},

y que, como se argumentó, es siempre un politopo en el espacio de entrada.

Esta partición del espacio es la materia prima del análisis estructural.

En las secciones siguientes se precisará cómo se cuantifica el número de re-

giones que efectivamente aparecen en redes entrenadas, qué forma geométrica

adoptan y de qué manera los zonotopos h́ıbridos permiten manipular si-

multáneamente todas estas regiones como un único objeto algebraico.

Para comprender la naturaleza de esta fragmentación, conviene examinar

el efecto de las neuronas ReLU sobre el dominio de entrada. Cada neurona

introduce una separación binaria del espacio: la región donde la combinación

lineal de sus entradas supera el umbral del sesgo, y aquella donde no lo hace.

La frontera entre ambas regiones está dada por un hiperplano. Al tratarse de

divisiones lineales, las regiones resultantes quedan definidas por intersecciones

finitas de semiespacios y, en consecuencia, constituyen politopos convexos [21,

10].

En la primera capa oculta, la situación es particularmente transparente.

Para cada neurona i, la condición que determina su estado puede expresarse

como

w⊤
i x+ bi = 0,

ecuación que define un hiperplano en el espacio original de entrada R
n0. El

conjunto de todos los hiperplanos asociados a las neuronas de esta capa con-

forma un arreglo de hiperplanos, cuya intersección particiona el dominio en

celdas convexas. Cada una de estas celdas corresponde a una combinación

espećıfica de signos de las preactivaciones y, por tanto, a una función af́ın

particular que describe el comportamiento local de la red.

12



Esta interpretación geométrica permite visualizar con claridad cómo in-

cluso arquitecturas de complejidad moderada pueden inducir fronteras de

decisión altamente no lineales a partir de componentes lineales.

En capas subsiguientes, la estructura se torna más intrincada. Los hiper-

planos de activación de las neuronas en capas profundas ya no pueden rep-

resentarse como fronteras fijas en el espacio de entrada original, puesto que

actúan sobre representaciones intermedias que son, a su vez, transformaciones

no lineales de la entrada. Al retroproyectar estos hiperplanos hacia el do-

minio inicial, estos aparecen plegados o deformados por la acción de las capas

precedentes. De este modo, cada nueva capa reorganiza y refina la partición

heredada, incrementando la capacidad de la red para generar regiones lineales

adicionales sin apartarse de la naturaleza lineal a trozos del modelo completo.

Este fenómeno de plegado explica, desde una perspectiva geométrica, la

mayor expresividad que confiere la profundidad en redes neuronales. Sin em-

bargo, también conlleva un incremento en la complejidad combinatoria de la

partición, cuyo número de regiones puede, en principio, crecer exponencial-

mente con la profundidad. Como se discutirá más adelante, la cuantificación

de este crecimiento y de sus caracteŕıstias es un aspecto central para la com-

paración rigurosa entre distintas arquitecturas y para la comprensión de las

limitaciones prácticas que exhiben las redes entrenadas [21, 5, 9, 8].

La partición inducida por una red ReLU posee tres propiedades funda-

mentales que la hacen especialmente adecuada para el análisis estructural

que se desarrollará en este trabajo. En primer lugar, cada región lineal es

convexa, lo que garantiza que su descripción como intersección de semiespa-

cios es completa y manejable. En segundo lugar, la función que implementa la

red es globalmente continua, incluso al atravesar las fronteras entre regiones

adyacentes; el cambio de una región a otra se manifiesta únicamente en una

modificación de la pendiente local, sin saltos en la salida. Finalmente, la

colección de regiones y las relaciones de adyacencia entre ellas proporcionan

un conjunto de descriptores estructurales que trascienden las métricas pu-

ramente predictivas, permitiendo comparar arquitecturas en términos de su
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organización geométrica subyacente.

Estas propiedades legitiman el estudio de la red no como un mero mapeo

entrada-salida, sino como una estructura geométrica compuesta por celdas

poliedrales. La formalización de esta estructura es precisamente el paso pre-

vio e indispensable para construir el modelo de zonotopo h́ıbrido que repre-

sentará la red en su totalidad, aśı como para habilitar análisis posteriores de

complejidad y simplicidad regional. Con el fin de desarrollar estos conceptos

con el rigor necesario, en el siguiente apartado se introducen los fundamentos

de la geometŕıa de politopos y, sobre ellos, la definición y propiedades de los

zonotopos h́ıbridos.

2.2 Geometŕıa de poĺıtopos y zonotopos h́ıbridos

Habiendo establecido que la red ReLU puede interpretarse como una es-

tructura geométrica compuesta por celdas poliedrales acotadas, corresponde

ahora dotar a esta afirmación del lenguaje preciso que permitirá su manipu-

lación formal. La pieza elemental de esta construcción es la noción de con-

vexidad, pues cada una de las regiones lineales que surgen al fijar un patrón

de activación hereda esta propiedad fundamental de los semiespacios que la

delimitan. En lo que sigue se repasan los conceptos básicos de conjuntos con-

vexos, politopos y zonotopos, hasta desembocar en la definición de zonotopo

h́ıbrido, que constituye el objeto central sobre el que se articulará el análisis

de la red.

2.2.1 Convexidad

La convexidad es un concepto base para todo el enfoque geométrico de

esta tesis. Un conjunto A ⊆ R
n es convexo si, para cualesquiera a, b ∈ A, el

segmento que los une permanece dentro del conjunto:

ta+ (1− t)b ∈ A ∀t ∈ [0, 1].
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Desde un punto de vista intuitivo, un conjunto convexo no presenta con-

cavidades: cualquier trayectoria recta que conecte dos puntos del conjunto

permanece en su interior. Formalmente cualquier recta entre dos puntos

factibles sigue siendo factible. Esta propiedad, que puede parecer meramente

geométrica, tiene profundas implicaciones en el análisis de modelos de apren-

dizaje automático, ya que garantiza que las regiones del espacio donde el

modelo adopta un comportamiento homogéneo son estables y carecen de ir-

regularidades locales.

La noción de combinación convexa se extiende de manera natural a un

número finito de puntos. Dados v1, . . . , vm ∈ R
n, una combinación convexa

de ellos es cualquier expresión de la forma

m
∑

i=1

λivi, con λi ≥ 0 y
m
∑

i=1

λi = 1.

El conjunto de todas las combinaciones convexas de un conjunto finito de

puntos se denomina su envolvente convexa (o convex hull). Este concepto

permite describir un politopo tanto por los vértices que lo generan (repre-

sentación externa) como por las desigualdades lineales que lo acotan (repre-

sentación interna), dualidad que resultará de gran utilidad al trabajar con

zonotopos.

En el contexto de las redes ReLU, la relevancia de la convexidad se man-

ifiesta de forma inmediata. Cada neurona, al imponer una condición de ac-

tivación del tipo w⊤x + b > 0 o w⊤x + b ≤ 0, particiona el espacio en dos

semiespacios. Los semiespacios son conjuntos convexos, y una propiedad fun-

damental de la convexidad es que la intersección arbitraria de conjuntos con-

vexos sigue siendo convexa. En consecuencia, al fijar un patrón de activación

espećıfico —es decir, al decidir para cada neurona en qué semiespacio nos en-

contramos—, la región del espacio de entrada que satisface simultáneamente

todas esas condiciones es una intersección finita de semiespacios, y por tanto

un conjunto poliedral convexo [21, 10].
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Este hecho es de gran importancia para el desarrollo posterior: aunque la

red ReLU considerada globalmente sea una función no convexa y de gran com-

plejidad aparente, su dominio de entrada queda fragmentado en una colección

de celdas convexas dentro de las cuales la función es af́ın. La no linealidad de

la red queda aśı confinada a las fronteras que separan estas celdas, y el estudio

de la red se reduce, en esencia, al estudio de la geometŕıa y la disposición de

dichas regiones convexas.

La convexidad aporta ventajas metodológicas para el desarrollo de esta

tesis. En primer lugar, garantiza que cada región lineal de la red puede ser

estudiada como un objeto geométrico bien definido y localmente interpretable,

acotado exclusivamente por restricciones lineales. En segundo lugar, la con-

vexidad habilita la descripción de estas regiones mediante la intersección de

un número finito de semiespacios, es decir, mediante una representación por

desigualdades lineales. Esta caracterización, conocida como H-representación,

constituye el puente hacia la formulación de los zonotopos h́ıbridos, ya que las

restricciones lineales que definen cada politopo se traducen directamente en

el sistema de ecuaciones e inecuaciones que gobiernan los factores continuos

y binarios del zonotopo.

En śıntesis, la convexidad no es meramente un requisito técnico, sino la

propiedad que permite traducir la red ReLU desde su descripción paramétrica

original —pesos y sesgos— a una descripción geométrica tratable, basada en

desigualdades lineales. Para comprender cómo estas desigualdades pueden ser

manipuladas y compactadas en la estructura de un zonotopo, resulta necesario

examinar con más detalle las dos formas canónicas de representar un politopo:

la representación por vértices y la representación por semiespacios. Este es

precisamente el objeto del siguiente apartado.

2.2.2 Politopos - H-representación y V-representación

Como se ha establecido anteriormente, cada región lineal de una red ReLU

es un politopo definido por la intersección de los semiespacios que imponen
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las neuronas según su estado de activación. Esta caracterización mediante

desigualdades lineales no es exclusiva de las redes neuronales, sino que con-

stituye una de las dos formas canónicas de describir un politopo en geometŕıa

computacional y optimización. La comprensión de esta dualidad de repre-

sentaciones es esencial para valorar la eficiencia de las operaciones que se

realizarán sobre los zonotopos h́ıbridos.

La representación externa o H-representación (del inglés half-space) define

un politopo P ⊆ R
d como la intersección de un número finito de semiespacios

cerrados. Matemáticamente, se expresa mediante un sistema de desigualdades

lineales:

P = {x ∈ R
d | Ax ≤ b},

donde cada fila de la matriz A y su correspondiente componente del vector

b especifican un hiperplano de soporte que delimita una faceta del politopo.

Esta es precisamente la representación que emerge de manera natural al fijar

un patrón de activación en una red ReLU: las condiciones w⊤
i x + bi ≤ 0

(neurona inactiva) y−w⊤
i x−bi ≤ 0 (neurona activa) constituyen directamente

un sistema de este tipo.

Desde el punto de vista operativo, la H-representación es extremadamente

eficiente para calcular intersecciones de politopos, ya que esta operación se

reduce a la mera concatenación de las matrices de restricciones. Sin embargo,

presenta una limitación importante: la aplicación de una transformación af́ın

sobre el politopo requiere proyectar las restricciones al nuevo espacio, un

procedimiento que t́ıpicamente involucra la eliminación de Fourier-Motzkin y

cuya complejidad puede crecer de forma exponencial con la dimensión.

La representación interna o V-representación (del inglés vertex ) describe

el politopo a través de sus puntos extremos o vértices. Formalmente, el poli-

topo se define como la envolvente convexa de un conjunto finito de puntos
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v1, . . . , vk ∈ R
d:

P = conv(v1, . . . , vk) =

{

k
∑

i=1

βivi

∣

∣

∣

∣

∣

βi ≥ 0,
k

∑

i=1

βi = 1

}

.

Esta representación resulta particularmente adecuada para visualizar regiones

de decisión y para realizar análisis de tipo combinatorio. A diferencia de la

H-representación, las transformaciones lineales (y, en particular, las afines)

se aplican de manera trivial: basta con transformar cada vértice individual-

mente, ya que la imagen de una envolvente convexa es la envolvente con-

vexa de las imágenes. En contrapartida, el cálculo de intersecciones en V-

representación es un problema computacionalmente dif́ıcil (NP-hard en gen-

eral), lo que limita su utilidad en etapas del análisis donde deban combinarse

restricciones de múltiples capas.

Ejemplo ilustrativo Para fijar ideas, considérese el cuadrado unitario en

R
2 centrado en el origen. En H-representación se describe mediante cuatro

desigualdades:

−1 ≤ x1 ≤ 1, −1 ≤ x2 ≤ 1,

que pueden escribirse en la forma Ax ≤ b con las matrices adecuadas. En

V-representación, el mismo cuadrado se especifica como la envolvente convexa

de sus cuatro vértices:

v1 = (−1,−1), v2 = (1,−1), v3 = (1, 1), v4 = (−1, 1).

Ambas descripciones definen exactamente el mismo conjunto, pero las opera-

ciones que resultan eficientes en una representación pueden ser prohibitivas

en la otra.

El paso de la H-representación a la V-representación se conoce como el

problema de la enumeración de vértices, mientras que el paso inverso se de-

nomina problema de la enumeración de facetas. El Teorema de Minkowski-
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Weyl garantiza que ambas transformaciones son siempre posibles para poliedros,

pero su coste computacional puede ser considerable. Aunque existen algorit-

mos especializados como el Método de Doble Descripción, su complejidad en

el peor caso es exponencial, ya que el número de vértices de un poliedro puede

crecer de forma combinatoria con el número de restricciones que lo definen.

Esta dualidad de representaciones y sus implicaciones algoŕıtmicas justifi-

can la elección metodológica de este trabajo. Por un lado, la H-representación

surge de forma inmediata de las condiciones de activación de las neuronas

ReLU, pero operar exclusivamente con ella dificultaŕıa el análisis global de la

red debido al coste de las proyecciones. Por otro lado, la V-representación fa-

cilitaŕıa las transformaciones pero haŕıa intratable la combinación de regiones.

Los zonotopos h́ıbridos, que se introducen a continuación, ofrecen una solución

intermedia: su representación por generadores (G-representación) conserva la

eficiencia de la V-representación para transformaciones lineales y sumas de

Minkowski, mientras que la incorporación de restricciones lineales y factores

binarios permite modelar de manera compacta la unión no convexa de to-

das las regiones lineales de la red, evitando aśı la enumeración exhaustiva de

vértices.

2.2.3 G-representación: zonotopos convencionales, restringidos e

h́ıbridos

Como se ha expuesto en los apartados anteriores, una red ReLU particiona

el espacio de entrada en una colección de politopos, cada uno de los cuales

corresponde a un patrón de activación factible. El desaf́ıo metodológico que

enfrenta cualquier análisis estructural de estas redes es doble: por una parte,

se requiere una representación matemática capaz de capturar de manera ex-

acta esta partición sin recurrir a sobreaproximaciones; por otra, dicha rep-

resentación debe ser lo suficientemente manejable como para permitir la ex-

tracción de información geométrica relevante —número de regiones, forma de

las mismas, relaciones de adyacencia— sin incurrir en los costes prohibitivos
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asociados a la computación mediante enumeración exhaustiva de vértices o

facetas.

Los zonotopos h́ıbridos [2, 15] ofrecen una respuesta equilibrada a este

desaf́ıo. A diferencia de las representaciones poliédricas clásicas basadas ex-

clusivamente en vértices o en desigualdades, los zonotopos h́ıbridos adop-

tan una descripción centrada en generadores (G-representación), a la que se

añaden restricciones lineales y factores binarios. Esta estructura confiere al

formalismo tres propiedades que resultan decisivas para el presente trabajo.

En primer lugar, la conversión de una red ReLU a un zonotopo h́ıbrido

es algoŕıtmicamente directa y produce una representación cuyo tamaño es-

cala de manera lineal con el número total de neuronas. Concretamente, cada

neurona ReLU se codifica mediante un factor binario, cuatro generadores con-

tinuos y dos restricciones, de modo que una red con nN neuronas da lugar

a un zonotopo h́ıbrido con exactamente nN variables binarias, 4nN gener-

adores continuos y 3nN restricciones [15]. Esta linealidad en el tamaño de

la representación contrasta con la explosión combinatoria que afecta a otras

formulaciones exactas basadas en programación entera mixta, y constituye

una ventaja técnica indispensable para abordar redes de tamaño moderado.

En segundo lugar, la familia de los zonotopos h́ıbridos es cerrada bajo las

operaciones que aparecen de manera natural al propagar conjuntos a través

de las capas de una red: transformaciones afines, sumas de Minkowski, inter-

secciones generalizadas y productos cartesianos. Esta propiedad de clausura

garantiza que la representación se mantiene dentro de la misma familia en

cada etapa de la construcción, evitando aśı la introducción de sobreaproxi-

maciones y preservando la exactitud del modelo.

En tercer lugar los zonotopos h́ıbridos poseen lo que se ha denominado

memoria de zonotopo [15]. A diferencia de los métodos de propagación que

tratan cada capa de forma aislada y descartan las dependencias con las capas

anteriores, la G-representación retiene expĺıcitamente los factores continuos y

binarios que se originan en las primeras etapas de la red. Como consecuencia,

el zonotopo h́ıbrido resultante no es simplemente una descripción del conjunto
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de salida, sino una representación global y unificada que vincula de manera

transparente las variables de entrada con las de salida a través de todas las

regiones lineales.

Es importante subrayar una precisión metodológica. Ni la G-representación

ni las operaciones cerradas que la acompañan eliminan la complejidad com-

putacional intŕınseca de los problemas de factibilidad subyacentes: determi-

nar si una combinación binaria es factible o contar las facetas de un zonotopo

restringido sigue siendo, en el peor caso, un problema de complejidad expo-

nencial. No obstante, la evidencia experimental acumulada sobre redes ReLU

—que exhiben sistemáticamente baja complejidad geométrica—, sumada a la

disponibilidad de algoritmos heuŕısticos eficientes para operar con zonotopos

h́ıbridos, convierte a esta representación en una candidata de alto valor para

el análisis estructural, tal como se explora en este trabajo.

Ahora bien, la contribución aqúı presentada no se limita a constatar que

las redes entrenadas inducen pocos patrones de activación [9, 8] y que sus poli-

topos son geométricamente simples [5]. Se propone y materializa, en cambio,

un procedimiento concreto para explotar estos hallazgos de forma metódica.

En particular, la descomposición del zonotopo h́ıbrido en sus politopos con-

stitutivos permite aislar cada región lineal como un objeto independiente, y el

análisis individualizado de cada hoja —que incluye el conteo exacto de facetas

y la determinación de sus grados de libertad— se convierte en una verificación

directa y cuantitativa de la simplicidad politópica y de la escasez de patrones

factibles. De este modo, la representación unificada y exacta que ofrecen los

zonotopos h́ıbridos no solo hace viable el análisis estructural, sino que lo el-

eva a un protocolo reproducible y comparable, cuyo desarrollo constituye el

núcleo metodológico de los caṕıtulos siguientes.

Para comprender con precisión cómo se modela un zonotopo h́ıbrido y

cómo se construye a partir de una red ReLU, en lo que sigue se introduce

esta jerarqúıa de objetos geométricos de manera incremental, comenzando

por los zonotopos convencionales y restringidos, para finalmente presentar la

estructura h́ıbrida que constituye el núcleo metodológico del trabajo.
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Zonotopo Un zonotopo constituye la base de la familia de representaciones

basadas en generadores. Intuitivamente, puede concebirse como la huella

geométrica que deja un punto central al ser desplazado simultáneamente en

múltiples direcciones, cada una de ellas recorrida hacia adelante y hacia atrás

en una magnitud controlada. Formalmente, un zonotopo en R
n queda definido

por un centro c ∈ R
n y una matriz de generadores G ∈ R

n×p como:

Z =

{

c+

p
∑

k=1

αk G(·,k)

∣

∣

∣

∣

∣

αk ∈ [−1, 1]

}

,

donde cada columna G(·,k) es un vector generador que establece una dirección

y una amplitud máxima de expansión, mientras que los escalares αk, denomi-

nados factores, actúan como pesos que pueden variar de manera independiente

dentro del intervalo [−1, 1]. La combinación de todos los valores posibles de

estos factores produce la totalidad de los puntos que conforman el conjunto.

Desde un punto de vista geométrico, los zonotopos son poliedros convexos

y centralmente simétricos. Su convexidad es una consecuencia directa de

ser la imagen af́ın de un hipercubo (el producto cartesiano de los intervalos

[−1, 1]p), mientras que la simetŕıa central respecto del punto c se debe a que,

por cada combinación de factores {αk}, existe su opuesta {−αk}, que genera

el punto simétrico.

En la imagen 1 se muestra una representación visual de un zonotopo gen-

erado por tres vectores. El centro del zonotopo es el ćırculo amarillo, los

generadores son los vectores amarillos de ĺınea continua, y los vectores amar-

illos con ĺınea discontinua representan la extensión de los generadores a valores

negativos. El volumen rojo representa el conjunto de puntos que se pueden

generar a partir de combinaciones de los generadores, es decir, el propio zono-

topo. A la derecha del zonotopo hay un ejemplo meramente ilustrativo de

un potencial uso del zonotopo para diferenciar un conjunto de puntos de un

espacio de entrada. Como el espacio de entrada es de una dimensión inferior

a la del zonotopo, este último se ve proyectado sobre dicho espacio.
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Figure 1: Representación visual de un zonotopo de 3 dimensiones con ejemplo
ilustrativo de potencial categorización en espacio bidimensional.

Zonotopo restringido A pesar de su eficiencia operativa, los zonotopos

convencionales presentan una limitación expresiva significativa: no son ca-

paces de representar poĺıtopos convexos arbitrarios, ya que su geometŕıa está

restringida a ser la proyección af́ın de un hipercubo. En particular, las in-

tersecciones precisas que ocurren dentro de una red neuronal al combinar

múltiples condiciones de activación generan regiones lineales que, en general,

no pueden describirse como zonotopos clásicos.

Para superar esta restricción sin renunciar a las ventajas de la repre-

sentación por generadores, se introducen los zonotopos restringidos (o zono-

topos con restricciones, Zc). La idea fundamental consiste en partir de un

zonotopo de dimensionalidad potencialmente mayor que la del espacio am-

biente y restringir sus factores mediante un sistema de ecuaciones lineales.

Geométricamente, este proceso equivale a generar primero un zonotopo en

un espacio de factores ξ ∈ R
ng y, a continuación, ”cortarlo” o intersecarlo

con un subespacio af́ın definido por las igualdades Aξ = b. La proyección del

conjunto resultante sobre el espacio original produce un poliedro convexo que

puede representar cualquier politopo [20].

Formalmente, un zonotopo restringido Zc ⊆ R
n se define mediante un

centro c ∈ R
n, una matriz de generadores continuos G ∈ R

n×ng , una matriz

de restricciones A ∈ R
nc×ng y un vector de términos independientes b ∈ R

nc
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como:

Zc = {Gξ + c | Aξ = b, ξ ∈ [−1, 1]ng} ,

donde ξ es el vector de factores continuos que, al igual que en el zonotopo

clásico, puede variar dentro del hipercubo unitario [−1, 1]ng . Las restricciones

Aξ = b acoplan entre śı los factores, reduciendo la dimensionalidad efectiva del

conjunto y permitiendo modelar facetas arbitrarias que no seŕıan alcanzables

con la sola elección de generadores.

Esta construcción posee una propiedad de universalidad geométrica fun-

damental: todo politopo convexo puede representarse de manera exacta como

un zonotopo restringido, y rećıprocamente, todo zonotopo restringido es un

politopo convexo [20, 11, 15]. En otras palabras, la clase de los zonotopos

restringidos coincide exactamente con la de los poliedros convexos acotados.

En el contexto de las redes neuronales ReLU, los zonotopos restringidos

desempeñan un papel central: cada politopo del zonotopo h́ıbrido —es de-

cir, cada región lineal correspondiente a un patrón de activación factible—

es precisamente un zonotopo restringido [15, 10]. Las restricciones Aξ = b

codifican en este caso las condiciones lineales que imponen las neuronas según

su estado de activación, mientras que los generadores continuos capturan la

variabilidad dentro de la región. De este modo, los zonotopos restringidos

proporcionan la pieza elemental para construir la representación unificada de

la red completa.

En la figura 2 se muestra una representación visual de un zonotopo re-

stringido, el cual se compone del zonotopo previamente ilustado más una

restricción lineal. El área roja resultante es el conjunto de puntos que se

pueden generar a partir de combinaciones de los generadores que cumplen

la restricción, es decir, el propio zonotopo restringido. Esta imagen ilustra

cómo la introducción de restricciones lineales permite modelar regiones con-

vexas más complejas que las alcanzables con un zonotopo convencional. La

imagen a su derecha es un ejemplo meramente ilustrativo de un potencial uso

del zonotopo restringido para diferenciar el conjunto de puntos del espacio
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de entrada usado en el ejemplo anterior del zonotopo clásico. Cabe destacar

el aumento en la presición que proporciona el uso de restriccionoes lineales

sobre el zontopo clásico para realizar la categorización.

Figure 2: Representación visual de un zonotopo restringido de 3 dimensiones
con ejemplo ilustrativo de potencial categorización en espacio bidimensional.

Zonotopo h́ıbrido El nivel superior de esta jerarqúıa, y el núcleo metodológico

de esta investigación, es el zonotopo h́ıbrido (Zh). Mientras que los zono-

topos convencionales y restringidos están limitados a representar conjuntos

convexos, el zonotopo h́ıbrido introduce la capacidad de modelar uniones no

convexas de poĺıtopos de manera exacta y compacta [12, 15]. Esta propiedad

es esencial para capturar la geometŕıa completa de una red ReLU, cuyo es-

pacio de entrada queda particionado en múltiples regiones lineales convexas

que, en conjunto, forman una estructura global no convexa.

La construcción del zonotopo h́ıbrido ampĺıa la idea del zonotopo re-

stringido mediante la incorporación de un segundo tipo de factores, denomi-

nados factores binarios. Formalmente, un zonotopo h́ıbrido Zh ⊆ R
n se define

mediante:

Zh = {Gcξc +Gbξb + c | Acξc + Abξb = b, ξc ∈ [−1, 1]ng , ξb ∈ {−1, 1}nb} ,
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donde:

❼ c ∈ R
n es el centro del zonotopo.

❼ Gc ∈ R
n×ng y Gb ∈ R

n×nb son las matrices de generadores continuos y

binarios, respectivamente.

❼ ξc ∈ [−1, 1]ng es el vector de factores continuos, que vaŕıan libremente

dentro del hipercubo unitario, capturando la variabilidad dentro de cada

región lineal.

❼ ξb ∈ {−1, 1}nb es el vector de factores binarios, cada uno de los cuales

puede adoptar únicamente dos valores discretos. En el contexto de las

redes ReLU, cada componente de ξb se asocia a una neurona y codifica

su estado de activación (activa o inactiva).

❼ Ac ∈ R
nc×ng y Ab ∈ R

nc×nb, junto con el vector b ∈ R
nc, definen un

sistema de restricciones lineales que acoplan los factores continuos y

binarios, reproduciendo fielmente las condiciones de activación y las

relaciones afines entre capas de la red.

La presencia de los factores binarios ξb confiere al zonotopo h́ıbrido su

naturaleza combinatoria: para cada una de las 2nb asignaciones posibles del

vector ξb, el conjunto resultante es un zonotopo restringido en las variables

continuas ξc. Aquellas asignaciones binarias que satisfacen las restricciones

Acξc+Abξb = b para al menos algún ξc constituyen los politopos del zonotopo

h́ıbrido, cada una de las cuales se corresponde exactamente con una región

lineal factible de la red ReLU. El zonotopo h́ıbrido completo es, por tanto,

la unión de todos estos politopos, ofreciendo una representación unificada y

global de la red como un único objeto algebraico [15].

La distinción entre factores continuos y binarios es esencial para compren-

der por qué el zonotopo h́ıbrido constituye una representación tan ajustada a

la estructura de una red ReLU. Los factores continuos ξc ∈ [−1, 1]ng , ponder-

ados por los generadores Gc, capturan la variabilidad dentro de cada región

26



Figure 3: Representación visual de zonotopo h́ıbrido. Se compone de la unión
de dos zonotopos restringidos. Los factores binarios ξb, que determinan la
selección de un politopo u otro no se visualizan en esta representación ilus-
trativa.

lineal: modelan, por ejemplo, la dispersión de los vectores de entrada en

una nube de datos o la incertidumbre en las activaciones intermedias. Los

factores binarios ξb ∈ {−1, 1}nb, en cambio, actúan como conmutadores que

seleccionan el patrón de activación de las neuronas. Cada neurona ReLU se

asocia biuńıvocamente a una componente de ξb, de modo que el valor de dicha

componente determina si la neurona está activa o inactiva. Las restricciones

lineales Acξc +Abξb = b imponen la coherencia entre ambos tipos de factores:

fuerzan a que los factores binarios reflejen exactamente los signos de las pre-

activaciones y a que las relaciones afines entre capas se cumplan en todo

momento. Gracias a esta organización, el zonotopo h́ıbrido no solo unifica

todas las regiones lineales en un único objeto algebraico, sino que además

preserva la trazabilidad de las dependencias entre la entrada, los estados in-

ternos y la salida. Como se verá en secciones siguientes, esta propiedad es la

que permite descomponer sistemáticamente la red en sus hojas constitutivas

y analizar cada una de ellas con precisión geométrica.

En la figura 3 se muestra una representación visual de la unión de zonoto-

pos restringidos de la que se aprovecha un zonotopo h́ıbrido para representar

regiones no convexas. A su derecha se muestra un ejemplo meramente ilus-
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trativo de un potencial uso del zonotopo h́ıbrido para diferenciar el conjunto

de puntos del espacio de entrada usado en los ejemplos anteriores. En este

caso, la capacidad de modelar la unión no convexa de múltiples regiones lin-

eales permite una categorización precisa y ajustada a la geometŕıa real del

espacio de entrada, superando las limitaciones que presentaban los zonotopos

convencionales y restringidos.

2.3 Fundamentos de Programación Lineal y Progra-

mación Lineal Entera Mixta

Una vez establecida la representación de la red ReLU como un zono-

topo h́ıbrido, el siguiente paso metodológico consiste en extraer de dicha

representación información geométrica cuantitativa: cuántas regiones lineales

factibles aparecen, qué forma tienen y cómo se relacionan entre śı. Para llevar

a cabo este análisis de manera rigurosa y automatizada, se recurre a técnicas

de optimización lineal, cuyos fundamentos se repasan en esta sección. En

particular, la programación lineal (LP) proporciona el mecanismo para deter-

minar si una restricción de caja define una faceta de un zonotopo restringido,

mientras que la programación lineal entera mixta (MILP) constituye el marco

natural para explorar el espacio de asignaciones binarias que codifican los pa-

trones de activación de la red.

2.3.1 Programación Lineal

Un problema de programación lineal consiste en optimizar una función

objetivo lineal sujeta a un conjunto de restricciones lineales de igualdad y

desigualdad, sobre variables continuas acotadas. En su forma estándar, se

expresa como:
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minimizar c⊤x

sujeto a Ax = b, (1)

x ≥ 0,

donde x ∈ R
n es el vector de variables de decisión, c ∈ R

n el vector de

costes, A ∈ R
m×n la matriz de restricciones y b ∈ R

m el vector de términos in-

dependientes. Cualquier problema con desigualdades o variables libres puede

transformarse a esta forma estándar mediante variables de holgura o cambios

de variable [4].

La región factible {x ∈ R
n | Ax = b, x ≥ 0} es un politopo. Una

propiedad fundamental es que, si existe una solución óptima, al menos una

de ellas se encuentra en un vértice de dicho politopo. El método Simplex,

propuesto por Dantzig en 1947, explora eficientemente estos vértices, mientras

que los métodos de punto interior ofrecen una alternativa con complejidad

polinómica [4].

Para los fines de esta tesis, el uso más frecuente de la programación lineal

no es la optimización, sino la verificación de factibilidad. Dado un conjunto

de restricciones lineales, se desea saber si existe al menos un punto que las

satisfaga. Formalmente, se plantea:

encontrar x ∈ R
n

sujeto a Ax = b, (2)

l ≤ x ≤ u,

donde l y u son vectores de cotas inferiores y superiores. La resolución

de este problema proporciona un certificado de factibilidad o, en caso con-

trario, una prueba de que el conjunto es vaćıo. En el contexto del análisis de

zonotopos retringidos, este tipo de LP se instanciará repetidamente para cada
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restricción de caja ξi = ±1, con el fin de determinar si dicha restricción está

activa en el politopo y, por tanto, constituye una faceta. La implementación

llevada a cabo emplea el solver HiGHS, que combina robustez y eficiencia en

instancias de tamaño moderado.

2.3.2 Programación Lineal Entera Mixta

La programación lineal entera mixta extiende el marco anterior al permitir

que una parte de las variables de decisión tome únicamente valores enteros.

Un MILP se formula como:

minimizar c⊤x+ d⊤y

sujeto a Ax+By = b, (3)

x ≥ 0, x ∈ R
nc,

y ∈ Z
nd,

donde x representa las variables continuas e y las variables enteras (fre-

cuentemente binarias, con yi ∈ {0, 1}). La presencia de variables discretas

hace que el dominio factible sea una unión de politopos y que el problema

sea, en general, NP-dif́ıcil. Los solvers modernos abordan esta complejidad

mediante algoritmos de ramificación y acotación (Branch-and-Bound), com-

plementados con planos de corte, heuŕısticas primales y técnicas de preproce-

samiento [4].

En el contexto de los zonotopos h́ıbridos, las variables binarias ξb ∈

{−1, 1}nb codifican los patrones de activación de las neuronas ReLU. El prob-

lema de descomponer un zonotopo h́ıbrido en sus hojas constitutivas puede

formularse como la enumeración de todas las asignaciones binarias factibles

que satisfacen el sistema de restricciones lineales Acξc + Abξb = b, con ξc ∈

[−1, 1]nGc . Aunque este problema es de naturaleza combinatoria, en la práctica

se resuelve mediante un algoritmo de branch-and-bound que explora el espa-
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cio de asignaciones binarias [1]. La verificación de factibilidad en cada nodo

se beneficia del método ADMM-FP, que ha sido adaptado recientemente para

operar eficientemente sobre la estructura de restricciones de los zonotopos [17,

18]. De esta manera, se evita la enumeración exhaustiva de las 2nb combina-

ciones posibles, podando aquellas ramas que se demuestran infactibles.

La elección de la programación lineal y lineal entera mixta como her-

ramientas de análisis no es arbitraria: ambas proporcionan certificados exac-

tos de factibilidad y permiten caracterizar rigurosamente las regiones lineales

de la red. En los caṕıtulos siguientes se detallará cómo estos problemas se in-

stancian para descomponer el zonotopo h́ıbrido en sus hojas, contar las facetas

de cada una y, en última instancia, validar cuantitativamente las hipótesis de

escasez de patrones y simplicidad geométrica que motivan este trabajo.

2.3.3 ADMM-FP para factibilidad en zonotopos h́ıbridos

Los métodos exactos de programación lineal entera mixta (MILP) pre-

sentan limitaciones severas cuando se enfrentan a la descomposición de un

zonotopo h́ıbrido en sus hojas constitutivas. El número de variables binarias

crece linealmente con las neuronas de la red, pero la exploración del espa-

cio combinatorio {−1, 1}nb sigue siendo, en el peor caso, exponencial. En

la práctica, los solvers MILP clásicos no consiguen escalar más allá de unas

pocas decenas de variables binarias cuando se requiere enumerar todas las

soluciones factibles. Frente a esta dificultad, han surgido enfoques heuŕısticos

que sacrifican la garant́ıa de optimalidad global a cambio de un considerable

aumento en velocidad y escalabilidad. Entre ellos destaca el método ADMM-

FP (Alternating Direction Method of Multipliers for Feasibility Problems),

cuya adaptación a conjuntos zonotópicos ha sido recientemente desarrollada

en la literatura [17, 18].

El algoritmo ADMM es una técnica de optimización concebida para prob-

lemas cuya estructura puede descomponerse en componentes más simples. Un

zonotopo restringido Zc se define mediante dos tipos de restricciones clara-
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mente separables: por un lado, aparecen las igualdades lineales Aξ = b,

que acoplan las variables continuas ξ. Por otro, figuran las cotas de caja

ξ ∈ [−1, 1]ng , que operan de manera independiente sobre cada componente de

ξ. Esta separación natural es precisamente la que explota ADMM: el problema

de factibilidad (o de optimización cuadrática) se descompone en dos subprob-

lemas que se resuelven de forma alternada —proyección sobre el subespacio

af́ın y proyección sobre el hipercubo unitario— mientras un mecanismo de pe-

nalización coordina ambas soluciones. La clave de la eficiencia radica en que

ambas proyecciones son computacionalmente baratas: la primera se reduce a

resolver un sistema lineal con una matriz fija (o a aplicar una pseudo-inversa

precalculada), y la segunda es una saturación componente a componente.

En la representación de una red ReLU como zonotopo h́ıbrido, las matrices

de restricciones Ac y Ab son altamente dispersas. Una matriz se denomina

dispersa cuando la gran mayoŕıa de sus entradas son nulas, es decir, solo una

pequeña fracción de sus elementos contiene valores distintos de cero. En este

caso, cada neurona introduce acoplamientos únicamente entre las variables de

su capa y las de la capa inmediatamente adyacente, por lo que el número de

entradas no nulas en estas matrices es muy reducido en comparación con su

tamaño total.

Esquemáticamente, la matriz de restricciones de un zonotopo h́ıbrido que

representa una red con varias capas exhibe una estructura en bloques descen-

trados, donde los coeficientes no nulos se concentran en bandas estrechas que

reflejan las conexiones entre capas sucesivas. Por ejemplo, para una red con

tres capas ocultas, la matriz A = [Ac | Ab] podŕıa visualizarse como:

A =























■ ■ 0 0 0 0 ■ 0 0

■ ■ 0 0 0 0 ■ 0 0

0 0 ■ ■ 0 0 0 ■ 0

0 0 ■ ■ 0 0 0 ■ 0

0 0 0 0 ■ ■ 0 0 ■

0 0 0 0 ■ ■ 0 0 ■























,
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donde cada ■ denota un bloque que contiene algunos coeficientes no nulos,

mientras que los espacios en blanco representan grandes regiones de ceros. Las

columnas de la izquierda corresponden a los generadores continuos ξc y las de

la derecha a los factores binarios ξb. Esta organización en bandas refleja el

acoplamiento local entre capas adyacentes y es precisamente la que explotan

los algoritmos especializados para reducir el coste computacional.

Robbins et al. [17] demuestran cómo explotar esta dispersión para acelerar

drásticamente las operaciones de alcanzabilidad y factibilidad. En concreto,

mientras que en una implementación densa el número de elementos no nulos

de las matrices de generadores y restricciones crece como O(N) y O(N 2)

respectivamente (donde N es el horizonte de predicción o el número total

de variables), las versiones que promueven la dispersión consiguen reducir

este crecimiento a O(1) para los generadores y O(N) para las restricciones.

Esta reducción de la complejidad matricial es la que permite a ADMM-FP

iterar con un coste muy bajo por iteración, ya que cada paso solo involucra

productos matriz-vector dispersos y proyecciones triviales sobre las cotas.

El caso de los zonotopos h́ıbridos añade la presencia de variables binarias

ξb ∈ {−1, 1}nb. Robbins, Glunt y Pangborn [18] proponen una heuŕıstica

ADMM para programación entera mixta espećıficamente diseñada para ex-

plotar la estructura de los zonotopos h́ıbridos. La idea consiste en relajar

temporalmente las variables binarias a continuas dentro del intervalo [−1, 1]

y aplicar el esquema ADMM estándar, para posteriormente proyectar o re-

dondear las soluciones hacia valores discretos. Aunque el método no garantiza

encontrar una solución factible cuando existe, los experimentos reportados

muestran que la heuŕıstica ADMM es capaz de hallar soluciones factibles

hasta 30 veces más a menudo que otras heuŕısticas, y lo hace en tiempos sig-

nificativamente menores. Esta eficiencia se debe, de nuevo, a que el algoritmo

aprovecha la estructura separable de las restricciones del zonotopo h́ıbrido,

en particular la dispersión de las matrices y la descomposición natural entre

las partes continua y binaria.

Para comprender de manera intuitiva la ventaja de este enfoque, consider-
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emos un caso mı́nimo: una única neurona ReLU cuya entrada x está acotada

en [−1, 1]. La salida y = max(0, x) puede representarse como la unión de dos

conjuntos convexos:

R0 = {(x, y) | x ≤ 0, y = 0}, R1 = {(x, y) | x > 0, y = x}.

En la formulación como zonotopo h́ıbrido, se introduce un factor binario ξb ∈

{−1, 1} que actúa como interruptor: ξb = −1 seleccionaR0 y ξb = 1 selecciona

R1. Las restricciones lineales Acξc + Abξb = b codifican exactamente las

condiciones de activación.

Supongamos ahora una capa con 10 neuronas ReLU, lo que se traduce

en nb = 10 variables binarias. Un solver MILP tradicional, para enumerar

todas las regiones factibles, debeŕıa explorar un árbol de búsqueda que, en

el peor caso, contiene 210 = 1024 hojas. En cada nodo del árbol se resuelve

una relajación lineal, una operación que, aunque polinómica, resulta costosa

cuando se repite miles de veces.

En contraste, la heuŕıstica ADMM-FP implementada en la libreŕıa ZonoOpt

[1] aborda el problema de forma constructiva. En lugar de construir expĺıcitamente

el árbol y resolver LPs en cada nodo, formula un problema de factibilidad

aumentado que incluye todas las variables (continuas y binarias) y aplica it-

eraciones ADMM. Debido a que las matrices de restricciones son dispersas

—cada neurona solo conecta sus propias variables con las de la capa adya-

cente—, cada iteración de ADMM se reduce a unos pocos productos matriz-

vector dispersos y a proyecciones sobre el hipercubo, que son operaciones de

complejidad lineal en el número de variables. La velocidad de cada iteración

permite que, incluso si se requieren cientos de iteraciones para converger, el

tiempo total sea muy inferior al de la exploración MILP.

Esta diferencia conceptual resulta esclarecedora: mientras que un enfoque

MILP monoĺıtico se veŕıa rápidamente obstaculizado por la explosión combi-

natoria del espacio de asignaciones binarias, la representación como zonotopo

h́ıbrido, al hacer expĺıcita la estructura separable y dispersa de las restric-
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ciones, posibilita la aplicación de algoritmos como ADMM-FP que, de otro

modo, no tendŕıan un asidero formal sobre el que operar. La tesis doctoral de

Bird [1] documenta en detalle el algoritmo de branch-and-bound especializado

que explota esta estructura y que, implementado en la libreŕıa ZonoOpt, con-

stituye la base sobre la que se asienta la etapa de descomposición en hojas

del presente trabajo.

En definitiva, el valor de la representación de redes ReLU basado en zono-

topos reside en la apertura metodológica que proporciona al articular dos

etapas que previamente se abordaban de forma aislada. Por un lado, la rep-

resentación como zonotopo h́ıbrido posibilita el empleo de ADMM-FP como

motor heuŕıstico de factibilidad, permitiendo descomponer la red en sus hojas

constitutivas —esto es, enumerar las regiones lineales factibles— de manera

rápida y escalable. Por otro lado, una vez aislada cada hoja, se aplica progra-

mación lineal exacta para verificar, afinar o corregir los resultados de la etapa

heuŕıstica y, sobre todo, para extraer de cada región métricas geométricas

precisas como el número de facetas o la razón de facetas. La concurrencia

natural de esta segunda etapa permite además procesar todas las hojas en

paralelo, maximizando el aprovechamiento de los recursos de cómputo. De

este modo, el pipeline unifica en un solo flujo metodológico la enumeración de

regiones factibles (ĺınea de Hanin y Rolnick) y el análisis fino de su compleji-

dad facial (ĺınea de Fan et al.), dos perspectivas que hasta ahora carećıan de

un marco común exacto y sistemático.

Cabe señalar, finalmente, que la representación como zonotopo h́ıbrido

no agota su utilidad en las métricas aqúı exploradas. La disponibilidad de

una descomposición exacta en hojas abre la puerta a análisis estructurales

más ambiciosos, tales como el cálculo y la comparación del volumen de las

regiones lineales factibles o el estudio de la conectividad topológica entre

politopos adyacentes y/o homoloǵıa persistente entre modelos, ĺıneas que

podŕıan enriquecer aún más la comprensión geométrica de las redes ReLU.
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3 Metodoloǵıa

En este caṕıtulo se describe el diseño experimental, el flujo computacional

y los procedimientos de análisis que permiten trasladar a la práctica el enfoque

teórico basado en zonotopos h́ıbridos. La exposición se organiza en torno a

cuatro grandes bloques que, vistos en conjunto, ofrecen un panorama com-

pleto del proceso que conduce desde los modelos entrenados hasta las métricas

estructurales que cuantifican la escasez de patrones de activación y la simpli-

cidad facial de las regiones lineales. En primer lugar, se detalla el pipeline de

software y las medidas adoptadas para garantizar la reproducibilidad de los

resultados, incluyendo la orquestación de dependencias y la gestión declara-

tiva de los experimentos. A continuación, se describe el entrenamiento de las

redes ReLU sobre datos tabulares y su exportación al formato ONNX, pre-

stando especial atención a la inclusión de metadatos —en particular las cotas

de entrada— que resultan imprescindibles para la posterior construcción del

zonotopo h́ıbrido. El tercer bloque aborda la construcción y caracterización

de la representación Zh a partir de los modelos ONNX, detallando la con-

versión exacta capa por capa, la determinación del parámetro de acotación

a mediante propagación de intervalos y la estructura resultante en términos

de generadores continuos, factores binarios y restricciones lineales. Final-

mente, se expone el análisis geométrico de los zonotopos h́ıbridos obtenidos,

que comprende la descomposición en hojas —esto es, la enumeración de las

regiones lineales factibles— y el estudio individualizado de cada hoja medi-

ante programación lineal exacta, del que se extraen el número de facetas y la

razón de facetas respecto al máximo teórico. Este recorrido metodológico, que

tiene como eje vertebral la representación Zh, permite aśı reunir en un único

flujo experimental las dos vertientes que motivan el trabajo: la cuantificación

del número efectivo de patrones de activación y la evaluación precisa de la

complejidad geométrica de cada región.
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3.1 Pipeline de software

La metodoloǵıa de explicabilidad estructural propuesta en este trabajo

se sustenta en un ecosistema de software robusto, diseñado para facilitar la

transición entre el aprendizaje automático y la geometŕıa computacional. La

arquitectura técnica del proyecto se ha diseñado para garantizar la repro-

ducibilidad y la escalabilidad de los experimentos, utilizando Python como

lenguaje base debido a su amplia adopción en la comunidad cient́ıfica y su

amplia compatibilidad con bibliotecas de cálculo numérico y optimización.

Para la gestión del flujo de trabajo y la organización de las etapas de proce-

samiento, se emplea Kedro. Esta herramienta permite orquestar el pipeline de

datos mediante una estructura modular y reproducible, asegurando que cada

fase -generación de modelos, conversión en zonotopos h́ıbridos y análisis- sea

ejecutable de forma aislada y rastreable.

El entrenamiento y la operación de los modelos de perceptrones multicapa

se realizan bajo el framework TensorFlow, el cual automatiza el proceso de

construcción (definición, entrenamiento y exportación) de modelos de machine

learning. Con el fin de desacoplar la generación de los modelos de su poste-

rior análisis geométrico, se utiliza el estándar ONNX (Open Neural Network

Exchange). Este formato actúa como un registro interoperable que permite

almacenar la arquitectura y los parámetros aprendidos por TensorFlow en un

formato abierto, facilitando su consumo por herramientas de verificación y

modelado formal.

La conversión de las redes ReLU en objetos geométricos anaĺıticos con-

stituye el núcleo técnico del pipeline. Para ello se emplea ZonoOpt, una li-

breŕıa especializada en análisis de alcanzabilidad que proporciona un amplio

conjunto de operaciones sobre zonotopos h́ıbridos (Zh). Sin embargo, es im-

portante señalar que dicha libreŕıa está orientada al tratamiento genérico de

estos conjuntos y no incorpora funcionalidades espećıficas para redes ReLU.

Además, carece de mecanismos nativos de paralelismo, lo que obligó a inde-

pendizar la representación de los zonotopos en estructuras serializables para
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posibilitar el procesamiento concurrente de sus componentes. Por consigu-

iente, si bien se aprovechan numerosas operaciones fundamentales de ZonoOpt,

ha sido necesario desarrollar una capa de integración adicional que adapte sus

capacidades al dominio de las redes neuronales.

Un aporte de este trabajo reside en la implementación en Python del

algoritmo de conversión propuesto por Ortiz et al. (2023), tomando como

referencia la implementación de referencia en MATLAB zonoLAB; los detalles

de dicha implementación se abordan en un caṕıtulo espećıfico.

Para el tratamiento pormenorizado de los componentes individuales de los

zonotopos h́ıbridos —en particular, el análisis de las regiones que los consti-

tuyen— se recurre al solver de programación lineal HiGHS (espećıficamente

a su integración para Python highspy). Este solver se emplea en la res-

olución de los múltiples problemas de factibilidad requeridos para caracterizar

geométricamente cada región convexa, tales como la verificación de restric-

ciones activas para el conteo de caras.

La manipulación de las matrices de pesos, el álgebra lineal dispersa y las

operaciones numéricas generales involucradas en la construcción del zonotopo

h́ıbrido se apoyan en la biblioteca NumPy. Para la formulación y resolución de

los problemas de factibilidad lineal requeridos en el análisis pormenorizado

de cada hoja —en particular, la verificación de restricciones activas para el

conteo de caras— se utiliza SciPy como interfaz hacia el solver HiGHS.

Para garantizar la persistencia e interoperabilidad de este modelo entre las

fases de modelado y análisis, los parámetros estructurales del Zh se almacenan

en formato HDF5 mediante la libreŕıa h5py. Este estándar permite gestionar

de manera eficiente las matrices de generadores y restricciones de alta di-

mensión, funcionando como un archivo autocontenido de la representación

zontópica y métricas de la red que asegura la reproducibilidad y permite el

acceso aleatorio a los datos sin necesidad de reformular las ecuaciones del

modelo en cada etapa de análisis. Por su parte, las métricas agregadas resul-

tantes de los análisis pormenorizados de cada zonotopo h́ıbrido —tales como

el número de regiones promedio, los promedios de facetas o la relación entre
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regiones y facetas— se cargan directamente desde los archivos HDF5 gener-

ados en la etapa previa. Estos datos se consolidan y procesan para producir

gráficas interpretables que facilitan la comparación visual inmediata entre

arquitecturas, semillas y conjuntos de datos, aśı como la integración con her-

ramientas estad́ısticas externas para la evaluación global de los experimentos.

El acceso al repositorio de código se encuentra disponible en GitHub1.

Orquestación con Kedro La orquestación con Kedro se plantea como un

mecanismo de ingenieŕıa para estructurar el ciclo de vida del modelado en

componentes desacoplados, reproducibles y auditables. En este enfoque, el

flujo completo se organiza en pipelines compuestos por nodos con responsabil-

idades bien definidas (generación de modelos, conversión de los modelos a zo-

topos h́ıbridos, análisis de cada zonotopo h́ıbrido, resumen). Esta separación

funcional reduce el acoplamiento entre etapas y mejora la mantenibilidad del

sistema.

Un rasgo central de Kedro es la parametrización declarativa y la gestión

expĺıcita de entradas/salidas por nodo. Al externalizar la configuración exper-

imental y estandarizar los artefactos intermedios, se favorece la reproducción

de las ejecuciones y la trazabilidad de decisiones técnicas. En términos

metodológicos, esto permite que cada corrida quede documentada como una

instancia verificable del mismo proceso, minimizando intervenciones manuales

y sesgos operativos.

Adicionalmente, la arquitectura orientada a pipeline facilita la escalabil-

idad experimental: incorporar nuevas variantes de entrenamiento o nuevas

etapas de análisis no requiere rediseñar el sistema completo, sino extender

nodos y dependencias de forma controlada. En consecuencia, Kedro no solo

ordena la ejecución técnica, sino que actúa como soporte formal para una

práctica de desarrollo cient́ıfico más rigurosa, consistente con estándares de

investigación aplicada y transferencia a entornos productivos.

1https://github.com/J-4352681/relunn_hybzono_analysis

39



En términos generales, el proyecto se organiza en pipelines con respons-

abilidades diferenciadas: uno orientado a la generación de redes ReLU, otro

orientado a la conversión a zonotopos h́ıbridos, otro para el análisis de cada

zonotopo h́ıbrido y otro destinado al resumen general. Esta separación per-

mite mantener una arquitectura modular, donde cada fase del ciclo de mod-

elado conserva objetivos, entradas y salidas claramente definidas.

En el pipeline de generación de modelos la ejecución sigue una lógica se-

cuencial y reproducible: primero se construye la configuración experimental,

luego se planifican las corridas batch, se preparan los datos de forma con-

sistente, se entrenan los modelos bajo parámetros controlados y, finalmente,

se consolidan los resultados en archivos con formato onnx. Este diseño no

solo automatiza la operación, sino que también formaliza el procedimiento,

favoreciendo la repetibilidad y la trazabilidad de cada experimento.

En el pipeline de conversión a zonotopos h́ıbridos, la ejecución también

se organiza de forma secuencial y trazable. Como punto de partida, se car-

gan los modelos previamente exportados en formato ONNX. Cada modelo se

transforma a una representación geométrica basada en zonotopos h́ıbridos y

se exportan las conversiones a archivos HDF5.

En el pipeline de análisis de zonotopos h́ıbridos, se cargan los zonotopos

h́ıbridos desde los archivos HDF5, se realiza un análisis pormenorizado de

cada zonotopo restringido que compone al h́ıbrido, se calculan las métricas

estructurales y se las guarda en el archivo HDF5 respectivo de cada estructura.

Finalmente, en el pipeline de resumen, se consolidan las métricas obtenidas

en un marco comparativo que permite evaluar la relación entre la arquitectura

de la red y su complejidad geométrica. Para ello se cargan directamente los

datos de los archivos HDF5 —que contienen la información de la red original,

el zonotopo h́ıbrido resultante y las métricas de sus zonotopos restringidos

componentes— y se procesan para generar gráficos interpretables que sinte-

tizan visualmente los resultados de todos los análisis individuales.

Esta separación respecto del pipeline de entrenamiento permite desacoplar

el costo de generación de modelos del costo de análisis topológico, reutilizar
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modelos ya entrenados sin repetir cómputo innecesario y mantener una traz-

abilidad completa desde el experimento original hasta la evidencia compara-

tiva final.

3.2 Entrenamiento con Tensorflow y exportación a ONNX

El entrenamiento de modelos con TensorFlow se integra dentro de una

arquitectura de orquestación en Kedro que separa, de forma expĺıcita, las

etapas de preparación, ajuste y evaluación. En este marco, cada ejecución se

define como una secuencia de nodos reproducibles, donde la configuración de

hiperparámetros y rutas de salida se gestiona de manera declarativa. Esta

organización permite mantener consistencia metodológica entre corridas, re-

ducir variabilidad operativa y facilitar la trazabilidad de resultados.

Una vez entrenado y evaluado el modelo en TensorFlow, se realiza su ex-

portación al formato ONNX como parte del mismo flujo orquestado. La con-

versión a ONNX cumple una función estratégica: desacoplar el modelo resul-

tante del framework de entrenamiento, habilitando interoperabilidad con her-

ramientas de análisis, optimización e inferencia en distintos entornos. Desde

una perspectiva de ingenieŕıa, este paso transforma el modelo en un activo

portable y verificable, apto para etapas posteriores del ciclo de vida.

La articulación Kedro-TensorFlow-ONNX, por tanto, no se limita a una

concatenación técnica de herramientas, sino que constituye una práctica de

estandarización del proceso experimental. Kedro estructura y gobierna la

ejecución; TensorFlow provee la capacidad de ajuste del modelo; y ONNX

consolida la salida en un formato neutral para su reutilización. En conjunto,

esta integración fortalece la reproducibilidad, la mantenibilidad y la transferi-

bilidad de los desarrollos de aprendizaje automático y hace viable el análisis

sistemático posterior.
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3.2.1 Preprocesamiento de los datasets

El preprocesamiento de los conjuntos de datos es una etapa que asegura

que las caracteŕısticas de entrada sean homogéneas y que ninguna variable in-

troduzca sesgos indeseados durante el entrenamiento de los modelos. Con este

fin, cada conjunto de datos, originalmente almacenado en formato CSV, es

sometido a una secuencia de transformaciones estandarizadas y reproducibles.

En primer lugar, se asume que la última columna del archivo corresponde

a la variable objetivo, procediéndose a la separación entre la matriz de car-

acteŕısticas y el vector de etiquetas. Las columnas del conjunto de datos se

clasifican según su naturaleza en numéricas y categóricas, aplicando a cada

grupo el tratamiento que resulta más adecuado para su posterior utilización

en redes neuronales.

Las variables de tipo categórico se transforman a una representación numérica.

En el caso de categoŕıas binarias, se convierten directamente a valores enteros;

para aquellas que presentan más de dos categoŕıas, se emplea una codificación

one-hot, la cual genera variables indicadoras independientes para cada posi-

ble valor. Esta estrategia evita la imposición de un orden artificial entre las

categoŕıas. Por su parte, las caracteŕısticas originalmente numéricas se nor-

malizan, restando la media y dividiendo por la desviación estándar, de modo

que todas ellas contribuyan al entrenamiento en una escala comparable y se

prevenga el dominio de aquellas con mayor magnitud.

En cuanto a las etiquetas, se garantiza que sean valores enteros consecu-

tivos comenzando desde cero, codificándolas si fuera necesario y desplazando

los valores para eliminar posibles discontinuidades en la numeración. Adi-

cionalmente, se calculan los ĺımites inferior y superior de cada caracteŕıstica

en el conjunto de entrenamiento, los cuales se conservan como metadatos

(input bounds) para su uso en etapas posteriores del análisis geométrico.

Finalmente, el conjunto de datos se divide en subconjuntos de entre-

namiento y prueba empleando una semilla fija, lo que asegura la reproducibil-

idad de la partición. Todo el estado del preprocesamiento —incluyendo los
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parámetros del escalador y del codificador de etiquetas— se preserva, lo que

permite aplicar exactamente las mismas transformaciones a nuevos datos sin

necesidad de recalcularlas y garantiza la consistencia metodológica a lo largo

de todo el flujo experimental.

3.2.2 Entrenamiento batch de redes ReLU

El entrenamiento no se ejecuta como corridas aisladas, sino bajo un es-

quema batch. Se define una grilla experimental a partir del producto entre

semillas, arquitecturas e hiperparámetros de entrenamiento, y cada combi-

nación se ejecuta como un experimento reproducible. Este enfoque permite

comparar de forma sistemática estabilidad (variación por semilla), capaci-

dad estructural (capas/nodos/activación) y sensibilidad al régimen de entre-

namiento (épocas/tamaño de lote), manteniendo una gobernanza homogénea

del proceso.

La configuración declarativa en YAML, ilustrada en el Listado 1, define

una grilla experimental que el sistema interpreta para generar automáticamente

el conjunto de modelos a entrenar. A partir de la especificación de semillas,

arquitecturas e hiperparámetros para cada dataset, se construye el producto

cartesiano de las combinaciones posibles, dando lugar al catálogo de modelos

resumido en la Tabla 1. Este mecanismo garantiza la consistencia y exhaus-

tividad en la exploración del espacio experimental sin intervención manual

por cada variante.

La exportación a ONNX no se limita al grafo de red: incorpora metadatos

técnicos y experimentales que convierten al modelo en un artefacto auto-

suficiente. Entre ellos se incluyen hiperparámetros de arquitectura y entre-

namiento (capas, nodos, función de activación, epochs, batch size, seed),

métricas de desempeño (loss, accuracy) y metadatos de entrada (input bounds).

Esta decisión es relevante porque permite reutilizar el modelo en etapas pos-

teriores sin depender del entorno original de entrenamiento, y habilita vali-

dación, análisis estructural y trazabilidad fuera de TensorFlow.
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Listing 1: Ejemplo de YAML para generación de batch de modelos ReLU
datasets:

iris:

seeds: [42, 123]

architectures:

- layers_neurons: [10]

activation: relu

- layers_neurons: [5, 5]

activation: relu

training:

epochs: 100

batch_size: 16

test_size: 0.2

circles:

seeds: [42, 123]

architectures:

- layers_neurons: [6]

activation: relu

- layers_neurons: [3, 3]

activation: relu

training:

epochs: 90

batch_size: 10

test_size: 0.2

save_models: true

overwrite: false

execution_strategy: sequential

3.2.3 Metadatos ONNX y análisis geométrico

La exportación del modelo entrenado a ONNX no se reduce a la mera se-

rialización del grafo computacional. Para garantizar que el modelo constituya

un artefacto autosuficiente y trazable, se añade un conjunto estructurado de

metadatos en el campo metadata props del archivo ONNX. Estos metadatos,

detallados en la Tabla 2, codifican tanto la configuración experimental que

dio origen al modelo como información cuantitativa sobre el dominio de en-

trada, siguiendo una convención que facilita su interpretación automatizada

en etapas posteriores del pipeline de análisis.

44



Table 1: Modelos generados por la configuración YAML del listado 1.
Dataset Seed Arquitectura Épocas Batch
iris 42 [10] 100 16
iris 42 [5, 5] 100 16
iris 123 [10] 100 16
iris 123 [5, 5] 100 16
circles 42 [6] 90 10
circles 42 [3, 3] 90 10
circles 123 [6] 90 10
circles 123 [3, 3] 90 10
Total – 8 modelos – –

Table 2: Metadatos incorporados en el archivo ONNX y su utilidad para la
construcción del zonotopo h́ıbrido.
Clave Descripción Relevancia para Zh

layers neurons Lista con el número de neuronas por
capa oculta (p. ej., [10,5])

Determina el número total de neuronas
ocultas y la dimensión de cada bloque
ReLU.

act Función de activación usada (relu
en este trabajo)

Confirma que la red puede represen-
tarse exactamente mediante zonotopos
h́ıbridos.

input dim Dimensión del vector de entrada n Define el espacio de entrada del zono-
topo F .

input bounds Cadena JSON con los intervalos
[mini,maxi] de cada caracteŕıstica

Proporciona las cotas [x
i
, xi] para cal-

cular el parámetro a de la Sección 3.3.1.

La inclusión de los ĺımites de entrada es particularmente cŕıtica, ya que el

dominio de representación exacta del zonotopo h́ıbrido F está condicionado

a que todas las preactivaciones se mantengan dentro de un hipercubo [−a, a].

Como se detallará en la Sección 3.3.1, el valor de a se obtiene propagando

hacia adelante los intervalos de entrada a través de las operaciones afines

de cada capa, y su magnitud depende directamente de los valores mı́nimo y

máximo observados en el dataset de entrenamiento. Al incrustar estos ĺımites

en el propio modelo ONNX, se garantiza que cualquier análisis posterior —ya

sea para verificación, cuantificación de robustez o descomposición en hojas—

utilice exactamente el mismo dominio para el que la red fue entrenada, elim-
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inando ambigüedades y posibilitando comparaciones justas entre distintas

arquitecturas o semillas.

Adicionalmente, la nomenclatura de los archivos ONNX generados sigue

una convención que replica de forma legible los metadatos más relevantes:

{dataset}_l_{N_1}_{N_2}_..._{N_K}_f_{act}_e_{epochs}_b_{batch_

size}_s_{seed}.onnx

Esta codificación externa, aunque redundante con los metadatos internos,

facilita la inspección visual y la selección de modelos en sistemas de archivos

sin necesidad de abrir cada archivo. La coherencia entre el nombre y el con-

tenido se verifica durante la carga mediante el módulo OnnxManager, que

extrae y valida ambos conjuntos de información.

En conjunto, la estrategia de metadatos descrita transforma cada archivo

ONNX en un archivo autocontenido que preserva no solo la función matemática

aprendida por la red, sino también el contexto experimental que le dio ori-

gen. Esta práctica resulta esencial para la reproducibilidad de los análisis

geométricos basados en zonotopos h́ıbridos, pues cualquier discrepancia en

los ĺımites de entrada o en la arquitectura declarada comprometeŕıa la ex-

actitud de la representación Zh y, por ende, la validez de las conclusiones

extráıdas sobre la complejidad de las regiones lineales.

El método de generación batch de modelos también incorpora una poĺıtica

de gestión de modelos creados y reuso: cuando corresponde, el flujo evita reen-

trenar modelos ya generados. Esto reduce costo computacional y favorece

consistencia. Además, la nomenclatura de archivos codifica expĺıcitamente

la configuración experimental, reforzando identificabilidad y comparación en-

tre variantes ”similares” y ”diferentes” en términos de hiperparámetros y

metadatos.

3.3 Conversión de redes ReLU a zonotopos h́ıbridos

El procedimiento para convertir una red neuronal entrenada con activa-

ciones ReLU en un zonotopo h́ıbrido equivalente se articula en dos etapas
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fundamentales. La primera determina, para cada capa, una cota a que garan-

tiza que todas las preactivaciones de la red permanecen dentro del dominio

[−a, a] durante el análisis. La segunda construye iterativamente el zonotopo

h́ıbrido global utilizando estos valores a y las operaciones cerradas que ofrece

esta representación.

Para gestionar de manera ordenada la información necesaria en este pro-

ceso, la implementación se apoya en una arquitectura modular articulada en

torno a la clase OnnxManager. Este componente es responsable de cargar el

modelo ONNX, extraer los metadatos experimentales —incluyendo las cotas

de entrada— y construir una representación estructurada de la red mediante

las clases OnnxMeta y ReLUNetworkSpec. De esta forma, los pesos, sesgos y

la topoloǵıa de la red quedan disponibles de forma tipada y accesible para las

etapas subsiguientes, sin dependencia del formato de serialización original.

3.3.1 Propagación de intervalos y cálculo de la cota a

Para construir un zonotopo h́ıbrido que represente de manera exacta una

red ReLU es necesario fijar un dominio de validez para cada función de ac-

tivación. En el art́ıculo de [15] se demuestra que la representación es exacta

siempre que todas las preactivaciones de la red estén contenidas en un inter-

valo simétrico [−a, a], donde a es una cota superior del valor absoluto que

puede alcanzar cualquier neurona antes de aplicar la ReLU. Dado que la red

es una función continua sobre un dominio de entrada acotado, siempre existe

un valor de a suficientemente grande; no obstante, elegir un a ajustado a la

red y a sus datos de entrada mejora notablemente la eficiencia numérica sin

comprometer la exactitud.

El cálculo de a se lleva a cabo mediante una propagación de interva-

los hacia adelante, implementada en el módulo input bounds.py. La idea

central es partir de los intervalos conocidos para cada variable de entrada

—obtenidos, por ejemplo, del rango de valores observados en el conjunto de

entrenamiento— y propagarlos capa a capa a través de las operaciones lineales
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y las activaciones ReLU.

Considere una capa que transforma un vector de entrada xℓ−1 en un vec-

tor de preactivación vℓ = W ℓ−1xℓ−1 + bℓ−1. Si para cada componente k de

la entrada se conoce un intervalo de variación [xℓ−1
k , xℓ−1

k ], se puede acotar

la j-ésima componente de la preactivación evaluando el peor caso posible.

Formalmente:

vℓj = bℓ−1
j +

∑

k

min
(

W ℓ−1
jk xℓ−1

k , W ℓ−1
jk xℓ−1

k

)

,

vℓj = bℓ−1
j +

∑

k

max
(

W ℓ−1
jk xℓ−1

k , W ℓ−1
jk xℓ−1

k

)

.

Intuitivamente, para cada término del producto Wjk ·xk se toma el valor más

pequeño posible (si el peso es positivo, se multiplica por el mı́nimo de xk; si

es negativo, por el máximo) y se lo acumula para obtener la cota inferior vℓj.

Para la cota superior vℓj se eligen los extremos opuestos.

Una vez obtenido el intervalo [vℓj, v
ℓ
j] para la preactivación, la salida de la

neurona ReLU, xℓj = max{0, vℓj}, queda acotada por max{0, vℓj} y max{0, vℓj}.

Estos nuevos intervalos se convierten en la entrada de la capa siguiente, y el

procedimiento se repite hasta recorrer todas las capas ocultas de la red.

Al finalizar la propagación se dispone, para cada capa ℓ y cada neurona

j, de un intervalo [vℓj, v
ℓ
j] que contiene todos los valores posibles de la preacti-

vación. La cota a se define entonces como el máximo valor absoluto alcanzado

por cualquiera de estos extremos:

a = max
ℓ, j

max
(

|vℓj|, |v
ℓ
j|
)

.

En la implementación se añade opcionalmente un pequeño factor multiplica-

tivo (1 + ε) para garantizar que el dominio [−a, a] sea estrictamente interior

y evitar efectos de borde en los algoritmos posteriores.

Aunque la formulación original emplea un único escalar a para toda la red,

la implementación también permite calcular una cota individual por neu-
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rona (un vector aℓj), lo que proporciona intervalos más ajustados y reduce

el tamaño efectivo del dominio de representación. Esta opción, disponible en

compute a for layer, se activa cuando se requiere mayor precisión geométrica.

La elección de a mediante propagación intervalar asegura que cualquier

punto del conjunto de entrada genere preactivaciones dentro del dominio rep-

resentado, condición indispensable para que el zonotopo h́ıbrido resultante

sea una representación exacta de la red ReLU.

Toda esta lógica se encuentra encapsulada en el módulo input bounds.py,

que proporciona las funciones propagate input bounds y compute_input_

bound_a. La primera recorre la lista de capas extráıdas por OnnxManager y

devuelve los intervalos de preactivación, mientras que la segunda calcula el

valor global de a a partir de dichos intervalos, con la posibilidad de aplicar

un margen de seguridad ε.

3.3.2 Construcción del zonotopo h́ıbrido equivalente

Una vez determinada la cota a que garantiza la validez de la representación,

el siguiente paso es traducir la arquitectura de la red ReLU a un único zono-

topo h́ıbrido Zh. Este proceso, implementado en relunn hz converter.py y

en ĺınea con el procedimiento descrito por [15], se lleva a cabo capa por capa,

preservando en todo momento un vector de estado que contiene las variables

de entrada, las preactivaciones y las salidas de cada neurona. A continuación

se detallan las etapas que lo componen.

1. Inicialización del zonotopo de entrada. El dominio de entrada de

la red se especifica como un hiperrectángulo [x, x] ⊂ R
n0, que representa

el conjunto de valores de entrada para los cuales se desea caracterizar el

comportamiento de la red. Este dominio se expresa como un zonotopo

h́ıbrido sin variables binarias ni restricciones: su centro es c = (x+x)/2 y

su matriz de generadores continuos Gc es diagonal, con entradas iguales

a las semilongitudes (xi − xi)/2. De este modo, cualquier punto del

dominio puede escribirse como c+Gcξc con ξc ∈ [−1, 1]n0.
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En la implementación, esta inicialización se realiza mediante la función

box to hybzono, que recibe los vectores de cotas inferiores y superiores

obtenidos de OnnxManager.metadata props.input bounds y construye

el zonotopo correspondiente haciendo uso exclusivo de generadores con-

tinuos.

2. Construcción del bloque ReLU por capa. Para cada capa oculta

con nℓ neuronas se construye un zonotopo h́ıbrido que modela exacta-

mente la función de activación ϕ(v) = max{0, v} en el dominio [−a, a].

De acuerdo con el Lema 1 de [15], el conjunto de pares (vi, xi) que sat-

isfacen xi = max{0, vi} con |vi| ≤ a puede representarse como la unión

de dos zonotopos restringidos y, en consecuencia, como un zonotopo

h́ıbrido elemental que emplea:

❼ 4 generadores continuos,

❼ 1 generador binario,

❼ 2 restricciones lineales de igualdad.

Las matrices correspondientes a este bloque se obtienen de la función

build relu blk, que parametriza las ecuaciones en función de a. Esta

función implementa directamente las matrices Gc, Gb, c, Ac, Ab y b

descritas en el art́ıculo de [15], asegurando que el bloque ReLU cap-

ture exactamente las dos ramas lineales de la función max{0, v}. Para

extender esta construcción a las nℓ neuronas de la capa, se aplica el

producto de Kronecker con la matriz identidad Inℓ
. Intuitivamente,

esta operación replica el bloque elemental una vez por cada neurona,

manteniendo las variables de cada una independientes. El resultado es

un zonotopo h́ıbrido vectorial de dimensión 2nℓ que contiene todas las

componentes (v1, x1, . . . , vnℓ
, xnℓ

).

3. Reordenamiento mediante la matriz T y concatenación. El

bloque ReLU obtenido en el paso anterior organiza las variables de forma
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intercalada: primero el par (v1, x1), luego (v2, x2), etc. Para facilitar la

imposición de las restricciones afines entre capas, resulta más conve-

niente agrupar todas las preactivaciones vℓ seguidas de todas las salidas

xℓ. Esta reordenación se consigue multiplicando el zonotopo por una

matriz de permutación T , definida en la implementación como:

T =

[

Inℓ
⊗ [1 0]

Inℓ
⊗ [0 1]

]

,

que extrae primero las componentes impares (preactivaciones) y luego

las pares (salidas). Una vez reordenado, el bloque se adjunta al zonotopo

acumulado hasta la capa anterior mediante el producto cartesiano. Esta

operación, implementada en cartesian product, extiende el vector de

estado con las nuevas variables, preservando las restricciones existentes

y sin introducir acoplamientos indeseados.

4. Imposición de restricciones afines entre capas. La conexión entre

la salida de una capa y la preactivación de la siguiente está gobernada

por la transformación af́ın vℓ+1 = W ℓxℓ+bℓ. En el zonotopo acumulado,

esta relación se impone como un conjunto de restricciones lineales de

igualdad. En la práctica, el procedimiento _add_affine_constraints_

vectorized construye una matriz dispersa H que vincula las posiciones

correspondientes a vℓ+1 y xℓ dentro del vector de estado global. A con-

tinuación, invoca la operación constrain de zonoopt, que añade las

filas necesarias a las matrices Ac y Ab, aśı como los términos indepen-

dientes correspondientes al vector b. Puesto que los zonotopos h́ıbridos

son cerrados bajo intersección con subespacios afines, esta operación

no requiere nuevas variables binarias ni compromete la exactitud de la

representación.

5. Procesamiento de la capa de salida. Tras recorrer todas las ca-

pas ocultas, el zonotopo acumulado contiene las variables de entrada,
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todas las preactivaciones y las salidas de las neuronas ReLU. La capa

de salida, que t́ıpicamente carece de activación no lineal, se maneja de

forma separada: se proyecta el zonotopo sobre las variables xL (la salida

de la última capa oculta) mediante project onto dims y se aplica la

transformación af́ın y = WLxL+bL utilizando affine map. El resultado

es un zonotopo h́ıbrido Y ⊂ R
m que representa el conjunto de salidas

alcanzables.

6. Construcción del zonotopo global F . Finalmente, se desea obtener

un objeto que relacione expĺıcitamente entradas y salidas. Para ello, se

proyecta el zonotopo acumulado sobre las variables de entrada, obte-

niendo X, y se combina verticalmente con Y mediante _combine_to_

input_output. Las matrices de generadores de X e Y se apilan, mien-

tras que las restricciones se heredan de X, que ya contiene toda la lógica

de la red. El resultado es un zonotopo h́ıbrido F ⊂ R
n+m cuyos puntos

son exactamente los pares (x, f(x)) para x en el dominio de entrada.

Cabe destacar que la clase ReLUNNHybZonoConverter actúa como fachada

de todo este proceso, coordinando las llamadas a las funciones auxiliares y

ofreciendo una interfaz uniforme para obtener tanto el zonotopo h́ıbrido global

como las representaciones intermedias correspondientes a cada capa. Esta

organización permite que el resto del pipeline de análisis pueda operar sobre el

objeto Zh sin necesidad de conocer los detalles de bajo nivel de la conversión.

Una vez completado este procedimiento, se dispone de un zonotopo h́ıbrido

F que encapsula la función completa de la red ReLU. Como señala [15],

el número total de variables binarias en esta representación coincide con el

número de neuronas ReLU, nN , y el número de restricciones lineales escala

como 3nN . Esta complejidad lineal en el tamaño de la red contrasta con el

crecimiento exponencial que caracteriza a otras formulaciones exactas basadas

directamente en programación entera mixta, y constituye la base sobre la que

se asentarán los análisis posteriores de descomposición en hojas y cuantifi-

cación de facetas.
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3.3.3 Almacenamiento en HDF5 del zonotopo h́ıbrido F

Una vez construido el zonotopo h́ıbrido F que representa la red ReLU, es

necesario persistirlo para su posterior análisis. Con este fin se ha implemen-

tado la clase HybZonoHDF5Converter, que serializa la estructura completa

del zonotopo en un archivo HDF5. Este formato, ampliamente utilizado en

computación cient́ıfica, permite almacenar de manera eficiente matrices dis-

persas, vectores y atributos, facilitando la reutilización del objeto geométrico

sin necesidad de repetir la conversión desde ONNX.

El procedimiento de escritura recorre los componentes del zonotopo —gen-

eradores continuos Gc, generadores binarios Gb, restricciones Ac y Ab, centro

c y vector de términos independientes b— y los almacena bajo el grupo ráız

/hybzono. Las matrices, que en la implementación se representan en for-

mato compressed sparse column (CSC), se convierten a compressed sparse

row (CSR) y se guardan en tres arreglos (data, indices, indptr) junto con

su forma. Los vectores se almacenan directamente como conjuntos de datos

comprimidos. Atributos adicionales como zero one form y sharp se preser-

van en el grupo para reconstruir exactamente el mismo objeto al cargarlo.

Esta estrategia de persistencia ofrece dos ventajas significativas. Por un

lado, desacopla la etapa de conversión de las etapas de análisis: el zonotopo

puede generarse una única vez y ser inspeccionado múltiples veces, incluso en

distintas sesiones o máquinas. Por otro lado, al utilizar un formato estándar y

autodescriptivo como HDF5, se garantiza la portabilidad y la reproducibilidad

de los experimentos, ya que cada archivo contiene tanto los datos geométricos

como los metadatos necesarios para su interpretación.

Para gestionar la conversión de múltiples modelos entrenados de manera

sistemática y reproducible, se ha desarrollado un pipeline espećıfico dentro del

marco de orquestación Kedro. Este pipeline, denominado relunn hz conversion,

se ejecuta después de la fase de entrenamiento y exportación a ONNX. Su

función es recorrer el catálogo de archivos ONNX generados, instanciar un

OnnxManager para cada uno de ellos y, mediante la clase ReLUNNHybZonoConverter,
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producir el correspondiente zonotopo h́ıbrido. Cada zonotopo resultante se se-

rializa inmediatamente en un archivo HDF5, cuyo nombre conserva la misma

nomenclatura que el modelo ONNX de origen para mantener la trazabilidad.

La integración en Kedro permite definir de manera declarativa los parámetros

del proceso —como las rutas de entrada y salida o la activación de la elim-

inación de redundancias— y garantiza que la conversión se realice de forma

homogénea para todos los modelos considerados en la grilla experimental. De

este modo, el conjunto de zonotopos h́ıbridos resultante queda disponible para

las etapas posteriores del análisis geométrico, que se describen en el apartado

posterior.

3.4 Análisis geométrico de zonotopos h́ıbridos

El análisis geométrico de los zonotopos h́ıbridos generados a partir de

las redes ReLU se ha automatizado mediante un nuevo pipeline de Kedro,

denominado analyze hz. Este flujo toma como entrada los archivos HDF5

producidos en la etapa de conversión, reconstruye los objetos Zh utilizando

la clase HybZonoHDF5Converter y ejecuta sobre cada uno de ellos el proced-

imiento de análisis que se detalla a continuación. Las métricas resultantes

—número de regiones factibles, número de facetas por hoja (región factible),

razón de facetas, relación entre facetas y regiones— se almacenan en el mismo

archivo HDF5, dentro del grupo /regions details, garantizando aśı la traz-

abilidad y la consolidación de toda la información experimental en un único

contenedor.

3.4.1 Enumeración de las politopos de un zonotopo h́ıbrido

La primera etapa del análisis consiste en descomponer el zonotopo h́ıbrido

en sus politopos constitutivos, es decir, en los zonotopos restringidos que

corresponden a las regiones lineales factibles de la red. Esta tarea se real-

iza mediante la clase HybZonoAnalyzer, que internamente invoca la función

get leaves de la libreŕıa ZonoOpt. Dicha función implementa un algoritmo
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de branch-and-bound especializado y emplea el método ADMM-FP para ver-

ificar la factibilidad de cada rama binaria, tal como se describió en el marco

teórico. Gracias a este mecanismo, se evita la enumeración exhaustiva de las

2nb combinaciones posibles, obteniéndose únicamente aquellas asignaciones de

ξb que satisfacen el sistema de restricciones Acξc + Abξb = b.

Cada hoja factible es encapsulada en una instancia de ConZonoAnalyzer,

clase diseñada espećıficamente para examinar geométricamente cada zonotopo

restringido. El método build conzono analyzers de HybZonoAnalyzer se

encarga de construir la lista completa de analizadores, uno por cada hoja

devuelta por ZonoOpt.

3.4.2 Análisis individualizado de los politopos

Una vez construidos los ConZonoAnalyzer, el método analyze de la clase

HybZonoAnalyzer coordina su ejecución. Para cada hoja, el análisis consiste

en determinar cuántas de sus 2nG restricciones de caja ξi = ±1 están activas,

lo que se traduce en resolver una serie de problemas de factibilidad lineal

mediante el solver HiGHS. El procedimiento está implementado en el método

count faces de ConZonoAnalyzer, que itera sobre todas las combinaciones

de ı́ndice y signo, formula el LP correspondiente y contabiliza aquellas que

resultan factibles. De este modo se obtienen, para cada hoja, el número de

facetas, y la razón de facetas respecto al máximo teórico 2nG.

Dado que el análisis de cada hoja es completamente independiente, la

clase HybZonoAnalyzer permite ejecutarlo de manera concurrente mediante

un ProcessPoolExecutor, distribuyendo las tareas entre las unidades de

procesamiento disponibles, que para casos de mayor escala podŕıa realizarse

con GPUs y/o clústeres de computadoras.

La orquestación global de este análisis se realiza a través del pipeline

analyze hz de Kedro, que itera sobre los archivos HDF5 generados en la fase

de conversión, reconstruye cada zonotopo h́ıbrido mediante HybZonoHDF5Converter

y ejecuta el HybZonoAnalyzer correspondiente. Los resultados agregados
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—número total de regiones, estad́ısticos de facetas (mı́nimo, máximo, media,

desviación estándar) y la tabla detallada por hoja— se almacenan en el mismo

archivo HDF5, dentro del grupo /regions details, consolidando aśı toda la

información del experimento en un único contenedor.

Análisis de politopos degenerados y detección de anomaĺıas. La

clase ConZonoAnalyzer complementa el recuento de facetas con un análisis

más detallado para aquellos politopos que presentan comportamientos at́ıpicos.

En primer lugar, antes de proceder al recuento, se verifica la factibilidad gen-

eral del zonotopo restringido mediante un LP sin restricciones adicionales. Si

este resulta infactible, la hoja se marca como vaćıa y se descarta para análisis

posteriores. En segundo lugar, para politopos con cero facetas detectadas

(lo cual indicaŕıa que no se satura ninguna cota de caja), se ejecuta un pro-

cedimiento de análisis profundo ( deep analyze) que determina si la region

es en realidad un punto aislado (por ejemplo, cuando las igualdades Aξ = b

determinan una solución única dentro de las cotas).

3.4.3 Almacenamiento de los resultados del análisis en HDF5

Una vez completado el análisis geométrico del zonotopo h́ıbrido mediante

HybZonoAnalyzer, resulta necesario persistir los resultados de forma estruc-

turada y eficiente para su posterior consulta, comparación o reutilización.

Para este fin se emplea el formato HDF5 (Hierarchical Data Format versión 5),

ampliamente utilizado en computación cient́ıfica por su capacidad para alma-

cenar grandes volúmenes de datos heterogéneos en una estructura jerárquica

de grupos y conjuntos de datos, con soporte nativo para compresión y acceso

parcial.

La clase HybZonoAnalyzerHDF5Converter proporciona una interfaz sen-

cilla para serializar toda la información relevante producida por un HybZonoAnalyzer

ya ejecutado. Los datos se organizan bajo un grupo ráız denominado /regions details,

dentro del cual se distinguen dos tipos de elementos:
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❼ Atributos del grupo (group.attrs): métricas escalares que resumen

globalmente las propiedades de la descomposición en politopos del zono-

topo h́ıbrido. Entre ellas se incluyen:

– Número total de regiones (n conzonos).

– Cantidad de politopos descartados por ser vaćıos (n empty) o de-

generados a un punto (n points).

– Suma total de facetas sobre todas los politopos válidos (n faces).

– Estad́ısticos descriptivos del número de facetas por hoja: mı́nimo

(min faces), máximo (max faces), media (mean faces) y desviación

estándar (faces std).

– Razón media entre el número real de facetas y el máximo teórico

2nG de cada hoja (mean ratio).

❼ Conjunto de datos estructurado regions: almacena la información

detallada de cada hoja individual del zonotopo h́ıbrido, incluyendo tanto

los politopos válidos como aquellas que resultaron vaćıas o puntuales.

Se implementa como un dataset con un tipo compuesto (structured

array) cuyos campos son:

– faces: número de facetas de la hoja.

– max faces: máximo teórico de facetas (2nG).

– ratio: cociente faces / max faces, que mide la fracción de re-

stricciones de caja que efectivamente se saturan.

– is empty: indica si la hoja es vaćıa (infactible).

– is point: indica si la hoja se reduce a un único punto.

– is valid: verdadero si la hoja es factible y posee volumen positivo

(no puntual).

Este dataset se comprime con GZIP para minimizar el espacio ocupado,

manteniendo un acceso rápido a cada registro.
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El proceso de escritura se activa mediante el método de clase save, que

recibe la instancia de HybZonoAnalyzer y un archivo HDF5 abierto. Interna-

mente, se verifica que el análisis haya sido ejecutado (a través de la propiedad

analyzed), se crea o reutiliza el grupo /regions details, se escriben los

atributos agregados y se genera la tabla estructurada regions a partir de

la lista completa de analizadores de politopos (all cz analyzers). Para la

recuperación de los datos sin necesidad de reconstruir el objeto analizador

completo, se dispone del método load metrics, que devuelve un diccionario

con los atributos agregados y el dataset regions.

3.5 Análisis global de métricas

La etapa final del flujo de trabajo experimental, implementada en el

pipeline analysis summary de Kedro, se encarga de consolidar e interpretar

los resultados individuales obtenidos para cada red entrenada. A diferencia

de las fases previas, centradas en la construcción y el análisis por modelo del

zonotopo h́ıbrido, esta etapa opera sobre el repositorio completo de archivos

HDF5 generados, realizando una lectura agregada y una visualización com-

parativa sistemática.

El nodo principal de este pipeline, extract and plot node, utiliza la clase

HDF5AnalysisReader para recorrer recursivamente el directorio de salida de

la etapa anterior (hybzono output dir). Por cada archivo HDF5 encontrado,

se extraen dos niveles de información: los metadatos del modelo (arquitectura,

precisión, semilla, etc.) almacenados en el grupo /model meta, y las métricas

agregadas e individuales contenidas en /regions details. Los datos se es-

tructuran en dos DataFrames de pandas: uno de resumen por modelo y otro

con las propiedades de cada hoja factible. Esta organización tabular facilita la

aplicación de operaciones de filtrado, agrupamiento y representación gráfica.

La integración con las etapas precedentes es directa y desacoplada: los

pipelines data processing, model training y hybzono analysis construyen

progresivamente la representación geométrica exacta y la serializan en HDF5,
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analysis summary actúa como consumidor final de dichos artefactos. De

este modo, la separación de responsabilidades garantiza la reproducibilidad

y permite re-ejecutar únicamente la fase de visualización ante cambios en los

criterios de presentación, sin necesidad de repetir cómputos de zonotopos o

enumeración de politopos.

La clase AnalysisPlotter encapsula la lógica de generación de figuras,

organizada en tres niveles anaĺıticos complementarios:

1. Comparación global por arquitectura: mediante gráficos de barras

agrupados por semilla se contrastan métricas como el número de re-

giones factibles (n conzonos) y el ratio medio de facetas (mean ratio),

incluyendo referencias al máximo teórico de regiones (2n, siendo n el

número de neuronas totales) y al ĺımite de saturación de facetas (ratio

= 1.0).

2. Distribución interna de un modelo representativo: para una

combinación espećıfica de conjunto de datos, arquitectura y semilla,

se generan histogramas de facetas, diagramas de dispersión, relación de

facetas y regiones y verificaciones de la uniformidad del máximo teórico

de caras por hoja. Estos gráficos revelan la heterogeneidad de las re-

giones lineales.

3. Tendencias paramétricas globales: aprovechando el conjunto com-

pleto de modelos, se exploran relaciones entre el tamaño de la red (neu-

ronas totales, profundidad, anchura) y las métricas geométricas agre-

gadas. Se incluyen diagramas de caja para analizar la variabilidad in-

ducida por la inicialización aleatoria (semilla) en arquitecturas fijas.

Todas las figuras se almacenan en un directorio jerárquico organizado por

conjunto de datos y tipo de análisis. Este diseño metodológico permite con-

trastar de manera cuantitativa y visual las predicciones teóricas sobre la com-

plejidad geométrica de las redes ReLU con las observaciones experimentales
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exactas, proporcionando una base sólida para la discusión de los resultados.
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4 Pruebas y resultados

En esta sección se presentan y analizan los resultados obtenidos a partir

de la aplicación del pipeline experimental descrito en el caṕıtulo anterior. El

objetivo es evaluar, desde una perspectiva geométrica, las caracteŕısticas es-

tructurales de las funciones aprendidas por redes neuronales con activación

ReLU. Para ello, se ha ejecutado una conjunto sistemático de experimentos

sobre dos conjuntos de datos de referencia —Iris y Circles—, variando tanto

la arquitectura de las redes como las condiciones de inicialización aleatoria

(semilla). La exposición de los resultados se organiza en dos niveles comple-

mentarios: primero, una descripción detallada del diseño experimental y de

las arquitecturas consideradas y segundo, un análisis comparativo global de

las métricas geométricas agregadas para todos los modelos entrenados. Esta

estructura permite contrastar las observaciones emṕıricas con las hipótesis so-

bre la simplicidad geométrica de las redes ReLU y, al mismo tiempo, poner de

manifiesto la potencia expresiva y la completitud del formalismo de zonotopos

h́ıbridos para el análisis estructural de redes neuronales.

4.1 Diseño y descripción de las arquitecturas evaluadas

La configuración experimental se ha definido de manera declarativa en el

archivo parameters.yml, cuyo contenido es interpretado por el orquestador

Kedro para generar automáticamente la grilla completa de modelos a entrenar

y analizar. El diseño responde a la necesidad de explorar de forma contro-

lada el efecto de tres factores principales sobre las propiedades geométricas

de la red: la profundidad (número de capas ocultas), la anchura (número de

neuronas por capa), la distribución de neuronas por capa y la inicialización

aleatoria (controlada mediante semillas). Para cada dataset se han selec-

cionado dos familias de arquitecturas con un número total de neuronas ReLU

comparable pero con distinta distribución entre capas, lo que permite aislar

el efecto de la profundidad frente al de la capacidad total de la red.
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En el caso del dataset Iris, un problema clásico de clasificación multiclase

con cuatro caracteŕısticas de entrada y tres clases, se han definido ocho arqui-

tecturas distintas. Cuatro de ellas corresponden a configuraciones de tamaño

moderado, donde cada una hace a un total de 10 neuronas distribuidas en

la red de forma variada, utilizando desde una hasta tres capas ocultas. Las

cuatro restantes incrementan ligeramente la capacidad hasta un total de 12

neuronas ReLU, manteniendo una diversidad análoga en la disposición de las

capas. Esta duplicación de patrones con una capacidad total similar (10 y

12) permite examinar si el comportamiento geométrico escala de manera pre-

decible con el número de unidades o si, por el contrario, está dominado por

la organización topológica de la red.

Para el dataset Circles, un problema sintético bidimensional de clasifi-

cación binaria con fronteras no lineales concéntricas, se ha seguido un esquema

comparable pero adaptado a la menor dimensionalidad de la entrada y a la

naturaleza del problema. Se consideran ocho arquitecturas, cuatro con un

total de 6 neuronas y otras cuatro con un total de 10, cubriendo nuevamente

profundidades de una a tres capas ocultas.

Para cada combinación de dataset y arquitectura se entrenaron tres in-

stancias independientes, correspondientes a las semillas 42, 123 y 456. Este

factor permite evaluar la variabilidad debida a la inicialización estocástica de

los pesos, un aspecto a menudo ignorado en los análisis teóricos pero relevante

en la práctica. En todos los casos se utilizó un número fijo de épocas (100

para Iris, 90 para Circles) y un tamaño de lote constante (16 y 10, respectiva-

mente), sin aplicar parada temprana ni regularización expĺıcita, con el fin de

no introducir sesgos adicionales en la complejidad de las fronteras de decisión

aprendidas.

La Tabla 4 resume las 24 configuraciones generadas para el dataset Iris,

mientras que la Tabla 3 presenta las 24 correspondientes a Circles, total-

izando 48 modelos analizados exhaustivamente mediante la metodoloǵıa de

zonotopos h́ıbridos. En las tablas, las arquitecturas se expresan mediante la

secuencia de neuronas en cada capa oculta, unidas por guiones, una notación
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compacta que facilita la identificación de la profundidad y la distribución del

ancho de la red.

Table 3: Modelos generados y analizados para el conjunto de datos Circles.
Todas las ejecuciones utilizaron 90 épocas y un tamaño de batch de 10.

Arquitectura Seed 42 Seed 123 Seed 456
6 ✓ ✓ ✓

3-3 ✓ ✓ ✓

4-2 ✓ ✓ ✓

3-2-1 ✓ ✓ ✓

10 ✓ ✓ ✓

5-5 ✓ ✓ ✓

7-3 ✓ ✓ ✓

5-3-2 ✓ ✓ ✓

Total de modelos (Circles) 24

Table 4: Modelos generados y analizados para el conjunto de datos Iris. Todas
las ejecuciones utilizaron 100 épocas y un tamaño de batch de 16.

Arquitectura Seed 42 Seed 123 Seed 456
10 ✓ ✓ ✓

5-5 ✓ ✓ ✓

7-3 ✓ ✓ ✓

5-3-2 ✓ ✓ ✓

12 ✓ ✓ ✓

6-6 ✓ ✓ ✓

8-4 ✓ ✓ ✓

6-4-2 ✓ ✓ ✓

Total de modelos (Iris) 24

4.2 Análisis comparativo de métricas obtenidas

Con el fin de evaluar la estructura interna de las redes ReLU entrenadas,

se ha calculado un conjunto de métricas que cuantifican tanto la cantidad

de regiones lineales que emergen tras el entrenamiento como la complejidad

facial de cada una de ellas. Dado que estas medidas se obtienen a partir
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de la descomposición del zonotopo h́ıbrido global en sus regiones, conviene

precisar el significado de cada indicador y su relación con las cotas teóricas

de referencia.

4.2.1 Métricas por modelo

Para cada red analizada se han registrado tres magnitudes fundamentales:

1. Fracción de facetas totales respecto al máximo teórico. Sigu-

iendo la caracterización de Fan et al. [5], el máximo número de facetas

que puede presentar un politopo en una red plenamente conectada es

igual al número total de neuronas ReLU que la componen. En efecto,

los autores demuestran que existe una configuración de parámetros que

fuerza a todas las unidades a contribuir a un único politopo, saturando

aśı la cota superior facial [5]. Por consiguiente, para cada modelo se ha

calculado el cociente entre el número total de facetas observadas (suma

de las facetas de todas las hojas factibles) y dicho máximo teórico. Este

ratio proporciona una medida global del grado de saturación facial al-

canzado por la red entrenada.

2. Número de regiones factibles en relación con la cota superior

de Serra et al. La cota superior universal establecida por Serra et

al. [21] delimita el número máximo de regiones lineales que cualquier

red ReLU puede generar en función del total de neuronas N y de la

dimensión de entrada n0:

Rmáx ≤

n0
∑

j=0

(

N

j

)

.

Esta expresión no depende de la distribución de las neuronas en capas,

por lo que constituye un ĺımite absoluto para la expresividad combina-

toria de la arquitectura. En el análisis se ha contrastado el número de

64



regiones con dicha cota, lo que permite cuantificar qué fracción de la

capacidad potencial es efectivamente utilizada por la red entrenada.

3. Número de facetas por región y su dispersión. Para cada hoja

factible se ha computado el número de facetas (caras del politopo) y se

ha calculado la desviación estándar de esta magnitud dentro del modelo.

Esta métrica refleja la heterogeneidad de las regiones lineales: una dis-

persión baja indica que la red produce politopos de complejidad similar,

mientras que una dispersión alta evidencia la coexistencia de regiones

muy simples y regiones notablemente más facetadas.

4.2.2 Métricas generales (agregadas por arquitectura)

Además de las mediciones por modelo, se han derivado indicadores agre-

gados que permiten estudiar tendencias globales en función de la arquitectura

de la red:

1. Promedio de facetas en relación con la profundidad. Para cada

número de capas ocultas se ha calculado el promedio del número de

facetas por región, promediando a su vez sobre todas las semillas y

arquitecturas de igual profundidad. Esta medida posibilita examinar si

la profundidad induce un cambio sistemático en la complejidad facial

de los politopos aprendidos, más allá del efecto debido al mero aumento

de neuronas.

2. Cantidad de regiones en función del total de neuronas y de su

distribución arquitectónica. Se ha representado el número de re-

giones factibles frente al número total de unidades ReLU, distinguiendo

visualmente la profundidad de cada configuración. De este modo se

puede discernir si la organización de las neuronas en capas —y no solo

su cantidad absoluta— modula la proliferación de regiones lineales, en

ĺınea con los resultados sobre separación por profundidad [13, 3].
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4.2.3 Modelos predictivos sobre el dataset Circles

En el caso del conjunto de datos Circles, el gráfico 4 presenta la evolución

del número de regiones en función del total de neuronas ReLU de cada ar-

quitectura. Se observa una tendencia general a obtener un número de re-

giones notablemente bajo, que además parece estabilizarse en un valor casi

constante a medida que la capacidad total de la red aumenta. Este compor-

tamiento contrasta de manera drástica con la capacidad expresiva potencial

de la arquitectura, que crece exponencialmente con el número de neuronas. La

escasa variabilidad del número de regiones sugiere una fuerte dependencia de

la complejidad intŕınseca del problema de clasificación: aunque la red se dote

de una capacidad muy superior a la estrictamente necesaria, no explota todo

el potencial combinatorio de regiones, sino que aprende una función cuya par-

tición del espacio de entrada se satura en una cantidad modesta de politopos.

Esto es, la red alcanza una estructura geométrica suficientemente expresiva

para resolver la tarea y, a partir de cierto umbral de capacidad, no continúa

incrementando de manera significativa el número de regiones factibles.

Este hallazgo es consistente con la hipótesis de Hanin y Rolnick [9], según

la cual las redes ReLU entrenadas mediante descenso de gradiente tienden

a desarrollar funciones con una cantidad sorprendentemente pequeña de re-

giones de activación, muy por debajo de las cotas teóricas. Adicionalmente, la

variabilidad observada en la distribución de las neuronas entre capas aporta

matices relevantes: las arquitecturas con una sola capa oculta tienden a

generar un número ligeramente mayor de regiones que sus contrapartes más

profundas con un total de neuronas similar.

En cuanto a la complejidad de cada región, el gráfico 5 muestra la dis-

tribución del número de facetas por región para las distintas arquitecturas.

Se aprecia que la cantidad de facetas crece de manera leve pero sostenida

conforme aumenta la complejidad arquitectónica, en concordancia con las

observaciones de Hanin y Rolnick [8] acerca del incremento de la compleji-

dad local de las regiones en redes más grandes. El análisis del promedio de
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Figure 4: Comparación de la cantidad de regiones totales obtenidas para
cada modelo entrenado sobre el dataset Circles, agrupados por arquitectura
y semilla y comparadas con el máximo teórico [21].

facetas, presentado en el gráfico 6, refuerza esta perspectiva: la proporción

entre el promedio de facetas observado por modelo y el máximo teórico de

facetas se sitúa consistentemente en el intervalo del 30% al 40%. Este resul-

tado emṕırico corrobora las estimaciones de Fan et al. [5], quienes postularon

que las regiones lineales de las redes ReLU son politopos notablemente ”sim-

ples”, con una fracción de facetas activas muy alejada del ĺımite de saturación.

Cabe destacar que la distribución particular de las neuronas entre las capas

no parece introducir diferencias sistemáticas en la cantidad de facetas por

región, más allá del efecto global asociado al número total de unidades ReLU.

4.2.4 Modelos predictivos sobre el dataset Iris

Para los modelos entrenados sobre el conjunto de datos Iris, con car-

acteŕısticas propias de un problema de mayor dimensionalidad de entrada

(n0 = 4) y con tres clases de salida. En el gráfico 7 se observa que el número

de regiones factibles crece de manera exponencial a medida que se reduce
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Figure 5: Comparación de promedio y desviación estándar de facetas por
región para cada modelo entrenado sobre el dataset Circles, agrupados por
arquitectura y semilla.

Figure 6: Proporción entre el total de facetas de cada modelo y la cantidad
total máxima teórica. Modelos entrenados sobre el dataset Circles, agrupados
por arquitectura y semilla.
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la profundidad de la red, aproximándose notablemente a la cota superior de

Serra et al. [21] en las arquitecturas de una sola capa oculta, aunque sin

llegar a superarla. Por el contrario, las configuraciones con dos o tres capas

permanecen muy por debajo de dicho máximo teórico. La distribución de

las neuronas entre las capas también influye: para una misma profundidad,

las arquitecturas con anchos aproximadamente uniformes (e.g., 6-6 o 6-4-2)

generan sistemáticamente menos regiones que aquellas con disposición decre-

ciente (e.g., 8-4 o 7-3). Este comportamiento sugiere que la profundidad,

aunada a un reparto equilibrado de las unidades, actúa como un mecanismo

de control que limita la proliferación de politopos y conduce a una partición

del espacio más compacta.

Figure 7: Comparación de la cantidad de regiones totales obtenidas para cada
modelo entrenado sobre el dataset Iris, agrupados por arquitectura y semilla
y comparadas con el máximo teórico [21]

En lo que respecta a la complejidad facial, la proporción de facetas totales

por modelo —medida respecto al máximo teórico de Fan et al. [5] (el número

total de neuronas ReLU)— se mantiene constante en el rango del 30% al 40%

para todas las arquitecturas, en consonancia con lo observado en Circles. El
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gráfico 8 revela, sin embargo, diferencias significativas en la distribución del

número de facetas por región. El promedio de facetas por politopo es mayor

en las redes con más neuronas totales, pero disminuye de forma consistente

al aumentar el número de capas ocultas. Asimismo, la variabilidad de esta

magnitud se incrementa notablemente al reducir la profundidad, alcanzando

su máximo en las arquitecturas de una sola capa. Las configuraciones con

anchos uniformes presentan, además, una media y una dispersión de facetas

inferiores a las de sus contrapartes decrecientes.

Figure 8: Comparación de promedio y desviación estándar de facetas por
región para cada modelo entrenado sobre el dataset Iris, agrupados por ar-
quitectura y semilla.

En conjunto, estos resultados indican que la adición de capas y la dis-

tribución homogénea de las neuronas conducen a una convergencia hacia un

régimen geométrico estable, caracterizado por un número reducido de regiones

y por politopos de baja complejidad facial. Lejos de saturar la capacidad ex-

presiva disponible, las redes profundas y equilibradas parecen aprovechar de

manera más eficiente la geometŕıa de las regiones, logrando una representación

altamente expresiva con una economı́a notable de recursos politópicos. Esta
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Figure 9: Proporción entre el total de facetas de cada modelo y la cantidad
total máxima teórica. Modelos entrenados sobre el dataset Iris, agrupados
por arquitectura y semilla.

observación complementa los hallazgos de Hanin y Rolnick [9, 8] y de Fan

et al. [5], y subraya el papel fundamental de la topoloǵıa de la red en la

configuración de la estructura interna de la función aprendida.

4.2.5 Tendencias globales y comparación con cotas máximas

Para completar la perspectiva comparativa, resulta instructivo situar estas

mediciones frente a una cota superior universal que no depende de la organi-

zación por capas, como la propuesta por Serra et al. [21]. A continuación se

analiza la relación entre el número de regiones y dicha cota, prestando especial

atención al efecto de la profundidad y la dimensionalidad del problema.

En términos generales, el análisis agregado de todos los modelos consid-

erados permite extraer patrones transversales que trascienden las particular-

idades de cada conjunto de datos. El gráfico comparativo 10 sintetiza la

evolución del ratio medio de facetas saturadas en función del número de ca-

pas ocultas. Como se anticipó en la discusión individual de Iris y Circles, los
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valores se mantienen sistemáticamente confinados en la banda del 30% al 40%

del máximo teórico, sin que se observe una dependencia significativa de la pro-

fundidad de la red. Esta invariabilidad sugiere que la simplicidad geométrica

de las regiones lineales es una propiedad robusta del proceso de optimización,

gobernada principalmente por la dinámica del descenso de gradiente y no por

la topoloǵıa espećıfica de la arquitectura. Dicho de otro modo, independi-

entemente de cuántas capas ocultas se empleen, la red tiende a configurar

sus regiones lineales como politopos relativamente “económicos” en facetas,

muy alejados de la saturación combinatoria que permitiŕıa la estructura de

generadores del zonotopo.

Figure 10: Comparación entre la media de las proporciones de facetas en
relación a la cantidad de capas ocultas de las redes.

Por su parte, el gráfico 11 ofrece una perspectiva complementaria al rela-
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cionar el número de regiones factibles con el total de neuronas ReLU, discrim-

inando visualmente la profundidad de cada arquitectura mediante distintos

marcadores. La caracteŕıstica más sobresaliente es el marcado efecto de la

profundidad sobre la proliferación de regiones lineales. Las redes que con-

stan de una única capa oculta exhiben una tendencia de crecimiento en el

número de hojas factibles que, para un mismo número total de neuronas,

resulta varios órdenes de magnitud superior a la observada en arquitecturas

con dos o tres capas ocultas. Este comportamiento es coherente con la ĺınea

de investigación sobre separación por profundidad, inaugurada por Montúfar

et al. [13], quienes demostraron teóricamente que la cantidad máxima de re-

giones lineales puede crecer exponencialmente con la profundidad, mientras

que en redes superficiales el crecimiento es polinomial. Posteriormente, El-

dan y Shamir [3] formalizaron esta ventaja mediante teoremas que prueban

la existencia de funciones representables eficientemente por redes profundas

pero que exigen un número exponencial de neuronas en arquitecturas de una

sola capa. En el plano emṕırico, el trabajo de Wang [22] verificó, mediante

un algoritmo de conteo exacto, que las redes superficiales tienden a generar

más regiones que sus contrapartes profundas para una misma cantidad de

parámetros.

Adicionalmente, la comparación con la cota superior universal de Serra et

al. [21] —que establece un ĺımite máximo para cualquier red con N neuronas

en un espacio de dimensión n0— aporta un matiz relevante. En el caso del

dataset Iris, de mayor dimensionalidad (n0 = 4), se observa que las arqui-

tecturas más profundas no solo producen menos regiones factibles, sino que

además se sitúan proporcionalmente mucho más alejadas de dicha cota supe-

rior que sus equivalentes superficiales. Este distanciamiento no se aprecia con

la misma claridad en Circles (n0 = 2), donde la brecha entre regiones obser-

vadas y la cota es más homogénea entre arquitecturas. Esta diferencia sugiere

que el efecto de la profundidad como mecanismo de control de la partición

del espacio se acentúa en problemas de mayor dimensionalidad, posiblemente

porque la red profunda puede explotar de manera más eficiente la composición
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Figure 11: Comparación entre la cantidad de regiones y el número de neuronas
totales de cada modelo.
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jerárquica de transformaciones para evitar una explosión de politopos en un

espacio de entrada más complejo. Nuestros resultados, obtenidos con el for-

malismo de zonotopos h́ıbridos, confirman y extienden estas observaciones,

evidenciando además que la cota superior universal de Serra, al no incor-

porar información sobre la profundidad, resulta especialmente holgada para

arquitecturas profundas en dominios de dimensión elevada.

En conjunto, los resultados expuestos validan emṕıricamente, desde una

perspectiva más exacta y eficiente que las basadas en muestreo, las conje-

turas fundamentales que motivan este trabajo: (i) el número de regiones lin-

eales factibles en redes ReLU entrenadas es drásticamente inferior al máximo

teórico, (ii) dichas regiones exhiben una geometŕıa sorprendentemente simple,

con un número de facetas que apenas alcanza un tercio de su capacidad po-

tencial, y (iii) la profundidad de la red juega un papel crucial en la economı́a

de la partición del espacio, permitiendo representar fronteras complejas con

una menor proliferación de politopos y con regiones de menor complejidad lo-

cal. Adicionalmente, la capacidad del formalismo de zonotopos h́ıbridos para

capturar de manera ı́ntegra y precisa estas propiedades en un rango diverso

de arquitecturas y conjuntos de datos subraya su idoneidad como herramienta

de análisis estructural de redes neuronales.

4.3 Resultados y aportes metodológicos

Más allá de la validación individual de cada hipótesis, uno de los aportes

metodológicos de este trabajo reside en la demostración de la utilidad in-

tegral del formalismo de zonotopos h́ıbridos como marco unificador para el

análisis estructural de redes neuronales ReLU. La construcción expĺıcita del

zonotopo h́ıbrido global asociado a la red no constituye simplemente una her-

ramienta para el cómputo de una métrica aislada, sino que proporciona una

representación matemática completa y compacta de la función aprendida, a

partir de la cual convergen de manera natural las cuatro ĺıneas de indagación

que articulan este estudio.
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En primer lugar, la propia noción de zonotopo h́ıbrido suministra el lenguaje

geométrico adecuado para describir la red como una unión finita de polito-

pos —las hojas que constituyen zonotopos h́ıbridos—, cada uno de los cuales

codifica una región lineal de la función y lleva asociada una transformación

af́ın. Esta representación es exacta, no aproximada, y abarca la totalidad

del dominio de entrada acotado por los input bounds. En segundo lugar,

la descomposición del HybZono en sus hojas factibles permite abordar de

forma directa y algoŕıtmica la cuestión del número de regiones lineales, no

ya mediante cotas probabiĺısticas o estimaciones basadas en muestreo, sino a

través de un procedimiento más riguroso y eficiente de enumeración que revela

la sorprendente escasez de patrones de activación efectivamente realizables.

En tercer lugar, el análisis por hoja posibilita el estudio de la simplicidad

geométrica de cada región: el cálculo del número exacto de facetas y de su ra-

tio de saturación emerge como una consecuencia inmediata de la estructura de

restricciones lineales que define cada zonotopo h́ıbrido, sin necesidad de recur-

rir a métodos externos de aproximación politópica. Finalmente, la capacidad

del marco para albergar arquitecturas arbitrarias —variando en profundidad,

anchura y distribución de neuronas— lo convierte en un banco de pruebas

ideal para examinar el papel de la profundidad en la economı́a de la partición

del espacio, tal como se ha evidenciado en los apartados precedentes.

Aśı, el zonotopo h́ıbrido actúa como un puente metodológico que integra

armónicamente estas cuatro vertientes de análisis y el análisis estructural de

redes neuronasles. Lejos de ser compartimentos estancos, la expresividad com-

binatoria (número de regiones), la complejidad local (facetas por politopo) y

la influencia de la topoloǵıa de la red (profundidad vs. anchura) se revelan

como facetas de un mismo objeto matemático, accesibles simultáneamente a

través de la estructura del zonotopo h́ıbrido. Esta convergencia no solo con-

fiere coherencia interna a los resultados experimentales obtenidos, sino que

además posiciona al enfoque de zonotopos h́ıbridos como una plataforma de

análisis extraordinariamente potente y versátil para futuras investigaciones

en la interpretabilidad geométrica de las redes neuronales profundas.
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5 Conclusiones y trabajo futuro

5.1 Respuesta a la hipótesis

Los resultados obtenidos en este trabajo no solo permiten validar las conje-

turas que motivaron la investigación, sino que además ponen de manifiesto la

notable capacidad del formalismo de zonotopos h́ıbridos para integrar, desde

una única representación matemática exacta, tres ĺıneas de indagación que

han evolucionado de manera relativamente independiente en el estudio de las

redes ReLU.

En primer lugar, la escasez de regiones lineales factibles ha sido corrobo-

rada mediante una caracterización geométrica ı́ntegra de la función aprendida.

La descomposición del zonotopo h́ıbrido global en sus regiones representadas

como zontopos restringidos ha evidenciado que, incluso en arquitecturas con

una capacidad teórica exponencial, el número de regiones efectivamente realiz-

ables se mantiene en valores modestos y tiende a estabilizarse con el aumento

de neuronas. Este hallazgo adquiere una nueva dimensión al ser obtenido

sin recurrir a muestreos ni a extrapolaciones, apoyándose en una descripción

completa del espacio de entrada particionado.

En segundo lugar, el análisis por hoja ha confirmado la simplicidad geométrica

de los politopos que conforman la partición del espacio de entrada. El cómputo

exacto del número de facetas y de su ratio de saturación revela que las re-

giones lineales emplean sistemáticamente una fracción reducida de las caras

que podŕıan desarrollar. La metodoloǵıa basada en zonotopos h́ıbridos per-

mite acceder a esta información de manera directa, sin necesidad de aproxima-

ciones externas ni de supuestos sobre la distribución de las regiones, ofreciendo

aśı una perspectiva complementaria a otros enfoques de análisis.

En tercer lugar, la comparación sistemática entre arquitecturas superfi-

ciales y profundas ha puesto de relieve el papel determinante de la profun-
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didad como mecanismo de control de la complejidad de la partición. La

diferencia de órdenes de magnitud en el número de regiones factibles respecto

de la profundidad de la red y del número total de neuronas, subraya la ventaja

expresiva que confiere la composición jerárquica de transformaciones lineales

a trozos. El formalismo de zonotopos h́ıbridos ha permitido cuantificar esta

diferencia en términos de la economı́a de politopos, evidenciando que la pro-

fundidad favorece representaciones más compactas y eficientes de la función

de decisión.

Más allá de la validación individual de cada uno de estos fenómenos, el

presente trabajo subraya la utilidad integral del enfoque de zonotopos h́ıbridos

como herramienta de análisis estructural de redes neuronales. La construcción

de dicha estructura asociada a una red ReLU no es meramente un paso in-

termedio para el cálculo de una métrica aislada, sino que constituye una

representación completa y autocontenida de la función aprendida. A partir

de ella, es posible interrogar simultáneamente la cantidad de regiones lineales,

la complejidad facial de cada una de ellas, la influencia de la arquitectura de

la red y abre la puerta a ampliar la variedad de caracteŕısticas que pueden ser

exploradas a través de este método de representación. Esta convergencia de

perspectivas en un mismo objeto matemático confiere al método una potencia

anaĺıtica singular, que trasciende las limitaciones de enfoques basados exclu-

sivamente en cotas superiores, en estimaciones estocásticas o en la inspección

aislada de trayectorias de activación. En definitiva, los resultados obtenidos

demuestran que el formalismo de zonotopos h́ıbridos proporciona un marco

unificado, exacto y operativo para el estudio de la estructura interna de las re-

des neuronales profundas, complementando y enriqueciendo las metodoloǵıas

existentes.

5.2 Contribuciones logradas

Además de reforzar hipótesis preexistentes sobre el área del análisis estruc-

tural delas redes ReLU, este trabajo ha realizado las siguientes contribuciones
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metodológicas y prácticas:

1. Implementación de un pipeline completo y reproducible para

el análisis estructural de redes ReLU. Se ha desarrollado un flujo

de trabajo modular basado en Kedro que abarca desde el entrenamiento

de modelos y su exportación a ONNX hasta la construcción de zonoto-

pos h́ıbridos, la enumeración de regiones factibles con ZonoOpt [1] y el

cómputo de métricas geométricas por región. La serialización en HDF5

y la generación automática de visualizaciones garantizan la trazabilidad

y la reproducibilidad de todos los experimentos.

2. Demostración de la integralidad del formalismo de zonotopos

h́ıbridos como herramienta de análisis. Se ha mostrado cómo una

única representación matemática —el zonotopo h́ıbrido global— per-

mite abordar simultáneamente cuestiones relativas a la cantidad de re-

giones, la complejidad local de cada politopo, el efecto de la profundidad

y la variabilidad debida a la inicialización aleatoria. Esta convergencia

de ĺıneas de análisis en un mismo marco conceptual constituye uno de

los aportes central del trabajo.

3. Verificación complementaria de hipótesis emṕıricas previas. A

diferencia de aproximaciones basadas exclusivamente en muestreo o en

el estudio de trayectorias de activación, los resultados aqúı presenta-

dos se apoyan en una representación geométrica de mayor presición de

la función aprendida —el zonotopo h́ıbrido— y en el cómputo deter-

minista de las métricas de cada región. Si bien la enumeración de las

hojas factibles se realiza mediante un algoritmo heuŕıstico (ADMM-

FP implementado en ZonoOpt), la caracterización de cada región in-

dividual es de gran exactitud, lo que permite cuantificar con precisión

propiedades como la cantidad de regiones, el número de facetas por

región y la relación entre ambas caracteŕırticas. Esta combinación de

exactitud geométrica y exploración heuŕıstica del espacio combinatorio
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de patrones de activación complementa y extiende las observaciones de

Hanin y Rolnick [9, 8] y de Fan et al. [5].

4. Desarrollo de una infraestructura de software reutilizable. La

inrfaestructura para el tratamiento sistemático junto con las herramien-

tas utilizadas para orquestar el proceso de investigación como Kedro

constituyen una base extensible para futuros estudios que deseen incor-

porar nuevas métricas geométricas o explorar otras familias de arqui-

tecturas.

5.3 Ĺıneas de trabajo futuro

El presente estudio abre varias direcciones de investigación que consider-

amos prometedoras:

❼ Extensión a arquitecturas más profundas y datasets de mayor

escala. Si bien los experimentos realizados cubren un rango representa-

tivo de arquitecturas pequeñas, seŕıa de gran interés evaluar el compor-

tamiento de las métricas geométricas en redes con decenas de capas y

sobre problemas de clasificación de imágenes (e.g., MNIST, CIFAR-10).

El principal desaf́ıo, aunque mitigado por el algoritmo de enumeración

heuŕıstico, sigue residiendo en la escalabilidad del algoritmo de enu-

meración de regiones y obtención de facetas de los politopos convexos.

❼ Análisis de la evolución geométrica durante el entrenamiento.

La construcción del zonotopo h́ıbrido en puntos intermedios del pro-

ceso de optimización permitiŕıa estudiar cómo emerge la simplicidad

geométrica a lo largo de las épocas, por ejemplo, si se alcanza rápidamente

un número reducido de regiones o es un fenómeno que se consolida en

las fases finales del entrenamiento.

❼ Relación entre métricas geométricas y generalización. Una

cuestión abierta es si la simplicidad de la partición del espacio (pocas
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regiones, ratios de facetas reducidos) se correlaciona con una mejor ca-

pacidad de generalización. El marco desarrollado podŕıa emplearse para

investigar esta posible conexión.

❼ Incorporación de otras funciones de activación. Aunque el tra-

bajo se ha centrado en redes ReLU por su relevancia y por la estructura

politópica que inducen, seŕıa interesante explorar extensiones del formal-

ismo de zonotopos h́ıbridos a activaciones lineales a trozos más generales

(e.g., Leaky ReLU, PReLU) o incluso a aproximaciones zonotópicas

de funciones suaves, como la representación emergente de zonotopos

h́ıbridos polinomiales.

❼ Aplicación a la verificación formal y la interpretabilidad. La

representación exacta de la red como unión de politopos abre la puerta

a aplicaciones en verificación de propiedades (robustez ante perturba-

ciones) y en la generación de explicaciones locales basadas en la ge-

ometŕıa de la región en la que se encuentra una instancia dada. Esto

representaŕıa una vinculación entre análisis de alcanzabilidad y explica-

bilidad estructural de las redes neuronales.

En suma, este trabajo evidencia que la integración del formalismo de zono-

topos h́ıbridos con un flujo experimental sistemático no solo hace viable el

análisis geométrico exacto de redes ReLU, sino que además lo consolida como

un enfoque riguroso, unificado y extensible para desentrañar la estructura in-

terna de los modelos de aprendizaje profundo.
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